Centro de InVestigaci(’m en Matematicas, A.C.

CIMAT N |
- Tl Entrenamiento de Maquinas de
Soporte Vectorial y su Aplicacién al
Reconocimiento de Patrones

TESIS |
que para obtener el grado de l {

Maestro en Ciencias con Especialidad en Ciencias de
la Computaciéon y Matematicas Industriales

Ricardo del Qugel Perey Flores

Director de Tesis:

Dr. Arturo Herndndez Aguirre

Guanajuato, Gto., Julio de 2002. - i




A Dios, | |
por haberme dado la
paciencia, fe, esperanza,
determinacion e inteligencia _
para poder terminar mis | |

estudios de maestria. :
-1
, I
\
1 '
A mis padres, : ‘i
Ricardo y Dora Emilia, » ’[
a quienes les agradezco su :i’}
confianza, apoyoy fe 3
en que podia alcanzar esta meta. i
M
it
, |
i
i
. |
A mis hermanos, !
Benjamin de Jesis ‘
y Manuel David, i
que me motivaron ' j
para terminar con bien. i
¥
018277



Agradecimientos.

Al Dr. Arturo Herndndez Aguirre, por el apoyo, paciercia y confianza que me brind6
durante el desarrollo del presente trabajo de tesis. As{ mismo, por su excelente guia y
direccion en la busqueda del conocimiento necesario para trabajar.

A los Dres. Salvador Botello Rionda y Miguel Angel Moreles Vazquez, por aceptar ser
revisores y sinodales de esta tesis, y por sus atinadas observaciones para enriquecerla.

Al Mtro. Andrés Edgardo Salazar Dzib y al Ing. Eduardo del Carmen Reyes Sanchez, por el
apoyo y confianza depositados en mi para emprender esta aventura.

A todos los profesores del Centro de Investigacién en Matematicas, por todas. sus
aportaciones al crecimiento, tanto académico como personal, del autor.

A mis familiares y amigos que me apoyaron en todo momento, y a toda la gente que creyo
en mi. ' .

A todo el personal del Centro: administrativo, de seguridad, de mantenimiento, de limpieza,
y ala gente de la Facultad de Matematicas de la Universidad de Guanajuato, por hacer mé4s
confortable mi estancia en esta gran institucion.




CONTENIDO.

Introduccién.
Capitulo I. M4quinas de Soporte Vectorial.

1.1 Reconocimiento de Patrones y Areas Relacionadas.
—1.1.1 Enfoques del Reconocimiento de Patrones.
1.2 El Modelo del Aprendizaje. \
1.2.1 El Problema de la Minimizacién del Riesgo.
1.2.2 El Problema del Aprendizaje.
1.3 La Teoria Estad1stlca del Aprendizaje.
1.3.1 La Dimensién VC. :

1.3.2 Minimizacién del Riesgo Empirico y del Riesgo Estructural.

1.3.3 Algunas Aplicaciones Practicas de las SVM.
1.4 Formulacién del Problema de Clasificacién con SVM.
1.4.1 El Caso Linealmente Separable.
1.4.2 El Caso No Lineal.
1.4.3 Seleccién del Kernel Apropiado.
1.5 Implementacién de la SRM en las SVM.

Capitulo II. Conceptos de Optimizacién.

2.1 Fundamentos. .
2.2 Optimizacién No Lineal.
2.2.1 Teorema de Lagrange.
2.2.2 Condiciones de Karush-Kuhn-Tucker.
2.3 Algoritmos Genéticos.
2 3.1 Estructura Bésica de un Algoritmo Genetlco
2.3.2 Operadores Genéticos.
2.3.2.1 Seleccién.
2.3.2.2 Cruza.
3.3.2.3 Mutacién.
2.4 Manejo de Restricciones con Algoritmos Genéticos.
2.4.1 Funciones de Penalizacién.

Capitulo III. Entrenamiento de SVM con Algoritmos Genéticos.

3.1 Manejo del Problema y sus Restricciones.
3.2 Implementacion con Algorimos Genéticos.
3.3 Resultados Experimentales.

Pig. 3

Pig. 5

Pag.
Pag.

Pég.
Pag.

Pag.
Pag.
Pag.
Pag.
- Pag.
Pag.
Pag.
Pag.
Pag.
Pag.

Pag.

Pag.
Pég.
Pag.
Pég.
Pag.
Pég.
Pag.
Pég.

Pag.
Pag.
Pag.
Pag.

Pag.

Pég.

5
6
6
7

11
11
11
12

1

20

21

24

24
27
28
30
32
33
35
35
36
37

38 .

38

44

44

Pég. 45

Pég. 46




Capitulo IV. Entrenamiento de SVM con el Método de Chunking Suave.

4.1 Solucién del Problema de Optimizaciéon en SVM.
4.1.1 Métodos de Solucién Utilizados.
4.1.2 Paquetes de Optimizacién Disponibles.
4.2 Métodos de Conjuntos de Trabajo.
4.2.1 E1 Método de Chunking.
4.2.2 El Método de Descomposicion.
- 4.2.3 El Método de Optimizacién Secuencial Minima.
4.2.4 Posibles Mejoras a los Métodos.
4.3 E1 Método de Chunking Suave.
4.3.1 Condiciones KKT para las SVM.
4.3.2 Planteamiento Formal del Método.
4.3.3 El Algoritmo de Chunking Suave y su Implementacién.
4.3.4 Visualizacién Gréfica de su Funcionamiento.
4.3.5 Resultados Experimentales. ‘

‘Capitulo V. Conclusiones.

5.1 Analisis Final sobre las Aportaciones del Trabajo.
5.2 Expectativas sobre Trabajo Futuro.

‘Apéndices.

A. Base de Datos de Digitos Manuscritos.

Bibliografia.

Pig. 51

Pag. 51
Pag. 51
Pég. 52
Pag. 53
Pag. 55
Pag. 56
Pag. 57
Pag. 57
Pag. 57
Pag. 57
Pag. 59
Pég. 62
Pag. 64
Pég. 66

Pig. 72

Pag. 72
Pag. 72

 Pag. 74

Pag. 74

Pag. 75




)

Capitulo IV. Entrenamiento de SVM con el Método de Chunking Suave. Pag. 51

4.1 Solucién del Problema de Optimizacién en SVM. Pag. 51
4.1.1 Métodos de Solucién Utilizados. Pag. 51

4.1.2 Paquetes de Optimizacién Disponibles. Pag. 52

4.2 Métodos de Conjuntos de Trabajo. Péag. 53

4.2.1 El Método de Chunking. Pég. 55

 4.2.2 El Método de Descomposicién. Péag. 56

- 4.2.3 El Método de Optimizacién Secuencial Minima. : Péag. 57

4.2.4 Posibles Mejoras a los Métodos. Pag. 57

4.3 El Método de Chunking Suave. Pag. 57

4.3.1 Condiciones KKT para las SVM. Pag. 57
4.3.2 Planteamiento Formal del Método. Pag. 59

4.3.3 El Algoritmo de Chunking Suave y su Implementacion. Pag. 62

4.3.4 Visualizacién Grafica de su Funcionamiento. Pag. 64

~ 4.3.5 Resultados Experimentales. Pag. 66

Capitulo V. Conclusiones. Pig. 72
5.1 Analisis Final sobre las Aportaciones del Trabajo. Pag. 72

5.2 Expectativas sobre Trabajo Futuro. Pag. 72
Apéndices. ' ' Pag. 74
A. Base de Datos de Digitos Manuscritos. Pag. 74

B. Listado del Cddigo Fuente del Entrenamiento de las SVM con Chunking y
Chunking Suave. CD Anexo
C. Listado de Cédigo Fuente del Entrenamiento de las SVM con Algoritmos
Genéticos. ’ CD Anexo

D. Listado de Cédigo Fuente del Entrenamiento de Redes Neuronales. CD Anexo

Bibliografia. | Pag. 75




k'l

INTRODUCCION

En este siglo XXI, la ciencia avanza cada vez mas rapido. La tecnologia se desarrolla en
forma exponencial, de modo que cada nuevo dfa surgen nuevas herramientas para el mejor
aprovechamiento del tiempo y de los recursos del hombre. Las Ciencias de la Computacién
no podian ser la excepcidn, sobre todo por su estrecha relacién con la gran mayoria, si no es
que con todas, las demds disciplinas existentes en este mundo moderno.

En el caso particular de la Inteligencia Artificial, el desarrollo mencionado se enfoca a la
obtencién de técnicas que permitan a las computadoras una mayor capacidad de
'razonamiento" y toma de decisiones en multiples aplicaciones. El Reconocimiento de
Patrones es un é4rea alrededor de la cual gira una gran cantidad de investigacién, como
sucede con las Maquinas de Soporte Vectorial (SVM) que, a pesar de su reciente
surgimiento, han despertado el interés de la comunidad cientifica mundial. _
Entre las mejoras que se buscan esta la manera de construirlas con mayor rapidez,
permitiendo el ahorro de tiempo y recursos. El presente trabajo tiene como uno de sus
principales objetivos proponer un método para acelerar el entrenamiento de las SVM. El

" método propuesto se basa en los métodos de conjunto de trabajo y podemos clasificarlo

como uno de ellos. :
Por otra parte, uno de los detalles con los cuales nos encontramos en la literatura acerca de

SVM es la poca informacién detallada acerca de la teoria de esta técnica. En este trabajo se
ofrece una explicacién con la mayor precisién posible sobre el desarrollo matematico en el
que se basa dicha teorfa, con excepcién de la Teoria de Kerneles en Espacios de Hilbert yla
Teoria Estadistica del Aprendizaje, las cuales tienen aspectos fuera del ambito de este
trabajo. . : :

Otro tema abordado es el de la solucién del problema de Programacién Cuadratica propio
de las SVM mediante penalizaciones a las restricciones con Algoritmos Genéticos. Se
realizé un pequefio anélisis de las ventajas y desventajas que pudiera tener el uso de este
recurso para solucionar el problema dado.

Para terminar, se comparan las bondades de las SVM y las Redes Neuronales con un
problema de reconocimiento de digitos manuscritos.

- La organizacion de la tesis es como sigue:

En el Capitulo I se da una breve explicacién sobre Reconocimiento de Patrones y los
problemas planteados por la Teoria Estadistica del Aprendizaje, origen de las SVM.

Posteriormente se aborda con detalle matematico el fundamento teérico de las SVM y se

plantea el problema a resolver para ellas.

En el Capitulo II se da una breve resefia de las herramientas y conceptos de la Teorfa de la
Optimizacién no lineal, necesarias para comprender la teoria de las SVM. Ademss, se
presenta un resumen de los conceptos mas importantes sobre Algoritmos Genéticos y las
técnicas basadas en éstos para manejar problemas de optimizacién con restricciones.

En el Capitulo III se da una explicacién de los Algoritmos Genéticos aplicados al problema
de optimizacién inherente a la solucién de SVM, y se muestran ejemplos sencillos de
solucién con esta técnica. ’

W




En el Capitulo IV se introduce al lector al concepto de conjuntos de trabajo, como
preambulo para explicar los fundamentos del método propuesto: Chunking Suave. Dicho
meétodo se explica, incluyendo ejemplos y resultados, en el mismo capitulo.

En el Capitulo V se plantean las conclusiones obtenidas de I realizacién del presente
trabajo, junto con una visién hacia el futuro de la investigacién sobre la linea creada por la
tesis. '




'CAPITULO I. MAQUINAS DE SOPORTE VECTORIAL.

Este capitulo introduce algunos de los conceptos del Reconocimiento de Patrones y
Aprendizaje Estadistico. Ademds, pretende describir con claridad la parte formal de las
Maquinas de Soporte Vectorial en sus posibles casos, planteando el problema a resolver
cuando se desea aplicar esta técnica. La explicacion sobre SVM comienza con el
planteamiento del problema general, seguido del desarrollo mateméatico del caso
linealmente separable. Aqui se plantea la situacién de la busqueda de un hiperplano que
separe los puntos de las dos clases, cuyo margen entre las muestras sea méaximo. Se
desarrolla el problema mediante el Método de Lagrange hasta llegar a un problema dual
que se plantea de manera més sencilla, para después explicar la manera en que se calculan
los pesos y el sesgo del hiperplano. Posteriormente se aborda el caso no lineal, destacando
las similitudes en la forma de obtener el problema dual y los c4lculos de los resultados.

1.1 Reconocimiento de Patrones y Areas Relacionadas.

Un patrén puede ser un conjunto de medidas u observaciones, tal vez representados en
forma de vector o matriz. Estas medidas pueden ser entidades como presién sanguinea,
edad, numero de ruedas de un auto, lineas dibujadas en 2-D, el estado de un sistema o el
arreglo de un conjunto de objetos. Los patrones pueden ser convertidos de una
representacion en otra.

Reconocimiento de Patrones (tamblen Hamado Clasificacién de Patrones) es una drea de la
Inteligencia Artificial que estudia la operacién y el disefio de sistemas que clasifican
medidas o patrones de datos en dos o mas categorias. El Reconocimiento de Patrones se

basa en los mecanismos naturales que utilizamos a diario gracias a nuestros sentidos. La

automatizacion de estos mecanismos permiten a una computadora realizar labores
repetitivas en las que usamos nuestros sentidos, cambiando el tacto, la vista o el oido por
sensores que ayudan a escoger o categorizar objetos en una forma préctica.

Las técnicas de Reconocimiento de Patrones son, a menudo, componentes importantes de
los Sistemas Inteligentes y se utilizan tanto para preprocesamiento de datos como para la
toma de decisiones. En un sistema de Reconocimiento de Patrones se proporciona
informacion a la computadora sobre las clases de cada elemento de un conjunto de datos
(conjunto de entrenamiento). Una vez "entrenado” el sistema, debe ser capaz de cla51ﬁcar
correctamente patrones distintos a los anteriores (conjunto de prueba).

Entre las aplicaciones del Reconocimiento de Patrones estdn: reconocimiento de voz, de
huellas digitales, de caracteres (letras, numeros, etc.), de caras humanas, identificacién de
sucesiones en cadenas de ADN, procesamiento de imdgenes, anélisis sismico, clasificacién
y andlisis de sefiales de radar, diagndstico médico e inspeccién industrial.

Algunas éreas relacionadas con el Reconocimiento de Patrones Son: Procesamiento Digital
de Sefiales, Visién Computacional, Sistemas Expertos, Optimizacién, Estimacién, Teoria
de Autématas y Analisis de Datos.




1.1.1 Enfoques del Reconocimiento de Patrones.

De acuerdo a Schalkoff [Sch92], pueden distinguirse tres enfoques para el Reconocimiento

de Patrones: :

¢ Estadistico. Consiste en extraer un conjunto de caracteristicas (llamadas rasgos) de los
datos de entrada y utilizarlos para asignar las clases. Los rasgos son generados por un
estado natural y el modelo obtenido consiste en probabilidades o funciones de densidad
de probabilidad de los mismos estados naturales.

*¢ Sintdctico. Consiste en relacionar la estructura de los patrones con la sintaxis de un

lenguaje definido formalmente, de modo que destaque el cuerpo extenso de

conocimiento relacionado a la generacién y anélisis de patrones.

Neuronal. Consiste en intentar tomar la manera en que los sistemas neuronales

biolégicos almacenan y manipulan la informacién. Esto nos lleva a una clase de

sistemas Ilamados Redes Neuronales Artificiales.

Schalkoff comenta que los limites entre estos tres enfoques son difusos, pues comparten

aspectos y objetivos comunes. :

*,

¢
L44

1.2 El Modelo del Aprendizaje.

De acuerdo con Vapnik [Vap95], el Modelo General de Aprendizaje a partir de muestras se
describe a través de 3 componentes: ' <

i) Un Generador G de vectores aleatorios x € R”, elegidos independientemente de una
funcién de distribucién de probabilidad F (x) fija pero desconocida.

if) Un Supervisor S quien regresa un valor de salida y para cada vector de entrada x, de
acuerdo a una funcién de distribucién condicional F (y|x), también fija.

iif) Una Méquina de Aprendizaje M4 capaz de implementar un conjunto de funciones

S(x,;w), we A, donde A es un conjunto de pardmetros.

MZI,' 'y’

Figura 1.1. Diagrama de un modelo general de aprendizaje a partir de muestras.

Vapnik establece que durante el proceso de aprendizaje, la Maquina de Aprendizaje
observa las parejas (x,y) (conjunto de entrenamiento). Después del entrenamiento, la
maquina debe regresar un valor y’, dado un valor x, que esté cerca de la respuesta del
SUpervisor y.

La seleccién de la funcién deseada se basa en un conjunto de entrenamiento de /
observaciones independientes e idénticamente distribuidas, elegidas de acuerdo a




F(x,y) = Fx)F(y]x): (e, 1), (%5 )55 (%, 3) - (LD

en las siguientes subsecciones se hablara de la minimizacién del riesgo y su relacién con el
problema de aprendizaje, tal como lo describe Vapnik en [V ap95].

1.2.1 E1 Problema de la Minimizacion del Riesgo.

Para escoger la mejor aproximacién disponible a la respuesta del supervisor, se mide la
pérdida o discrepancia, L(y, f(x,w)) entre la respuesta ¥ del supervisor a una entrada dada
x y la respuesta f(x,w) proveida por la Maquina de Aprendizaje ante la misma entrada.
Consideérese el valor esperado de la pérdida, dado por el funcional del riesgo

ROW) = [L(, f (x w))dF (x, y) (1.2)

) objetivo es encontrar la funcién f(x,w") que minimice el funcional del riesgo R(w)
(sobre la clase de funciones f(x,w), weA) en la situacién donde la funcién de

distribucién de probabilidad conjunta F(x,y) es desconocida y la tnica informacién
disponible est contenida en el conjunto de entrenamiento.

1.2.2 El Problema del Aprendizaje.

El planteami‘ento general del Problema del Aprendizaje se hace de la siguiente manera:
Sea la medida de la probabilidad F(z) definida en el espacio Z. Considérese el conjunto de
funciones O(z,w), we A. El objetivo es minimizar el funcional del riesgo o

R(w) = jQ(z, w)dF(z) | (1.3)

donde we A y la medida de la probabilidad F(z) es desconocida, pero se tiene una

-muestra independiente e idénticamente distribuida Z 25500002

Los diferentes problemas de aprendizaje son casos particulares de este problema general de

' minimizar el riesgo funcional sobre una base de datos empiricos, donde z describe un par
(x,¥) ¥y O(z,w) es la funcién de pérdida especifica de cada problema. Los principales son:

Clasificacién de Patrones. En este caso la salida del supervisor y est4 formada por sélo -

dos valores ye{0,1} y f(x,w), weA, es un conjunto de funciones indicadoras
i:(f(x,w)). La funcién de pérdida es: ' ¢

0 si y=f(x,w)
1 si y# f(x,w)

L(y, f(x,w)) ={

(1.4)




Para esta funcion de pérdida, el funcional del riesgo determina la probabilidad de respﬁestas
diferentes dadas por el supervisor y por la funcién indicadora f(x, w). Se conoce como
error de clasificacién al caso de respuestas diferentes. El problema consiste en encontrar

una funcién que minimice la probabilidad del error de clasificacién cuando la medida de

probabilidad F(x,y) es desconocida pero los datos son dados.

Estimacién de Regresién. En este caso la respuesta del supervisor y es un valor real y

S (x,w), we A, es un conjunto de funciones reales que contienen la funcién de regresién

W= [ydF(y|x) (1.5)

Es conocido que la funcién de regresion es la tinica que minimiza el funcional del riesgo
con la funcién de pérdida

LS Cew)=(y=f(xw)’ (1.6)

El problema consiste en encontrar una funcién que minimice el funcional del riesgo con
dicha funcién de pérdida cuando la medida de la probabilidad F(x, y) es desconocida pero
los datos son dados.

Estimacién de Densidades. En este. caso el problema es estimar una densidad a partir de
uh conjunto de densidades p(x,w), we A . Para este problema la funcién de pérdida es

L(p(e,w) = ~log(p(x,w)) 1.7

Se sabe que la densidad deseada minimiza el funciona] del riesgo con la funcién de pérdida
dada. El problema consiste en encontrar una funcién de densidad que minimice el funcional
del riesgo bajo la condicién de que la correspondiente medida de 1a probabilidad F(x) es
desconocida pero los datos son dados. ‘

1.3 La Teoria Estadistica del Aprendizaje.

Las Maquinas de Soporte Vectorial (Support Vector Machines o SVM) constituyen una
técnica recientemente desarrollada. En 1995, Vapnik [Vap95] y su equipo de colaboradores
establecieron las bases teéricas a partir de la Teoria Estadistica del Aprendizaje (Statistical
Learning Theory o SLT), con el objetivo de resolver problemas de Reconocimiento de
Patrones, aunque tltimamente se comenzé a trabajar con SVM para resolver problemas de
estimacion en Regresién. :

Las SVM efecttian una clasificacién entre objetos puntuales de dos clases por medio de una
superficie de decisién determinada por ciertos puntos del conjunto de entrenamiento,
conocidos como vectores de soporte. Dicha superficie se obtiene al resolver un problema de
Programacién Cuadratica Convexa con restricciones lineales, cuyo ntimero de variables es
igual al niimero de datos de entrenamiento.

P




|

Las SVM, afirma Burges [Bur98], son un paradigma aparte de las Redes Neuronales Y,
aunque tienen muchas similitudes, estan mejor fundamentadas en la teoria. Tienen mucho

mayor capacidad de generalizacién; es decir, capacidad para clasificar correctamente datos

distintos al conjunto de entrenamiento. Lo anterior, junto con su formulacién, las hace muy
atractivas, lo que ha motivado una gran cantidad de investigacisn alrededor del mundo,
llamando la atencién de las comunidades especializadas en Redes Neuronales y
Reconocimiento de Patrones, entre otras.

1.3.1 La Dimensién VC [Kec01].

- La Dimensién VC (Vapnik-Chervonenkis) es una propiedad del conjunto de funciones
F'={f,. f5,-. f.} que implementa una Méquina de Aprendizaje, que se utiliza en todos los

resultados importantes de la SLT. Constituye una medida de la capacidad o complejidad de
la maquina. A través de ella obtenemos una manera de eleg1r entre varias maquinas segun
las necesidades.

La dimensién VC de un conJunto de funciones F ={f(x,w)}, donde w son pardmetros
adaptables de la maquina y x es un dato a clasificar, se define como el niimero méximo de
puntos de entrenamiento que pueden separarse por dicho conjunto. En el caso de la tarea de
clasificacién de dos clases, el conjunto de funciones se compone de funciones indicadores
definidas como i.(x,w)e{0,1} o i.(x,w)e {l,—1}, para toda x,w. En la clasificacién con
SVM se utiliza la segunda forma, pues facilita el desarrollo algebraico del problema. Estas
funciones indicadoras definen hiperplanos orientados; es decir, aquellos en los que todos
los puntos de un lado son asignados a la clase 1 y todos los puntos del otro lado a la clase 2.

Como puede verse en la figura 1.2. Algebralcamente un hiperplano orientado en R" se
define como :

1 st u=0

1. (x, w) = sign(u(x)) = { : | (1.8)

-1 si u<0

donde u(x) = w, +Wx, + W,X, +...+W,%, , con w, € R paratoda i,

nn?

Figura 1.2. Un hiperplano orientado en R’.

’

Cada hiperplano orientado determina una regién de decisién lineal, a un lado de la cual hay
datos de una clase v en el otro lado datos de la otra clase, de modo que si tomamos un
punto cualquiera. este caerd necesariamente en una de las clases definidas por la regién.




La dimensién VC de los hiperplanos orientados es igual al nimero mayor de puntos que
pueden separarse correctamente en todas las maneras posibles por miembros del conjunto.
Dado al menos un conjunto trivial de A puntos (puntos no colineales) que puedan
etiquetarse en las 2" maneras posibles, y por cada caso de etiquetado pueda encontrarse al
menos un hiperplano orientado (miembro del conjunto) que asigne correctamente las
etiquetas, entonces ese conjunto de puntos es separado por ese conjunto de funciones v, si
no es posible separar ni un solo conjunto de h+1 puntos por elementos del conjunto de
funciones, entonces la dimensién VC de dicho conjunto es A.

En dos dimensiones, si tenemos un conjunto de rectas orientadas u(x) = w, + w,x, + w,x,, y

utilizamos este conjunto de funciones para separar 3 puntos en las 2° =8 maneras posibles
de hacerlo, obtendriamos lo que se ve en la figura 1.3.

e /o o_o¢o o o

Figura 1.3. La separacion de tres puntos por rectas orientadas en R*.

Claramente, con tres puntos es posible efectuar todas las separaciones; mientras que con 4
puntos no existe manera alguna de separacion para todos los 2* =16 casos, como puede -
verse en la figura 1.4, donde se muestran los casos crltlcos Menos atin es posible hacerlo

con mas de 4 puntos, como resulta obvio.

Asi, el numero méximo de puntos que pueden separarse con el conjunto de rectas
orientadas en R’ es 3. Esto es, la dimensién VC de este conjunto de funciones particular es
h=3. En general, en un espacio n-dimensional R” la dimension VC de conjunto de

hlperplanos orientados es z=n+1.

Figura 1.4. La separacién de cuatro puntos por rectas orientadas en R>.
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La dimensiéon VC no tiene relacién alguna con el ntimero de paré.rrietros de las funciones,
pues en 1995 Vapnik dio un ejemplo de una funcién de un solo pardmetro con dimensién

VC infinita (un conjunto de funciones indicadoras tiene dimensién VC infinita si puede

separar un numero muy grande de puntos). Dicha funcién es i.(x, w) = sign(sen(wx)) con

W= n[uza ;')101] (1.9)

donde / es el ntimero de vectores de entrenamiento y y; € {0,1} son las clases.

1.3.2 Minimizacién del Riesgo Empirico y del Riesgo Estructural.

Mientras que las Redes Neuronales y otras técnicas de clasificacion pretenden minimizar el
riesgo empirico (Empirical Risk Minimization o ERM); es decir, el error del conjunto de
entrenamiento; las SVM pretenden minimizar el riesgo estructural (Structural Risk
Minimization o SRM). El riesgo estructural se controla por medio de dos parametros: la
capacidad de la mdquina, expresada por la dimensién VC, y la reduccién del error del
conjunto de entrenamiento.

La diferencia entre los métodos es notable; la ERM no controla la generalizacion, sino que
asume que ésta sera correcta si el error de entrenamiento es pequefio sobre un conjunto de

‘entrenamiento lo suficientemente grande. La SRM, en cambio, controla ambos pardmetros:

error de entrenamiento y generalizacién. La generahzac1on depende del tamafio estructural
de'la maquina, o sea su dimensién VC.

1.3.3 Algunas Aplicaciones Practicas de las SVM.

Entre las aplicaciones especificas de las SVM descritas en [Wri00] tenemos: diagnéstico de '

cancer de seno. prediccion de temperatura en cables subterraneos, identificacién de

- particulas atémicas en fisica de alta energia, deteccién de objetos en 2-D y 3-D, deteccién

de deterioro en motores de combustién, deteccién de homologias en proteinas remotas,
aproximacién de funciones y regresmn categorizacion de textos, prediccidn de series de
tiempo y reconstruccién dindmica en sistemas ca6ticos, reconocimiento de digitos escritos a
mano, y arboles de decisién para bases de datos de mercadeo.

1.4 Formulacién del Problema de Clasificacién con SVM.

Tenemos / muestras independientes e idénticamente distribuidas, provenientes de una

distribucién de probabilidad P(x,y) desconocida, consistentes en pares conformados por

-un vector y una etiqueta de clase (x;,,),(x,,,),-...(x;,3,), donde cada vector x, € R”

podria ser un vector de tonos de gris de alguna imagen, y cada etiqueta y, € {I,—1} podria
ser 1 si la imagen contiene la huella digital del Sefior X y -1 en caso contrario, para
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Deseamos construir una SVM que sepa mapear los valores de los vectores x; a los valores
de las etiquetas y; cgrrespondientes por medio de una funcién de decision
y=f:R"—{1,=1}, la cual esta entre dos hiperplanos que definen un margen de tamafio
maximo. El uso de {1,-1} en vez de {1,0} u otros valores nos proporciona una mejor
facilidad en el manejo algebraico ael problema, como se verd més adelante.

1.4.1 El Caso Linealmente Separable.

Es el caso més simple, donde los datos pueden ser clasificados por un hiperplano orientado,
. conocido como hiperplano de separacién, con ecuacién w-x+5b =0, donde w es un vector
normal al hiperplano llamado vector de pesos y b (wy en la definicién de hiperplano
orientado) se conoce como sesgo. La distancia del hiperplano al origen se define como

ﬁ si va<0 ]—bl |
Vo pee M o
1

Sea M, la distancia més corta desde el hiperplano de separacién hasta el dato positivo mds
cercano, y M_ la distancia més corta desde el hiperplano de separacién hasta el dato
negaﬁvo més cercano. Se define el margen de un hiperplano de separacién como
M =M, +M_. Ahora necesitamos encontrar el hiperplano de separacion con el margen
mayor.

Decimos que el conjunto de entrenamiento es linealmente separable si existen we R” y
b e R, tales que todos los datos de entrenamiento satisfacen las siguientes restricciones:

- w-x,+b=1para y, =1 (1.11)~

w-x,+b<-1 para y, =—1 - (1.12)

Para combinar ambas restricciones, tomamos en cuenta que w-x,+b<-1 es igual a

—(w X, + b) > 1. Esto se parece a (1.11), excepto porque el lado izquierdo esta multiplicado
por -1. Claramente, el lado izquierdo en ambos casos esta multiplicado por su propia clase,
por lo tanto tenemos que y, (w-x, +b) 21, para i =1,2,...,/ . Esto equivale a que

y;(w-x;,+b)-120 para i=1,2,...,1, (1.13)

que define el hiperplano de separacién descrito.
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-b /1wl o ﬂ Margen

Figura 1.5. El hiperplano de separacién para el caso linealmente separable en R.

Para los puntos que cumplen con la ecuacion (1.11), algunos cumplen con la igualdad y
" caenenel hiperplano A, :w-x+b=1;estoes, w-x+b—1=0, con w normal y distancia al
origen \

d _ -2 | (1.14)

il

Similarmente, para los puntos que cumplen con la ecuacién (1.12), algunos cumplen con la
igualdad y caen en el hiperplano H, :w-x+b=~1; esto es, w-x+b+1=0, con w normal
y distancia al origen

b1
‘ d, = o (1.15)
La dis‘tancia del hiperplano de separacion al hiperplano H, es
———b—(”_1”+b) 'si b>0
v =8 _peleg | IR
B I B oLt g o

Asimismo, Ia distancia del hiperplano de separacién al hiperplang #, es




——————IT——H(ZD) si b>0
Fi1-_4|_i-t-pyl_| e B |
R T D e P 7

Asi, al sumar las dos distancias tenemos el margen de separacién para las dos clases, el cual
/ - .
es ‘

_2
SR

Es claro que H,, H y el hiperplano de separacién son paralelos (tienen el mismo vector
normal), y que no hay puntos de entrenamiento entre ellos. Por lo tanto, para encontrar el

- par de hiperplanos que dan el maximo margen, y al mismo tiempo el hiperplano de

separacién es necesa.rio maximizar la distancia M, lo que equivale a minimizar el valor de

Programacmn Cuadratlca Convexa

Iy, o 1
min —|w| ==—w-w ' 1.19
in vl =3 (1.19)
sujeto a las restricciones A ,
—y; (w-x;+b)+1<0 para i=1,2,...,] . (1.20)

, con ¢l fin de adaptar

Se ha planteado la minimizacién de % ”w”2 en vez de minimizar [

el problema a la forma estdndar de Programacion Cuadratica Convexa, como se verd mas

adelante, pues sélo |w| nos llevaria a tratar con una raiz cuadrada, lo que haria muy

complejo llegar a la solucidn.
La solucién de este problema de opt1m12ac1on se encuentra en el Punto. Silla de la funcién

lagrangiana o Lagrangiano primal del mismo, dada por

LP(w,b,.a)=lw.-W+Z[:a,.[—yi(w-xi+b)+1:, (1.21)

 L(w,b, a)——w e Zay,w % bZay,+Za 122

i=1. & =l

donde las «;, para i=1,2,K ,/, son los multiplicadores de Lagrange. Dicha solucién es la
misma que para el problema dual.
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Para encontrarlo debemos minimizar el Lagrangiano con respecto a w y b, al tiempo que es
maximizado con respecto a @ =(,&,.).. El problema dual estd dado por
max L, (a)=max {min L, (w,b,)} . Para encontrarlo, calculamos el gradiente de L -

con respecto a wy . y lo igualamos a cero.

AM—W Za’y,x,-O = w= Zay, X, (1.23)
) aW ,.1 i=1
aLf’(W ba)_ Zay, 0 = Zay, (1.24)

i=1 i=1

Las dos expresiones anteriores se comocen como condiciones de optimalidad.
Sustituyéndolas en Lp obtenemos el Lagrangiano dual :

| L (a)== Zay, X, (Z a;yx J] Zay,[Za V% J X, b(o)+za %1.25)

i=1

Ly(a)y== Zay, X, [Z ijjj:—Za,y,:xi-(ZajijjJ+Za,. (1.26)
i =] i=1

""II

L,)<a>---zay, x, (Zay, ,j+iai (127)

‘-‘11

1—1 i=1

1 . /
L, (a)=—522a,a,-y,-y,-x,- IR (1.28)

i=l j=1 =

Asi, podemos replantear el problema como

I 7 / .
max LD(a)=——;—ZZa,ajy,.iji-xj+2a,. (1.29)
“ i=t =l i=1
syjeto a las restricciones
! ’ .
AR (1.30)
- i=L ' .
;20 para i=1,2,...,/. (1.31)
Pero este problema equivale a:
min =L, ()= ZZ ,0,y,y,% X, —Za (1.32)
1—1 J=1
min L, (c) =%aTHa+dTa'_ (1.33)

sujeto a las mismas restricciones; donde H es una'matriz de /x/ tal que H =YY% XY
d es un vector con todos sus elementos con valor de -1.
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Este problema cumple con la forma estandar del problema de Programacién Cuadratica
Convexa con una restriccién de igualdad (1.30) y / de desigualdad (1.31). Puede ser
manejado con mayor facilidad, pues las restricciones originales son sustituidas por
restricciones que incluyen a los multiplicadores de Lagrange, ademés de que los datos de
entrenamiento aparecen comc simples productos punto de vectores. Dicha situacién resul*a
ventajosa en el caso no lineal, que se revisard en la siguiente seccion.

En la solucidn, a cada punto de entrenamiento le corresponde un multiplicador de Lagrange

6ptimo ¢; . Los puntos para los cuales su respectiva &’ >0 estan sobre alguno de los
hiperplanos H; o Hy, y se conocen como vectores de soporte. Todos los demés puntos de
entrenamiento tienen cz: =0 y estan a los lados de H; o H> de modo que se cumple la

desigualdad de la restriccidn. :

Para las SVM, los vectores de soporte son los elementos criticos del conjunto de
entrenamiento. Ellos son los més cercanos al limite de decisién, cumplen con la igualdad en
las restricciones (1.13) y si los elimindramos cambiaria la solucién encontrada. En cambio,
si todos los demds puntos de entrenamiento fueran removidos o movidos de lugar sin cruzar

. Hi o H,,al repetir el entrenamiento se encontraria el mismo hiperplano de separacién.

Una vez solucionado el problema, tendremos un vector ¢ de multiplicadores de Lagrange.
Para obtener la ecuacién del hiperplano de separacién Optimo, utilizamos la primera
condicién de optimalidad (1.23) para encontrar el vector de pesos 6ptimo

: : i

i=1

!
w=>a"xy, o - (1.34)

Todos los vectores de entrenamiento cumplen la condicién (1.13). Los vectores de soporte
cumplen con la igualdad de la misma-y a cada uno le podemos calcular un valor del sesgo

despejando este de la forma b, _1zn( ox) ; es decir, hay un 5, '=—l——(w* -X,) para
Vs Vs

cada vector de soporte. Pero como dividir 1 entre Ysnos daun 1 6 -1, determinado por la

. . - - *
clase, sustituimos ese termino por la clase correspondiente y nos queda b, =y, —(w -x,)

para cada vector de soporte, de la misma manera que para obtener (1.13). El sesgo éptimo
se obtiene promediando los sesgos de los vectores de soporte de la siguiente manera:

\ b*=%[2(ys‘—w*-xs)J o 139)

y=]

donde % es el numero de vectores de soporte; es decir, aquellos cuyo correspondiente

multiplicador de Lagrange a; > 0. Al resto de los vectores del conjunto de entrenamiento
les corresponden los valores a; =0. En SVM, los valores de los multiplicadores de
Lagrange tienen relacién con la influencia del vector correspondiente sobre el hiperplano de

7 , * ,
separacion. Asi pues, para los vectores de soporte, entre mayor sea ¢; , mayor sera su
influencia, mientras que el resto de los vectores no tiene influencia alguna.
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Una vez calculados w y 5", obtenemos la ecuacién del hiperplano de decision
u(x)=w -x+b.La funcién de decisién buscada es entonces i,(x,w) como en (1.8).

1.4.2 El Caso No Lineal.

En la mayoria de los casos, la separacion lineal en el espacio de entrada es demasiado
restrictiva para un uso practico. La teoria puede extenderse a regiones de decisién no
lineales mapeando los puntos de entrada hacia puntos en un espacio de rasgos, buscando
luego el hiperplano 6ptimo de separacion en dicho espacio.

Figura 1.6. Gréficas de un ejemplo de mapeo de R a R utilizando un kernel polinomial de
grado 2. Pueden verse las equivalencias en las posiciones de los vectores res;pecto al
hiperplano de separacién en R’ y la regién de decisién no lineal en R

Dados los punto de entrada, utilizamos la funcién ¢ : R* — R™ para mapear dichos puntos
hacia el espacio de rasgos R” (que por lo general es un Espacio de Hilbert de dimension
finita o infinita). A un hiperplano éptimo de separacion (una region de decision lineal) en
R" le corresponde una region de decision no lineal en el espacio de entrada, que solo puede
determinarse si la funcién ¢ es completamente conocida. La ventaja es que ¢ interviene
solamente en el producto punto de dos puntos del espacio de rasgos, mediante una funcién
simétrica conocida como kernel, que se calcula a partir de los puntos en el espacio de
entrada como &(u,v) = @(¢)-@(v). Aqui no es necesario conocer .

En la figura 1.6 podemos observar que los datos en R no son linealmente separables, pero
al mapearlos a R’, es posible encontrar un hiperplano que haga la separacion lineal en
forma adecuada. La regién de decision no lineal en R’ (verde y negra) esta determinada por

el hiperplano en R’. En este caso, la funcién de mapeo utilizada es p(u) = (uf,\/iuluz, 12y,

y al hacer el producto punto con ¢(v) = (vf,\/fvlv2,v§) , Se obtiene el kemel

k(u,v)=(uy, )2 +2uu,v v, + (u2v2)2 = (v, + u2v2)2 =(u -v)2 (1.54)
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Cabe sefialar que tendria un altisimo costo computacional efectuar explicitamente estos
mapeos y luego calcular los productos punto. Sin embargo, cuando un kernel cumple las
Condiciones de Mercer (que se presentan mas adelante), el mapeo es implicito. Esto es,
trabajamos en R" aunque la solucién se encuentre en R™.

! . La regién de separacién no lineal puede encontrarse como la solucién al problema de

| Programacion Cuadratica antes mencionado, pero con ¢(x;) en vez de cada x;. Es necesario

| ! modificar el planteamiento del problema como:

| min —Hco( W =—¢(w> (W) (1.55)
} sujeto a las restricciones
| -y, (p(w)-@(x,)+b)+1<0para ¢ > 0 . (1.56)

La solucioén esta en el Punto Silla del Lagrangiano

Ly (p(w),b,2) =—<o(w> o)+ Y, [—y, (P(w)-p(x)+5)+1] (1.57)

i=1

i=1 i=1

L <<o(w>ba>——<o<w) P(w) - Zay,co<w> () - bZay,+Za (1.58)

donde las a, para i =1,2,...,/, son los multiplicadores de Lagrange.
Minimizando el Lagrangiano con respecto a ¢(w) y b, al tiempo que es maximizado con ’

respecto a . El problema dual est4 dado por max L, ()= ma { mm L, (p(w),b,a)} .

Ahora encontramos el problema dual, primero calculando el gradlente de Lp con respecto a ;
@(w) y b, e igualandolos a cero (condiciones de optimalidad). !

|
aL”(gg)’)b’a) =p(w)~ Zay,w(x) 0 = o= Za yox) 159 .

aL])(go(w)ba) Zay, 0 = Z“J’r (1.60)

Sustituyendo las condiciones de optimalidad (3.55) y (3.56) en Lp (3.54) tenemos

-'11 i=]

L@=1Y ayo() [Zay, ) >] Zay,[zay, x) )J 0(x)~b(0)+ Y a, (1.61)

Ly(@) ———Zza,ajy,yﬁﬂ(x) “o(x, )+Za . (1.62)

l—l Jj=1 i=]
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Por la definicién de kernel vista, replanteamos el problema como

max L (a)=—522a,ajy,yjk(x,,x )+Za. ' (1.63)
i=l j=l1
sujeto a las restricciones '
/
> ay; =0 (1.64)
i=1
;20 parai=12,.,1[. - (1.65)
Lo cual sabemos que equivale a
I
min L, <a>——ZZ 0,3,y k(%)= Y (1.66)
i=1 .

1—1 J=1
e

. sujeto a las mismas restricciones. Este problema tiene la misma forma del definido por

(1.32) y (1.33), donde H es la matriz de /x! tal que H;=y,yk(x,x;),y d se define de
igual manera que en los casos anteriores. La ventaja del problema dual sobre el problema
primal, por depender de los multiplicadores de Lagrange y de productos punto de vectores
de entrenamiento se hace evidente aqui: si el problema dependiera del vector de pesos,
tendriamos tantas incégnitas como la dimensién del espacio de rasgos, que se ha visto que
tiene una dimensién demasiado grande.

El'sesgo 6ptimo se obtiene como

b’ =‘llc‘[zk:(ys —iaiyi_ .k(xs?xi))J (1.67)

s=1 \- i=l

donde £ es el niimero de vectores de soporte.
La clasificacion se efectiia mediante la misma funcién que en el caso linealmente separable,
pero en este caso no es posible calcular el vector de pesos explicitamente debido a que

necesitariamos conocer @; por lo tanto tenemos

w)=Y ayk,+s O (1.68)

i=1

Asi, la extension de la teorfa se traduce en encontrar kerneles que identifiquen a ciertas
familias de regiones de decision que puedan escribirse como productos punto en algin
espacio de rasgos.
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1.4.3 Seleccién del Kernel Apropiado.

Como se ha visto, cuando un clasificador lineal es inapropiado para separar en dos clases,
las SVM se pueden construir mapeando los vectores de entrada hacia un espacio de rasgos
de alta dimensién por medio de un kernel. Generalmente, los datos seran linealmente
separables en algin espacio de rasgos de muy alta dimensién, por lo que puede no valer la
_pena intentar dicha separacién de manera exacta, sobre todo si sélo tenemos disponibles
una cantidad finita de datos de entrenamiento. En la préctica, sera necesario emplear el
enfoque no separable para el caso no lineal y escoger el kernel que combine la mejor
generalizacién con un mapeo al espacio de rasgos de la menor dimensién posible.

La idea de la funcién kernel es permitir la realizacién de operaciones en el espacio de
entrada, en vez de hacerlo en el espacio de rasgos de alta dimensién. Como el producto
punto no necesita ser evaluado en el espacio de rasgos, el costo computacional es mucho
menor. . : |
Un producto punto en un espacio de rasgos tiene un kernel equivalente en el espacio de |
entrada k(u,v) =¢(u)-@(v). Si k es una funcién simétrica positiva definida en el espacio

L, que cumple con la condicién

[[ku,v)gwgv)dudv >0~ (1.70)

para toda g#0 para la cual f g (u)du <+, entonces el kernel representa un producto
punto legitimo en el espacio de rasgos; es decir, tiene una expansién

+00

a, ¥, Wy, ) - - (1.69)

m=

k(u,v)=
~en L, donde a, >0. Lo anterior es conocido en su conjunto como Condiciones de Mercer.
Los kerneles mas conocidos y utilizados, segin describe Gunn [Gun98], son:

. Polinomiales de Grado d. El mapeo polinomial es un método popular para la modelacién
no lineal. Dos posibles formas de hacerlo-son: :

k(u,v) = (u-v)* ' | v
k(u,v)=(u-v+1)° (1.72) |

El segundo kernel es usualmente preferible porque evita problemas de que el Hessiano |
llegue a cero. Si tomamos el primer tipo de kernel con d =1, tendremos un producto punto ;
en el mismo espacio de entrada. Se suele lamar a esto un kernel lineal. 4 |




Funciones de Base Radial (RBF) Gaussiaras. Las funciones de base radial han recibido
atencion significativa, mas comtinmente con mma Gaussiana de la forma

o

kuyv)y=e = (1.73)

Las técnicas clésicas que utilizan funciones de base radial emplean algiin método para
determinar un subconjunto de centros. Un rasgo atractivo de las SVM es que esta seleccion
es implicita, con cada vector de soporte contribuyendo a una funcién Gaussiana local,
centrada en ese punto de dato. Para consideraciones posteriores es posible seleccionar el

ancho global de la funcién de base o, utilizando el principio de SRM.

Perceptrones Multicapas. Este tipo de kernel representa a un Perceptrén Multicapas con
una sola capa oculta para ciertos valores de ky 6. '

k(u, v‘) = tanh(ku-v ~8) | (1.74)

Cuando se utiliza este kernel, los vectores de soporte correspond/en a la primera capa de un

- Perceptrén Multicapas cuyos multiplicadores de Lagrange son los pesos.

Existen muchos otros tipos de kerneles, tales como RBF exponenciales, series de Fourier,
splines y splines B. Ademés, es posible construir kerneles mas complicados mediante la
suma o el producto de varios kerneles [Gun98]. '

Los kerneles mencionados cumplen con las Condiciones de Mercer para cualesquiera
vectores x v y de reales. ' '

1.5 Implementacién de la SRM en las SVM.

En la presente seccién se pretende dar un panorama sobre la SRM y como las SVM
implementan ese principio. Esta basado en [Kec01], [Sch97], [Vap95] y [Gun98].

La idea basica de la SRM es escoger, de un gran nimero de modelos candidatos (Méquinas
de Aprendizaje), un modelo de la complejidad correcta para describir los pares de datos de
entrenamiento. Esto puede hacerse al restringir la cantidad de conjuntos de funciones de

aproximacién y simultdneamente controlar su complejidad. Asi, las Maéquinas de

Aprendizaje seran estos modelos parametrizados que, al incrementar el ndimero de
parametros (pesos y sesgo), forman una estructura anidada en el sentido

ScSc...cS,c..cS - (1.75)

donde S, ={f(x,w),we A}, A, €A, con dimensiones VC

h<h<.<h<.h (1.76)




En tal conjunto anidado de funciones, cada funcién siempre contiene una funcién previa,
menos compleja. S, puede ser un conjunto de polinomios de grado # en una variable, un

modelo de Fuzzy Logic con # reglas, perceptrones multicapa o una red RBF con 7 capas de

neuronas ocultas. La definicién de conjuntos anidados (1.75) es valida para todos esos
modelos porque, por ej=mplo, una Red Neuronal de » neuronas es un subconjunt> de una
Red Neuronal de #+1 neuronas, un modelo de Fuzzy Logic con » reglas es un subconjunto
de un modelo de Fuzzy Logic con n+1 reglas, y asi por el estilo. El objetivo del
aprendizaje es la seleccion de uno de los subconjuntos, el cual hace coincidir la
complejidad de los datos de entrenamiento con una aproximacién de la capacidad del

modelo. : v
Para una Maquina de Aprendizaje, se define el riesgo como el promedio de los errores

cometidos al clasificar muestras de prueba independientes, pero que provienen de la misma

distribucion, y esta dado por
1
R = [Z|fGow) = yldP(xy) - (1.77)

Desafortunadamente R(w) es desconocido, puesto que P(x,y) lo es. Entonces se trata de
minimizar el riesgo empirico

o=

fem-y (1.78)

/

1
Remp (W) = 7

D | =

j=] =

Esto no garantiza que el riesgo sea pequefio, pues el nimero de muestras / es limitado.
Puede darse el caso de tener un error muy pequefio pero no una buena capacidad de
generalizacion, lo que se conoce como sobreajuste. Para poder trabajar con las cantidades
limitadas de datos, Vapnik [Vap95] establecié el principio de la SRM, en el cual dado el

problema anterior, para alguna we A y 1> A, con probabilidad 1-7 se cumple la cota

,ﬁ(mg{ﬂ)—mg
(W) +4

R(w)<R,,

[

donde el segundo término en. el lado derecho es llamado Confianza VC (Vapnik-
Chervonenkis). Dado un numero fijo de / muestras de entrenamiento, se puede controlar el
riesgo al controlar las dos cantidades del lado derecho. El riesgo empirico, que depende de
la funcién escogida f(x,w) (recordar que x representa a las muestras), puede controlarse
al escoger una w adecuada. Mientras tanto, la confianza VC se controla con h, que depende
de que conjunto de funciones S, se escoja para implementar la maquina.

22

(1.79)




- Las ecuaciones anteriores muestran que cuando el niimero de datos de entrenamiento se
incrementa, esto es, para / — +w (con otros parametros fijos), el riesgo verdadero R(w)

esta muy cerca del riesgo empirico R,,,(w) porque la confianza VC tiende a 0. Por otro
lado, cuando la probabilidad 1—7 (nivel de confianza) se aproxima a 1, la cota .de
generalizacién crece grande, porque en el caso cuando n—>0 (1-n—1), el valor de la

confianza VC tiende a +o.
Para las SVM, la forma en que se resuelve (1.19) y (1.20) es equivalente a implementar el

principio de-SRM. Supongamos. que la siguiente cota se cumple ”w” < 4. Entonces, de la
ecuacién (1.13) y tomando en cuenta que la distancia de un punto x a un hiperplano

. w-x+b
w-x+b=0 se define como d = l——, , entonces tenemos que

i

dz- (1.80)

o

De acuerdo a esto, los hiperplanos no pueden estar més cerca que % de algunos dé los

- puntos, lo que reduce los posibles hiperplanos de separacion, y por lo tanto la capacidad.
Vapnik [Vap95] redefine la dimensién VC % de un conjunto de hiperplanos en un espacio
n-dimensional como

h<min| R*4’,n|+1 S (1.81)

donde R es el radio de una hiperesfera qﬁe encierra todos los puntos. Por lo tanto, resolver
(1.19), (1.20) es equivalente a minimizar una cota superior de la dimensién VC.




CAPITULO II. CONCEPTOS DE OPTIMIZACION Y
| ALGORITMOS GENETICOS.

En este capftulo se describen las bases para entender los problemas de Programacion
Cuadrética Convexa con restricciones lineales, los cuales van de la mano con la tarea de
entrenamiento de las SVM, asi como diferentes opciones para enfocar el manejo de las
restricciones que plantean dichos problemas utilizando Algoritmos Genéticos.

En primer lugar se presentan algunas definiciones basicas que se utilizan posteriormente.
En segundo lugar tenemos una descripcion de los problemas desde Programacion No Lineal
en general, hasta Programacién Cuadritica Convexa. En este contexto se presentan el

Teorema de Lagrange y las Condiciones de Karush-Kuhn-Tucker como conceptos.

importantes en el desarrollo tedrico de la solucion a las SVM. Finalmente, se hace una
rapida exploracion sobre los conceptos més importantes de los Algoritmos Genéticos y los
métodos con mayor popularidad con los que se manejan problemas con restricciones.

N

2.1 Fundamentoél.

El problema de aprendizaje (entrenamiento) de una SVM se ha convertido a una forma en
que puede ser analizado dentro del marco de Ia Teorfa de la Optimizacién. La Teoria de la
Optimizacién es la rama de las matematicas concerniente a la caracterizacién de soluciones
de clases de problemas cuya solucién consiste en encontrar un vector de parametros que
‘minimice o maximice cierta funcién de costo, tipicamente sujeta a ciertas restricciones.
Dependiendo de la funcién de costo especifica y de la naturaleza de las restricciones,
podemos distinguir un numero de clases de problemas de optimizacién que son bien
entendidos y para los cuales existen estrategias de solucién eficientes. La Teoria de la
Optimizacién no solo provee técnicas algorftmicas efectivas para encontrar dichas
soluciones, sino que también define las condiciones necesarias y suficientes para que una
funcién dada sea una solucién.

A continuacién se presentan algunas definiciones importantes, que son basicas en el
desarrollo de la teoria vista més adelante.

Formas Cuadraticas. Una forma cuadratica en R” es una funcién de la forma

xTHx.z ii hg.x,.xj , (2.1)

i=1 j=1

>
donde H =(/;) es una matriz simétrica de nxn , ¥ x es un vector en R".

! Las definiciones que se presentan en esta seccidn y en la siguiente estan basadas en [Las70], [Min83] y
[Sun96]. '




Se dice que una forma cuadratica es:

e positiva definida si x” Hx >0 paratodaxenR”", x #0;

* positiva semi-definida si x” Hx >0 paratodaxenR”, x #0;
* negativa definida si x" Hx <0 paratodaxenR”, x#0;

* negativa semi-definida si x” Hx <0 paratodaxenR”, x#0.

Conjunto Convexo. Se dice que un conjunto. de puntos es convexo si, dados dos puntos
dentro del conjunto, todos los puntos del segmento de linea que los une estin también
dentro del conjunto. En términos algebraicos, el segmento de linea entre los puntos

X=X X e Xyy) Y Xp=(Xp,Xpp5%p,) €0 R' se define como el conjunto
S={(x;,%,,...., %,) | X, = Ax ; + (1= A)x;, Vi},con 0< A <1,

Figura 2 1. Ejemplos de conjuntos convexos (Ay B) y de no convexos (C).

Funciones Convexas. Se dice que una funcién es convexa si el segmento de linea dibujado
entre dos puntos sobre la grafica de la funcién nunca pasa por debajo de ella. Una funcién
es estrictamente convexa si el segmento de linea estd siempre sobre la funcidn.

Algebraicamente, una funcién f(x), donde x=(x,,x,,...,x,), es convexa si
J(Ax +(1=D)xz)<Af(x,)+(1-21)f(x;) para todas las combinaciones {x,,x,}, dados

X, =(X 05X 5000 X4,) Y X5 = (X515 Xp5,...,Xp,) €n el dominio de fy paratodo 0<A<1.

Figura 2.2. Ejemplos de funciones convexa y concava, respectivamente.
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Funciones Céncavas. Se dice que una funcién es concava si el segmento de linea dibujado
entre dos puntos debajo la grafica de la funcién nunca pasa por sobre de ella. Una funcién
es estrictamente concava si el segmento de linea esta siempre debajo de la funcién.
Algebraicamente, una funciéon f(x), donde x=(x,x,,.,%,), e€s coéncava si

JUAx, +(A=A)xz) 2 Af(x,)+(1-A)f(x;) para todas las combinaciones {x,,x;}, dados
4 = (X X g5 X0,) Y X = (Xp1,Xp5,...,X5,) €0 €l dominio de /'y paratodo 0< A<1.

Propledades de los Conjuntos y Funciones Convexos. Algunas propledades que nos

serén utiles son:

o La interseccién de dos 0 mas conjuntos convexos €s un conjunto convexo.

o Una forma cuadratica positiva semidefinida (matriz de segundas derivadas parciales de
una funcidn) es convexa.

o Una combinacién lineal positiva de funciones convexas es una funcién convexa.

0 Una funcién lineal es tanto convexa como concava, pero nunca estrictamente convexa o
estnctamente concava.

Figura 2.3. Ejemplo de un cono convexo en dos dimensiones.

Cono. Un cono es un conjunto de puntos P, tales que si x € P, entonces Ax e P para toda
A 20. Un cono convexo es un cono que también es un conjunto convexo. El conjunto de
todas las combinaciones lineales no negativas de un conjunto finito de vectores
S={x|x=A4x+Ax,+...+4,x,,72, 20} es un cono convexo y los vectores x;,x,,.....,x

m”m?

son los generadores del cono.

En la figura 2.4 puede verse un ejemplo de cono en dos dimensiones. Los generadores del
cono son los vectores (2,1) y (2,4). El vector (4,5) puede expresarse como una
combinacion lineal de los otros dos: 1x(2,1)+1x(2,4)=(2+2,1+4)=(4,5). Cualquier
otro vector que pueda ser expresado como una combinacién lineal no negativa de algunos
otros vectores que caen dentro del cono generado por dichos vectores.

26




2.2 Programacién No Lineal.

El problema basico de Programacién No Lineal es encontrar x = (X}, %,5...,X,) que

min f(x) 22)

sujeto a las restricciones .
g(x)<0 parai=12,..17, (2.3)
g,(x)=0 para j=1+17+2, I+m; | (24

donde f:R" — R es llamada funcién objetivo, las g, : R” — R son llamadas restricciones

de desigualdad y las g ;: R" — R son llamadas restricciones de igualdad. El valor 6ptimo de |

la funcién objetivo es llamado valor del problema de optimizacién. La regién del dominio
donde la funcién objetivo estd definida y donde todas las restricciones se cumplen es

llamada regién factible y la denotaremos por

Q={xeR":g()<0 y g(x)=0} | 2.5)

La solucién del problema es un punto x* = (%) s Xgperrs X)) € R" tal que no existe otro punto

x €€ parael cual f(x)< f(x"), como puede verse en la figura 2.1.
En una regi6n factible, una cara es el conjunto de puntos que caen en el limite de la misma,
y se dice que una restriccién es activa cuando la igualdad se cumple.

\

o4

Figura 2.4. Representacién grdfica de un problema de Programacién No Lineal. EI minimo
global de la funcién f(x) estd en el centro de los circulos, 2 es la region factible y el

minimo restringido f(x') es el punto sefialado, es el punto dentro Q2 de que estd mds
cerca del minimo global. ’




Programacién Convexa. Se dice que un problema de programacién matemdtica es
convexo si consiste en minimizar una funcién convexa (o maximizar una funcién céncava)

sobre un conjunto de restricciones convexo. Esto es si f(x) es convexa y cada una de las
restricciones g,(x) y g ;(x), son convexas. La propiedad fundamental de un problema de
Programacién Convexa es que cualquier 6ptimo local es un 6ptimo global.

Programacién Cuadritica. Un ‘problema de Programacién Cuadratica es aquel que
consiste en minimizar una funcién de la forma

f)=x"Hx+d x (2.6)

sujeto a las restricciones N ' ,
8&(x)=4-x<0parai=12,..1, 2.7
8;(x)=4;-x=0para j=I+11+2,...m; (2.8)

"donde H es simétrica y A4 tiene +m renglones. La funcién objetivo f(x) cumple con
Vf()=Hx+d,y Vif(x)=H.

Programacién Cuadratica Convexa. Un problema de Programacién Cuadratica Convexa
€s un problema de Programacién Cuadratica (minimizar una funcién objetivo convexa), con
un conjunto de restricciones convexo.

2.2.1 El Teorema de Lagrange.

Dado un problema de optimizacién no lineal como el anterior, pero tomando en cuenta
solamente las restricciones de desigualdad, definimos la funcién de Lagrange o

Lagrangiano como

I+m

L(x.a)=f(x)+) g, (x) 9

i=1
Los elementos del vector o = (@, @,....q,,,) son llamados multiplicadores de Lagrange.
Suponiendo que x  es un optimo local de f(x) en Q, entonces existe un vector

x * * *
a =(a,a,..,a,,,) parael cual

OL(x ,a)=0 6L(x,a)=0 2.10)
Ox oo -

Los multiplicadores de Lagrange o r;ﬁden la sensibilidad del valor de la funcién objetivo

* . - .., . . .. . .7
en x hacia una pequefia "relajacién” de sus respectivas restricciones g,(x). Si la funcién

S (x) es convexa, entonces estas condiciones son suficientes.




Punto Silla. Un punto (x",&’) con & 20 y x e€Q, es llamado un Punto Silla para el
Lagrangiano L(x,) si satisface L(x,a )<L(x,&’) para toda xeQ vy
L(x",a") > L(x",c) paratoda o >0. Esto es, x minimiza L(x,") sobre la regién factible
y o maximiza L(x",a) sobre todas las & > 0. Para una funcién de dos variables con una
restriccion, si x =(x,,%,) vy ¢ € R, L(x,&) tiene una forma de silla de montar como puede
verse en la figura 2.5.

Figura 2.5. Gréfica de un Lagrangiano en forma de silla de montar en tres dimensiones.

Teorema 2.1. Sean o >0 y *, € 4 Entonces (x,a) es un Punto Silla para L(x,a) siy
solo si:

a) x minimiza L(x,e") sobre Q,

b) g(x)<0parai=12,../,y g(x)=0 para j=1+11+2,.,l+m;

o) g (x)=0parai=12,.,/]+m.

Estas son las condiciones necesarias y suficientes para un Punto Silla de L(x,a).

Teorema 2.2 (Suficiencia del Punto Silla). Si (x",&") es un Punto Silla para L(x,a),
entonces x_ resuelve el problema primal dado.

Prueba: Como (x",c) es un Punto Silla, entonces cumple las condiciones del teorema 2.1.
Sea g(x)=(&(x), &(%); Gum(*))"-

Por la condicién (a), f(x')+a'g(x") < f(x)+a g(x) paratoda xe Q.

Por la condicién (c), &'g,(x") =0, porlo tanto f(x") < f(x)+ a'g(x) paratoda xe Q.
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Para todos los puntos x € Q que satisfacen g,.(‘x) <0 para las restricciones de desigualdad
Y &(x)=0 paralas de desigualdad en g(x); es decir, todas las x factibles para el problema
primal, el término a’g(x) es no positivo (<0), por o tanto tenemos que f(x)< f(x)
para toda x factible, por lo tanto x” resuelve el problema primal.

Este teorema se aplica a cualquier programa matematico, incluyendo programas donde Q es
un conjunto finito, 0 g; son no convexas, etc. Un Punto Silla puede no existir para tales
problemas y su existencia se garantiza sélo para Programas Convexos. -

Dualidad Lagrangiéma. Dado el problema primal de optimizacién ya mencionado, existe

un problema dual asociado de la forma max L,(a)=L, (x,a'), donde x' y a' se

obtienen igualando a cero el gradiente del Lagrangiémo primal VL,(x,) y sustituyendo en
¢l las relaciones obtenidas. Las restricciones del problema son las relaciones que no pueden

sustituirse, junto con ¢, >0 para toda i. »

.- Definamos ahora para & >0 la funcién L, ()= inf {Lp(x,0)} = max{min Ly (x,a)}.
Supbniendo que las funciones /'y g; son tales que cada punto ¢ donde L,(r) tiene un valor
finito, existe x tal que L,(a)=L,(x",a). Ahora podemos escribir L, (a) = mxzn L,(x,ca).

Esto se cumple en particular si £y g; son continuas en 2y es compacto.
La bisqueda del Punto Silla, si existe, puede llevarnos a resolver el problema

max L,(a) ,_donde Ly(@)=inf L,(x,), a>0 (D). La funcién dual Lp es una funcién:

concava de a, por lo que -Lj es una funcién convexa de a.
2.2.2 Condiciones de Karush-Kuhn-Tucker.

Las Condiciones de Karush-Kuhn-Tucker (Condiciones KKT) son condiciones que debe

satisfacer cualquier 6ptimo restringido, ya sea local o global, de cualquier problema de

Programacién Lineal y de la mayoria de los problemas de Programacién No Lineal. Forman
la base de desarrollo de muchos algoritmos computacionales, pues un posible criterio de
paro por haber llegado a un 6ptimo es que se cumplan estas condiciones. Geométricamente,
nos dicen que en todo 6ptimo restringido no hay cambios permisibles en las variables del
problema que puedan mejorar la funcién objetivo. _

Supongamos que tenemos un problema de Programacién No Lineal que consiste en
minimizar f(x,y) sujeto a las restricciones &(x,y) ¥y g(x,»), las cuales tienen su

interseccion en el punto P(x,,,), cerca del éptimo global de £ que es el punto O(x,,y,),
como se muestra en la figura 2.6. El punto P, como se ve claramente, resulta ser el 6ptimo
restringido para f- ,

Una direccién factible es un vector tal que un pequefio movimiento a través de él no viola
las restricciones. En P, el conjunto de todas las direcciones. factibles caen entre las
tangentes a las curvas g, y g, (0 las g; mismas si éstas fueran lineales). Dicho conjunto es el
cono generado por esas lineas. -




El vector -V apunta en la direccién de la méxima razén de decremento de f'y un pequefio

movimiento a lo largo de alguna direccién que haga un dngulo menor a 90° con -Vf

decrementara /- As, en el 6ptimo, ninguna direccién factible puede tener un angulo menor
290° con -Vf.

Si consideramos los vectores gradientes Vg, y Vg,, vemos que —Vf esti contenido en el
* cono generado por dichos gradientes. Si —Vf estuviera ligeramente arriba de Vg,, podria

hacer un 4ngulo menor a 90° con una direccién factible debajo de la linea 4. Si —Vf

estuviera ligeramente arriba de g;, podria hacer un angulo menor a 90° con una direccién
factible arriba de la linea /.

Ninguno de estos casos puede ocurrir en un punto éptimo, y ambos casos son excluidos siy
solo si —Vf cae en el cono generado por Vg, v Vg,. Esto equivale a la necesidad de que. !
Vf caiga en el cono generado por —Vg, y -Vg,.

o S

v

Figura 2.6. Representacién grdfica de las condiciones de Karush-Kuhn-Tucker.

En términos de enuriciadd tenemos que si /'y g; son diferenciables, una condicién necesaria | I
para que un punto x sea un minimo restringido a un problema de Programacién No Lineal
es que en x, V/ esté dentro del cono generado por los gradientes negativos de las
restricciones de acotamiento. Como V/ cae dentro del cono descrito anteriormente, debe
ser una combinacion lineal no negativa de los gradientes negativos de las restricciones de
acotamiento; es decir, deben existir niimeros o, tales que

m

V()= (Ve () @1

donde & >0 para i=12,..,0[+m.




Estos resultados pueden ser restablecidos para incluir a todas las restricciones definiendo el

. cox . . * . .
coeficiente ¢; como cero si g,(x")<0, con lo que a; 20 si g;(x")=0; es decir, el

producto @;g,(x") es cero para toda i. Entonces, las Condiciones KKT son:

Vf(x*)=—ia*[Vgi(x*) = (i 8 i):i—a‘.(% %; %)(2.12)

o o, ) & e ox, ox,
o, 20 para i=1,2,.../+m, (2.13)
« g,(x')=0 para i=L2,.,l+m, (2.14)
g(x)<0parai=1,2,...,1, (2.15)
g(x)=0parai=I+17+2,. [+m. - (2.16)

2.3 Algoritmos Genéticos.

Los Algoritmos Genéticos (AG) son métodos adaptativos que se basan en los procesos

evolutivos de los organismos bioldgicos. Tales procesos siguen los principios de la
seleccion natural y la'supervivencia del mas apto, establecidos en 1859 por Charles Darwin
en su libro "El Origen de las Especies" [Dar00]. Los Algoritmos Genéticos imitan estos
procesos pues "evolucionan" soluciones a problemas reales. Fueron formulados

- inicialmente por John H. Holland a principios de la década de 1960 como parte del

Aprendizaje de Maquina (Machine Learning). La presente seccién presenta una revision de
los conceptos mas importantes sobre Algoritmos Genéticos, y su contenido esta basado en

[Mic96].

‘En la naturaleza, los individuos de una poblacién compiten entre si por recursos como

comida, agua y refugio; asi como para atraer a una pareja. De este modo, los mas exitosos o
adaptados tendran relativamente mas descendientes que los menos adaptados, lo que har
que sus genes se propaguen en numeros mayores de individuos en las generaciones
sucesivas. Por otro lado, los individuos menos adaptados producirdn pocos o nulos
descendientes. con Io que sus genes se perderén a través de las generaciones. Esto da como
resultado la evolucién de una especie hasta adaptarse en forma éptima a su entorno.

La analogia de los Algoritmos Genéticos con la evolucién natural es que parten de una
poblacién de "individuos", cada uno de los cuales representa una posible solucién a un
problema dado. A cada uno de tales individuos se le asigna un valor de aptitud (calidad o
bondad) que indica lo bueno que es como solucién al problema. En base a esto, a los
mejores individuos se les da la oportunidad de "reproducirse” (mediante la operacién de
cruza) y asi obtener una nueva poblacién compuesta por sus descendientes. Esta nueva
poblacion tendrd una cantidad mayor de individuos con buena adaptacion, pues "heredaran”
estos rasgos de sus padres. Asi mismo, los individuos mengs adaptados tenderan a
desaparecer. Al repetir el proceso sobre muchas generaciones, las buenas caracteristicas se
propagaran entre la poblacién, mezclandose entre si para producir poblaciones cuyos
individuos serén cada vez més parecidos a la solucién buscada. '




El poder de los AG viene del hecho de ser una técnica robusta, pues es capaz de adaptarse a
una gran cantidad de problemas, incluyerdo aquellos dificiles de resolver por otros
metodos. Se dice que los AG encuentran una solucién aceptablemente buena,
aceptablemente répido. Las técnicas especializadas superan a los AG en velocidad y
precision; pero en édreas dificiles, donde no existen tales técnicas, pueden zar aplicados
exitosamente.

Algunas aplicaciones de los AG son: optimizacién, programacién automatica, economia,
sistemas inmunes, ecologia, etc. Entre los problemas de optimizacién, los problemas mas
comunes donde se aplican son: ruteo, calendarizacion, control adaptivo, juegos, modelacién
del conocimiento, problemas de transporte, problemas del tipo del agente ‘viajero,
Aprendizaje de MAquina, control Optimo y disefio de Redes Neuronales.

En comparacién con otras técnicas, los AG no se limitan a un dominio pequefio como los

métodos de buisqueda aleatoria, gradiente, busqueda.iterada, recocido simulado, etc., pues
buscan la solucidn simultineamente en varios puntos del espacio, no requieren
conocimientos especializados como derivadas, y utilizan reglas de transicién probabilisticas

en vez de deterministicas.
Lo anterior hace maés eficientes a los AG al lograr un buen balance entre la exploracidn,

- pues investiga dreas desconocidas del espacio de busqueda con cada nueva generacion, y la

explotacién, al hacer uso del conocimiento encontrado en los puntos visitados con
anterioridad. ‘

Segin Holland, la combinacién de exploracién y explotacién en un AG es Optima. Sin
embargo, en la prictica el rendimiento est4 sujeto a errores estocasticos como la deriva
genética (el cambio aleatorio en la frecuencia de los alelos de una generacién a la siguiente
debido a fluctuaciones en las oportunidades de cruza), que también se presenta en la

naturaleza.
2.3.1 Eétructura Bisica de los AG.

La estructura de un AG generacional simple se puede ver en la figura 2.7. En cada iteracién

se tiene una poblacién de posibles soluciones que se evallan para encontrar su valor de

aptitud o simplemente aptitud. Con base a dicha aptitud se hace una seleccién de parejas de

individuos que se recombinan para producir los individuos de una nueva poblacién (cruza),

a cuyos miembros se realizan alteraciones en uno o mas genes de manera aleatoria

(mutacién). Después de esto, el proceso se repite a partir de la recién creada poblacién.

Cada grupo de individuos se conoce como generacion. Se fija un nimero limitado de

generaciones y un tamafio de poblacién adecuado, de acuerdo a la precisién que se desea

tenga la solucidn.

Un AG debe tener los siguientes cinco componentes:

" unarepresentacion genética para las soluciones potenciales del problema (individuos);

" una forma de crear una poblacién inicial de soluciones potenciales;

" una funcién de evaluacién que juega el papel del ambiente, ridiendo las soluciones en
términos de su aptitud;

* operadores genéticos que alteren la composicién de los hijos;

* valores de los varios parametros utilizados (tamafio de la poblacién, probabilidades de
aplicacion de los operadores genéticos, ntmero limite de generaciones, etc.).




Parametros del Algoritmo:

tam_pob: tamado de la pobiacion;

pc: probabilidad de-cruza;

Pm: probabilidad de mutacion;

max_jter: nimero méximo de iteraciones permitidas;
num_jter: contador de iteraciones:

Pi: poblacion en la iteracion t;

P'ty P": poblaciones auxiliares.

Algoritmo:
Po = poblacién inicial:

Evaiuacion: obtener el valor de la aptitud de cada individuo de Pg,
num_iter = 0; ’

Mientras (num_iter < max_jter)

Seleccion: seleccionar tam_pob cromosomas de acuerdo a algun criterio de
seleccién y colocarlos en PY;

Cruza: elegir parejas de cromosomas de P!, Y, con probabilidad p. cruzarias para

.. Oobtener dos descendientes y colocar todos ios descendientes en P";

Mutacion: para cada cromosoma en P", con probabilidad pm, mutar cada uno de sus

v genes; ‘
Pter = P '
Evaluacion: obtener el valor de la aptitud de cada individuo de Ptst;

Finm;
Devolver el cromosoma con mayor aptitud.

Figura 2.7. Forma bdsica de un Algoritmo Genético generacional simple.
Representacién o Codificacién.

Cada solucién potencial o cromosoma puede ser representada como una cadena de L

unidades conocidas como genes, rasgos, caracteres o decodificadores. El cromosoma se

conoce también como genotipo o estructura, y contiene la informacion requerida para
construir un organismo, conocido como fenotipo, que es el significado de dicho cromosoma
que el usuario ha definido externamente mediante Ia funcién de aptitud.

Las posiciones de los genes en un cromosoma se conocen como loci o posiciones de
cadena, y los diferentes estados en los que puede estar un gen se conocen como alelos o
valores de rasgo. Una de las decisiones importantes que se deben tomar al disefiar un
algoritmo genético es la forma de representacion de las soluciones que se utilizara. Algunos
tipos de representacién muy utilizados son: binaria, cédigo Gray (binario), entera, real,
arboles, expresiones-S (tipo LISP) y representaciones hibridas.

Poblacién Inicial.

Es la poblacién de individuos que serdn los padres de la primera generacion. Es obtenida
inicializando por separado y de manera aleatoria cada uno de los genes para cada
cromosoma que formara parte de ella.
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Convergencia.

Es el progreso hacia el incremento de uniformidad de una poblacién. Esta evoluciona de
manera que la aptitud del mejor individuo y el promedio de las aptitudes de todos los
individuos se incrementan, aproximandose al 6ptimo global. Se dice que un cen converge si
en el 95% de los individuos, ese gen tiene el mismo valor. La poblacién converge cuando

todos los genes han convergido.

Funcién de Aptitud.

La funcién de aptitud es el aspecto maés -crucial de un AG, junto con la forma de
representacion o codificacién. La funcién de aptitud debe ser suave y regular, de modo que

los cromosomas con aptitud razonable estén cerca de los cromosomas ligeramente mejores.

Se deben construir funciones de aptitud que no tengan demasiados maximos locales o un
maximo global demasiado aislado. Para muchos problemas, dicha construccién no es
trivial, pero debe reflejar el valor del cromosoma en forma real. Existen algunos enfoques

para distintas situaciones:

¢ Funcién de Castigo o Penalizacién. Consiste en utilizar una funcién de penalizacién

que representa la pobreza del cromosoma y construye la aptitud en base a una constante de

penalizacién. Pueden representar las cantidades por las cuales un cromosoma viola las -

restricciones o el numero de restricciones violadas. Se dice que las primeras son mejores

que las segundas. _
¢ Evaluacién de una Funcién de Aproximacién. Consiste en utilizar una funcién
mucho més rdpida de calcular, que aproxima el valor de la verdadera funcién de aptitud, de
manera que se encuentren mejores individuos en un menor tiempo de CPU que si se usara

la funcién de aptitud real.

2.3.2 Operadores Genéticos.

Durante la fase reproductiva de los AG, se selecciona un grupo de individuos entre la
poblacién para ser recombinados y producir los herederos que constituirdn la siguiente
generacion. Los padres se seleccionan aleatoriamente entre la poblacién, de modo que se
favorezca a los mejores individuos. Estos individuos buenos tienen mayores probabilidades
de ser elegidos varias veces en una generacién, con lo que tendrdn mdés herederos; mientras
que los pobremente adaptados dificilmente podran reproducirse. Una vez seleccionados los
padres, se utiliza el operador de cruza para obtener a sus herederos y posteriormente se

aplica el operador de mutacién a cada individuo.

2.3.2.1 Seleccion.

Consiste en elegir un grupo de individuos de una poblacién con el objetivo de ser utilizados
en la recombinacién, de modo que se asignen oportunidades reproductivas a cada
individuo. Los elegidos son copiados a una piscina de apareamiento del mismo tamafio de

la poblacién.




Una vez que la piscina est4 llena, se tomarén parejas de individuos de manera aleatoria para
cruzarse hasta completar la siguiente genmeracién. Los individuos con mayores aptitudes

seran copiados un nimero mayor de veces que sus congeneres menor adaptados, que

incluso pudieran no recibir copia alguna. Los métodos de seleccién m4s utilizados son:

Seleccién Proporcional de la Aptitad (Ruleta). Consiste en construir una rueda
calculando el valor de aptitud de cada cromosoma y la suma de todas las aptitudes. Después
se obtiene la probabilidad de seleccién de cada cromosoma dividiendo la aptitud de éste
entre la aptitud total de la poblacién (normalizaci6n). Finalmente se calcula la probabilidad
acumulativa para cada cromosoma, sumando la propia a la suma de las anteriores.

Para seleccionar se genera un niimero aleatorio en el intervalo [0,1] y, si este numero es

menor a la probabilidad del primer cromosoma, entonces se elige al primer cromosoma; en

Otro caso se compara el nimero con las probabilidades de cada uno de los siguientes
cromosomas secuencialmente hasta que caiga entre dos probabilidades consecutivas y se
elige el cromosoma al que pertenece la probabilidad mayor.

i
Muestreo Estocastico Universal. Consiste en crear una ruleta como en el método anterior,
con un numero de marcadores igual al tamafio de la poblacion y separados por espacios de
igual tamafio. Asi. se genera un nimero aleatorio y se coloca sobre el primer marcador, con
lo cual los demds toman su lugar autométicamente.

Seleccion por Torneo. Consiste en seleccionar un niimero & de individuos de manera
aleatoria y elegir al mejor. El valor % se conoce como tamafio del torneo. Esto se efectia
tantas veces como individuos tenga la poblacién. El valor de & mas simple y més utilizado
es 2, lo cual se conoce como torneo binario. Entre mayor sea el valor de £, se incrementa la
presion de seleccidn; es decir, la razén entre la probabilidad de que los individuos con
mayor aptitud sean seleccionados como padres y la probabilidad de que un individuo
promedio sea seleccionado como padre, lo cual nos indica que tanta diferencia existe entre
el mejor individuo vy el promedio de la poblacién.

Elitismo. Consiste en preservar el mejor cromosoma de una generacion para que forme
parte de la siguiente: ademas de tener la oportunidad de cruzarse, lo cual realizar4 en mayor

medida que los demés.

2.3.2.2 Cruza.

La cruza consiste en combinar los genes de ambos padres para producir dos herederos, en
base a una probabilidad de cruza P.. Por cada par de padres se efectdia la operacion de cruza
con probabilidad P. para producir descendientes. En caso contrario, los padres pasan
directamente a formar parte de la nueva poblacién. Este proceso se efectfia hasta completar
una nueva poblacién de individuos. El valor de P, estd tipicainente entre 0.6 y 0.7. El

nimero esperado de cromosomas bajo cruza es P.(tam_pob).
Existen varias técnicas para efectuar la cruza, entre ellas estin:




Cruza de 1 Punto. Consiste en elegir al azar una posicién en los cromosomas para
producir dos segmentos "cabeza" y dos segmentos "cola". Los segmentos cola son
intercambiados para producir dos nuevos cromosomas que heredan algunos genes de cada

padre.

Cruza de 2 Puntos. Consiste en considerar a los cromosomas como ciclos formados
mediante la unién de sus extremos y seleccionando aleatoriamente dos posiciones para
producir dos segmentos en cada uno, los cuales se intercambian. La cruza de 1 punto puede

| VEISE como-una cruza de 2 puntos donde uno de los puntos de corte es el inicio de la

cadena. Se dice que la cruza de 2 puntos es mejor que la de 1 punto en términos generales.

Cruza Uniforme. Consiste en recorrer simultdneamente las dos cadenas y por cada

posicién de éstas generar un niimero aleatorio en el intervalo [0,1], de modo que si es
menor a 0.5, el gen del primer padre se copia al primer hijo y el del segundo padre al
segundo hijo; en caso contrario, el gen del primer padre va al segundo hijo y el del segundo
padre al primero. Cada heredero tendrs una mezcla de genes de ambos padres. El nimero

efectivo de puntos de cruza no es fijo pero en promedio es de 5

Cruzas Especiales. Las cruzas especiales son necesarias en algunos casos especificos-de
representacion. Se trata de problemas que no corresponden a la mayoria, para los cuales se
ha estudiado y disefiado funciones de aptitud y representaciones en cromosomas que
satisfacen las necesidades de dichos problemas. Un ejemplo de esto es el problema del

agente viajero.

2.3.2.3 Mutacién.

La mutacién consiste en alterar uno o més genes en los individuos de la nueva poblacién de
manera aleatoria. Generalmente, la mutacién se aplica a todos los genes en todos los
cromosomas de la poblacién con probabilidad P,,. Por cada gen en un cromosoma, se
genera un nimero aleatorio en el intervalo [0,1] y, si es menor a P,,, se muta ese gen; si no,

se deja igual. El niimero esperado de genes mutados es P, L(tam _ pob) . El valor de P,, est4

tipicamente entre 0.001 y 0.1, aunque teéricamente debe ser del orden de %

Existen varias técnicas para efectuar la mutacién, entre ellas estén:

Mutacién Uniforme. Consiste en recorrer cada uno de los genes de cada uno de los
cromosomas y con probabilidad P,, hacer un cambio en ellos. Los cambios dependen de la
representacion utilizada. Por ejemplo: el cambio de bit se utiliza cuando la representacion
es binaria y consiste en cambiar el bit (gen) de 0 a 1 o viceversa, la cambio aleatorio se
utiliza cuando la representacién es real o entera y consiste en cambiar el gen
correspondiente por un valor dentro de su mismo rango. La mutacién minimax consiste en
cambiar el gen seleccionado por el valor minimo o el valor maximo permitidos para los

-genes, de acuerdo a una seleccidn aleatoria.




Mutacion Definida por el Usuario. Consiste en efectuar algtin cambio a los genes de los
cromosomas. de acuerdo a la conveniencia dada por el gusto del usuario y el tipo de
problema o representacion. '

Se dice que la cruza es el operador més importante para la exploracién rapida de un espacio
de bisqueda. mientras que la mutacién reintroduce algunos valores de genes perdidos que
- previenen la deriva genética y dan una pequefia cantidad de aleatoriedad al proceso,
asegurando que ningtn punto del espacio de bisqueda tenga probabilidad cero de ser
examinado. Existen. sin embargo, algunos puntos de vista que indican lo contrario, pues
aseguran que un operador de mutacién adecuadamente modificado puede efectuar todo el
trabajo del operador de cruza [Mic96]. :

2.4 Manejo de Restricciones con Algdritmos Genéticos.

Al pensar en solucionar algiin problema de optimizacién mediante Algoritmos Genéticos,
siempre se piensa en procedimientos sin restricciones para la solucién a encontrar. Sin
embargo, las soluciones a los problemas del mundo real casi siempre tienen que cumplir
con una o mas restricciones. Cuando se implementa un AG para solucionar problemas,
surge la necesidad de incorporar alguna medida de la factibilidad de los individuos a la
funcién de aptitud en forma adecuada, con el fin de preservar tanto a las soluciones
factibles como a las que estén cerca de serlo.

En general, el manejo de restricciones mediante penalizaciones tiende a ser muy utilizado
para solucionar una gran cantidad de problemas de optimizacién. Sin embargo, existen
alternativas para atacar este problema, asi como formas de obtener de modo adecuado los
factores de penalizacién que mejores resultados podrian dar.

En esta seccién se revisan brevemente los métodos mas interesantes de manejo de
restricciones mediante penalizaciones, de acuerdo a Coello [Coe99b].

2.4.1 Funciones de Penalizacién.

La practica mas utilizada para manejar restricciones (particularmente con restricciones de
desigualdad) con AG es el uso de penalizaciones. El enfoque basico consiste en definir el

valor de aptitud de un individuo x;, modificando el dominio de la funcién objetivo f(x)
por medio de aptitud(x,)) = f (x,)£0(x;), donde Q(x,) representa una penalizacién para
un individuo no. factible x;, 0 un costo de reparacién para tal individuo (el costo de hacerlo
factible). Se asume ‘que si x; es factible, entonces Q(x;)=0. Durante el proceso, las

penalizaciones ayudan a mover a los individuos, a través de las generaciones, hacia la
region factible. La forma mas comun de penalizacién es

I+m

O(x)=cx Y (2,x)) | 2.17)

donde ¢ es un coeficiente de penalizacién definido por el usuario.




Para elegir el valor de ¢ en forma adecuada, existe una fegla llamada Regla de la Minima
Penalizacién que dice que la penalizacién debe ser tan baja como sea posible, e indica el

limite inferior para el cual las soluciones no factibles son Optimas como lo ideal. Si la

penalizacion es muy alta o baja, entonces el problema llega a ser duro. El concepto es muy
simple, pero en la préctica es dificil de implementar, debido a que el lugar exacto del limite
entre las regiones factible y no factible se desconoce en la mayoria de los problemas. Pese a
ello, hay tres opciones principales para definir una relacién entre un individuo no factible y
la regi6n factible del espacio de busqueda son: :

O Penalizar al individuo sélo por ser no factible, sin importar la distancia a la que est4 de

la regién factible; /
¢ Penalizar al individuo de acuerdo a su "cantidad” de no factibilidad;

0 Penalizar al individuo de acuerdo al esfuerzo de "reparacion" (costo de hacerlo

factible).

Estas relaciones entre individuos y la regi6n factible nos ayudan a construir la funcién de

penalizacion adecuada a cada problema. Las siguientes guias son bésicas para el disefio de

funciones de penalizacién [Coe99b]: |

e Los penalizaciones que son funciones de la distancia desde la factibilidad son mejores
que aquellas que son solo funciones del nimero de restricciones violadas. _

e Para un problema con pocas restricciones y pocas soluciones completamente factibles,
las penalizaciones que sélo son funciones del niimero de restricciones violadas no son
adecuadas para producir algunas soluciones.

e Las buenas funciones de penalizacién pueden ser construidas a partir de dos cantidades:
el costo de terminacién méaximo y el costo de terminacién esperado. El costo de
terminacion es el costo de hacer factible una solucién no factible.

® Las penalizaciones deben estar cerca del costo de terminacién esperado, pero no deben
caer frecuentemente debajo de éste. .

A pesar de que las guias nos llevan a disefiar buenas técnicas para construir funciones de

penalizacion, son dificiles de seguir en algunos casos. Lo mas dificil de las funciones de

penalizacién es elegir el(los) valor(es) adecuado(s) para el(los) coeficiente(s) de
penalizacién que asegure(n) la convergencia. A continuacién se revisan algunas de las
técnicas mds importantes.

Penalizaciones Estaticas. Consiste en definir varios niveles de violacién, y un coeficiente
de penalizacion. escogido para cada nivel, de tal manera que el coeficiente de penalizacién
se incrementa conforme se alcanzan niveles mayores de violacién. Este enfoque inicia con

una poblaci6n aleatoria de individuos factibles y no factibles, que se evalan utilizando la
funcién
I+m 2

aptitud(x,) = f(x)+ Y R, ;(g,(x))

=

(2.18)

B

donde Ry, son los coeficientes de violacién utilizados, /+m es el ntimero de restricciones,
f(x) es la funcién objetivo no penalizada y k=1,2,....v, donde v es el ntimero de niveles
de violacién definidos por el usuario.




La idea es balancear las restricciones individuales separadamente, por medio de la
definicién de un conjunto diferente de factores para cada una de ellas, a través de la
aplicacién de un conjunto de reglas deterministicas. Sin embargo, la principal desventaja de
esta técnica es el alto nimero de pardmetros requerido, pues son necesarios (/ +m)(2v+1)

parametre: en total.

Penalizaciones Dindmicas. Consiste en utilizar penalizaciones que cambian con el tiempo
(las generaciones). Los individuos son evaluados en la generacion ¢ utilizando:

l+m

aptitud(x,) = f(x,.)+(C><r)“Z]gj(x,.)[” 2.19)

donde C'y & son constantes definidas por el usuario, /+m es el nimero de restricciones, y
B es también una constante definida por el usuario, generalmente con valores de 1 6 2. Esta
funcién dindmica incrementa la penalizacién conforme al nimero de generaciones.

Hay quienes argumentan que las penalizaciones dindmicas trabajan mejor que las estaticas.
Sin embargo, en la practica es tan dificil determinar buenas funciones de penalizacién
dindmica como de penalizacién estatica. Aparentemente, esta técnica provee muy buenos
resultados sélo cuando la funcién objetivo es cuadrética, lo cual es de tomar en cuenta al
momento de aplicar estas técnicas al problema de las SVM.

Penalizaciones de Recocido. Se basa en la idea del recocido simulado y consiste en
cambiar los coeficientes de penalizacidn una vez por cada cierto niimero de generaciones.
En cada iteracién se consideran solamente las restricciones activas y el penalizacién se
incrementa con el tiempo (la temperatura se decrementa con el tiempo) de modo que los

individuos no factibles son duramente penalizados en las tltimas generaciones, hasta

alcanzar una temperatura final de congelacién previamente definida.
Este método requiere que las restricciones sean divididas en 4 grupos: igualdades lineales,
desigualdades lineales, igualdades no lineales y desigualdades no lineales. Se crea un
conjunto de restricciones activas A con todas las igualdades no lineales y todas las
desigualdades no lineales violadas. La poblacién se evaltia utilizando

- aptitud(x;) =f(x,.)+iTZ(gj(x’,))2 (2.20)

2 JjeA

donde 7 es el horario de enfriamiento (intervalo de modificacién de los factores de
penalizacion). _

Un aspecto interesante de este enfoque es que la poblacién inicial no es realmente diversa,
sino que consiste en multiples copias de un solo individuo que satisface todas las
restricciones lineales. En cada iteracién, la temperatura r dismiinuye y se crea la nueva
poblacién utilizando ia mejor solucién encontrada en la iteracién previa como punto inicial

Ii
para la siguiente iteracion.
Dos de las principales desventajas del enfoque son su extrema sensibilidad a los valores d
sus parametros v Ia dificultad de escoger un esquema de enfriamiento apropiado.




Penalizaciones Adaptativas. Consiste en utilizar una funcién de penalizacién que toma
una retroalimentacion del proceso de biisqueda. Cada individuo es evaluado por la formula

I+m

aptitud (x;) = f(x)+ A1) (g j(x,.))z (2.22) |

=

donde A(¢) es actualizado en cada generacién k de la siguiente manera

( 1 ) '
— {4
( ,BJ ® - en caso #1

/1(t+1):J BA() en caso #2 (2.23).
A(t) . em otro caso

\

Cuando el mejor individuo de las Gltimas k& generaciones fue siempre factible tenemos el
caso #1. Por el contrario, si el mejor individuo de las ultimas & generaciones fue siempre no

factible tenemos el caso #2. Se recomienda utilizar f5,,8,>1 y fB =/, para evitar

enciclamientos. En otras palabras, el componente de penalizacién A(f+1) para la
generacién f+1 se decrementa si todos los mejores individuos en las tltimas %
generaciones fueron factibles o se incrementa si fueron no factibles. Si hay algunos
individuos factibles y no factibles empatados como los mejores en la poblacién, entonces el
penalizacién no cambia. »

La desventaja obvia es la forma de escoger el valor apropiado para k& que provea

informacién razonable para guiar la busqueda y, mas importante, cémo definir los valores ‘

de A1y /% para penalizar adecuadamente a una solucién dada.

Penalizaciones Auto-Adaptativas. Consiste en utilizar una funcién de penalizacién de la
forma ~

aptitud (x,) = f(xv)—(coef x w, +viol x w,) (2.24)

w1y w, son factores de penalizacién (enteros); coef es la suma de todas las cantidades por
las cuales las restricciones son violadas (sélo para restricciones de desigualdad)

coef = Z/j g,(x) Vg,(x)>0 | (2.25)

viol es un factor entero que inicia en cero y se incrementa en uno por cada restriccién del
problema que es violada, no importando la cantidad de la violacién.
En este enfoque, el penalizacién se divide realmente en dos valores (coef'y viol), de modo

- que el AG tieneé suficiente informacién sobre cuantas restricciones fueron violadas y sobre

las cantidades en las cuales dichas restricciones fueron violadas.
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Aqui se utilizan dos poblaciones (coevoluci6n). La primera compuesta por soluciones al
problema de optimizacién, y la segunda por combinaciones de los pesos w; y W2 que serian
usados para evaluar a los individuos de la primera. '

Algoritmo Genético Segregado. Consiste en utilizar dos parametros de penalizacién para
cada restriccion en dos poblaciones distintas, con el objetivo de alcanzar un balance entre
los penalizaciones pesados y moderados. Siempre que individuos de estas dos poblaciones
S€ entrecrucen. son "segregados” en términos de satisfaccién de una cierta restriccion.

Los mejores individuos de cada grupo son escogidos como padres para la siguiente
generacién, la cual busca combinar individuos factibles y no factibles para mantener la
diversidad. - :

El problema aqui es la manera de escoger los penalizaciones para cada una de las dos
subpoblaciones que puedan ser usados en cualquier problema del cual no se tenga
informacién disponible. '

F uncién‘ de Penalizacién Basada en Factibilidad. Consiste en evaluar a los individuos
utilizando

fx) si g(x)20 Vi=12,...0+m

titud(x,) = el 2
apritud () Soeor +Zg (x) otro caso (2.26)
=

donde f,e0r €s el valor de la funcién objetivo de la peor solucién factible de la poblacion y
las restricciones g,(x;) son de desigualdad (las de igualdad se transforman en restricciones

de desigualdad usando una tolerancia). Si no hay soluciones factibles en la poblacidn,

entonces f,e,- €S cero.

Se utilizan la seleccién por torneo binario y las siguientes reglas para comparar dos

individuos: : :

* Una solucién factible se prefiere siempre sobre una no factible;

* Entre dos soluciones factibles, se prefiere a la que tenga mejor funcién objetivo;

* Entre dos soluciones no factibles, se prefiere a la que tenga menor violacién de
restricciones.

No se requiere un factor de penalizacién, pues el procedimiento de seleccién sélo realiza

comparaciones por parejas. :

La parte desventajosa es que parece haber problemas para mantener la diversidad en la
poblacién y ' es necesario utilizar métodos de nichos con probabilidades de mutacién
mayores a las usuales.

Pena de Muerte. Consiste en asignar un valor de cero a la aptitud de una solucién que
viola una restriccion. sin necesidad de célculos para estimar el -grddo de no factibilidad de la
solucién. Se dice que es la més facil y eficiente manera de manejar restricciones. El
enfoque normal es recursivo, donde se genera un nuevo punto en cada llamada recursiva,
hasta encontrar una solucién factible. Esto pudiera ser un proceso muy largo en problemas

en los que sea muy Jificil de aproximar la region factible.




Un enfoque interesante consiste en determinar la aptitud de un individuo utilizando

f(x;) si solucién factible

aptitud(x;) = J

. 227

otro caso
ml+m

donde s es el nimero de restricciones satisfechas, y K es una constante grande (1x10° en
experimentos reportados). Nétese que cuando un individuo es no factible, su aptitud no se
calcula y todos los individuos que violan el mismo nimero de restricciones reciben el
mismo penalizacién, independientemente de que tan cerca estén de la region factible.

El pena de muerte est4 limitada a problemas en los que el espacio de blisqueda factible es
convexo y constituye una gran porcién del espacio de busqueda completo. Tiene la
desventaja de no explotar informacién alguna sobre los puntos no factibles que pudieran
generarse por el algoritmo evolutivo para guiar la biisqueda.




CAPETULO III. ENTRENAMIENTO DE SVM CON
ALGORITMOS GENETICOS.

En este capitulo. se aborda la solucién al problema de optimizacién planteado como el
entrenamiento de las SVM, desde el enfoque de los Algoritmos Genéticos. La utilizacion de
AG en el enrenamiento de SVM se debe a la idea de explorar nuevos caminos en la
‘bisqueda de mejores maneras de solucionar el problema mencionado. Primeramente se
plantea la forma en que se manejaron las restricciones del problema, a fin de determinar la
funcién de aptitud adecuada. Posteriormente se explican brevemente las maneras en que se
trataron los elementos propios de los AG en la implementacién, asi como los pardametros de

la misma. Finalmente, se muestran algunos resultados obtenidos a partir de ejemplos

sencillos de solucién con esta técnica, dando paso a conclusiones sobre las ventajas-y
desventajas de su utilizacion.

3.1 Manejo del Problema y sus Restricciones.
Uno de las manera de resolver el problema de Programacién Cuadratica de las SVM es con

Algoritmos Genéticos. Para esto debemos tomar en cuenta la formulacién del problema, de
la cual obtenemos la siguiente funcién de aptitud

[ , ! ’
f(@) =—%ZZaiajy,yjk(xi,xj)+Zai ; (3.1)

i=1 j=1 o=l

Si nos fijamos bien, el problema dado por las ecuaciones (1.63) a (1.65) tiene 7+1
restricciones: una de igualdad (1.64) y / de desigualdad (1.65). La region factible esta
conformada con valores del vector & todos positivos y que ademds cumplan con la
combinacién lineal (1.64). Hacer que las soluciones cumplan con las restricciones de
desigualdad es facil de lograr por medio de la representacién, como se plantea mas
adelante. mientras que lo mas adecuado es incorporar la restriccién de igualdad a la funcién
objetivo mediante una penalizacién. De esa forma se reduce la regién factible dentro del
AG a estar determinada por la restriccion (1 .64). ' '

Para hacer lo anterior, debemos tomar en cuenta que dicha restriccién nos lleva a una
igualdad a cero y podemos darnos cuenta que sea mayor 0 menor a Cero entonces no se
cumpliria. Asi. le daremos importancia a que tan lejos o cerca esté la solucién evaluada de
la regién factible. Esto se determina mediante el valor absoluto de la combinacién lineal (o
su cuadrado) multiplicada por un factor de penalizacién.

Cada posible solucién. que ahora serd un cromosoma, que cumpla con la igualdad deseada
eliminara el factor de penalizacién. Se espera que conforme evolucione la poblacién hacia
la solucién. cada vez mas cromosomas tendran penalizacién cero.

Se hicieron diversas pruebas con una penalizacidn estatica con distintos parametros y con
distintos limites para 2] nimero de generaciones, pero sin buenos resultados. Finalmente se
utilizo la siguients variante de la estrategia de penalizaciones dindmicas |
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aptitud(a) = f(a)-C (é)k(a) (3.2)

- donde C es el factor de penalizacién, G es el niimero total de generaciones, ¢ es el nimero
de la generacién actual y

i
Zaiyi

i=l

R(e)= (3.3)

Como puede verse, esta estrategia es una variante de la que se presenté en la ecuacion

(2.19), donde ax=1, =1y en vez de simplemente multiplicar el factor de penalizacién C

por el niimero de generacion ¢, se efectué el producto con un valor normalizado del mismo.

Esto es, el factor de penalizacién resulta ser proporcional al porcentaje de iteraciones del

AG. Tambi¢n se hicieron pruebas con un valor de =2, pero los resultados no fueron lo
~ que se esperaba. :

3.2 Implementacién del Algoritmb Genético.

Para la implementacién de la estrategia de solucién de las SVM con AG, se utiliz6 un
Algoritmo Genético Generacional simple. El algoritmo, cuyo. cédigo puede verse en el
Apéndice C, fue implementado en Lenguaje C utilizando el compilador Borland C++ 5.0.
Los componentes del AG (ver seccién 2.3.1) implementados se describen a continuacion:

Funcién de Aptitud. Se utiliz6 la funcién de aptitud descrita por (3.1), (3.2) y (3.3). Dicha
funcién tiene la virtud de que al principio serd suave, permitiendo a las soluciones
encaminarse hacia la regién factible con mayor rapidez. Por ahi de la mitad del proceso, las

- soluciones no factibles mas alejadas empezaran a quedarse marginadas y, por lo tanto,
desapareceran. Al final del proceso, la gran mayoria de los cromosomas cumpliran con la
restriccion y la bisqueda del maximo de la funcidn de aptitud se dara en forma natural; es
decir, como si no hubiera restriccién alguna.

Representacién. Cada cromosoma tendr4 tantos genes como elementos tenga el vector o
(ya sabemos que tendremos tantas @; como vectores de entrenamiento). Se utiliz6 una
representacion flotante, manejada con un cierto numero de digitos antes y después del
punto decimal, dados por el usuario. Entre los parimetros del algoritmo estdn estas
cantidades de digitos. Los cromosomas se manejan en forma de cadenas de caracteres que
solo pueden ser digitos del 0 al 9. Cada gen tendr4 tantos caracteres como la suma de estas
dos cantidades y cada cromosoma constar4 de tantos caracteres como el nimero de genes.
multiplicado por dicha suma. '

Poblaci6n Inicial. Para obtener la poblacién inicial se generan numeros aleatorios entre 0 y
9 para cada uno de los genes, guardando en cada gen el cardcter correspondiente valor del
digito obtenido.
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Seleccién. Se utiliza como estrategia de seleccion el torneo binario. Sin embargo, antes de
efectuarlo se toma al mejor de la poblacion para que forme parte de los individuos que se
cruzaran, de modo que tal individuo siempre tendra posibilidades de tener descendencia.

Cruza. Durante la cruza se utiliza una forma de elitismo que consiste en pasar directamente
a la nueva poblacién dos copias del mejor individuo de la generacion anterior. Luego se
completa el 10% de esta nueva poblacién con hijos producidos por la cruza del mismo
mejor con todos los demds, para finalmente efectuar cruzas de todos contra todos, en las
que, probabilidad 7. se cruzan y en caso contrario se copian ambos padres a la nueva
generacion. El tipo de cruza utilizada en todos los casos es la cruza uniforme.

Mutacién. Para mutar a los individuos se utiliza la mutacién uniforme con cambio

aleatorio; es decir. se recorren todos los genes y, para cada uno, con probabilidad P, se les

hace una mutacién. consistente en obtener un digito aleatoriamente y asignarselo sélo en
caso de que sea diferente de él.

Parimetros. Ademés de los pardmetros considerados anteriormente para el algoritmo
desarrollado. tenemos: el niimero méximo de generaciones, el tamafio de la poblacién, la
dimensién de los vectores de entrenamiento v el factor de castigo, ademds-del valor del
parametro del kernel utilizado en el entrenamiento. '

3.3 Resultados Experimentales.
Algunos de los experimentos que se efectuaron son los siguientes.

Ejemplo 3.1.

Comencemos por el conjunto de puntos dado por la tabla 3.1. Realmente es un conjunto de
entrenamiento que nos da un problema sencillo de resolver. Lo que se deséa es ilustrar qué
sucede. Se resolvié el problema de Programacién Cuadratica de dos maneras: con una sola
ejecucién de la funcién QuadProg de Matlab (de la que se hablard mas adelante) y con el
programa que implementa el Algoritmo Genético.

|  (lase 7 (Azules) | Clase -1 (Negros)
B » (1.5).(2.2) (4.,5), 3,4), (5,3)

Tabla 3.1. Puntos de entrenamiento para los ejemplos 3.1y 3.2.

Para el Algoritmo Genético se utilizaron los siguientes pardmetros: nimero méximo de
generaciones 3000. tamafio de la poblacién 50, probabilidad de cruza 0.65, probabilidad de
mutacién 0.04. digitos delante del cero 2, digitos detrds del cero 3, castigo 100 y un kernel
gaussiano de ancho 2.




Funcion QuadProg Algoritmo Genético
Vectores de Soporte: 4 (80.00%) Vectores de Soporte: 4 (80.00%)
VS[1]: (1,5). alfa: 1.73. clase: 1. VS[1]: (1,5). alfa; 1.70. clase: 1.
VS[2]: (2,2). alfa: 1.86. clase: 1. VS[2]: (2,2). alfa: 1.80. clase: 1.
VS[4]: (3,4). alfa: 3.13. clase: -1. VS[4]: (3,4). alfa: 3.00. clase: -1.
VS[5]: (5,3). alfa: 0.45. clase: -1. VS[5]: (5,3). alfa: 0.50. clase: -1.

T abla 3.2. Vectores de soporte resultantes de las corridas del ejemplo 3.1.

Los resultados de ambas corridas pueden verse en la tabla 3.2. Es claro que el resultado del
Algoritmo Genético se aproxima muchisimo a la solucién dada por el método de

Programacion Cuadratica tradicional, implementado en la funcién utilizada. Sin embargo,

las pequefias diferencias de valores decimales nos dan una region de decisién ligeramente
distinta, como puede observarse (con un poco de detenimiento) en la comparacién grafica
de los resultados que nos proporciona la figura 3.1. Es claro que con un poco més de
generaciones se hubiera llegado a la solucidn, y que el AG identificéd los vectores de
soporte. |
Como convencion, las regiones de decisién presentadas en todas las graficas de la tesis
muestran claramente con colores las areas para las dos clases. Para los puntos azules la
region es verde con su mitad del margen de color azul claro, y para los puntos negros la
regién es plrpura con su mitad del margen amarilla. Cabe sefialar que las fronteras de color
representan a los hiperplanos: de separacion en la frontera azul claro-amarillo, H; en la
frontera verde-azul claro, y H, en la frontera amarillo-purpura. Los vectores de soporte se
muestran con un espacio en blanco en el centro.

Figura 3.1. Comparacion grdfica de los resultados del; ejemplo 3.1.
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Ejemplo 3.2.

Para este segundo ejemplo se utilizaron de nuevo los puntos de la tabla 3.1. Nuevamente se
resolvid el problema de Programacion Cuadrética de las dos maneras ya mencionadas. La
diferencia aqui es que se utilizé un kernel lineal para hacerlo, y que se corri6 el Algoritmo
Genético con dos combinaciones de valores para los parametros del programa.

La primera, que dio resultados similares a la funcién de Matlab, fue: nimero méximo de
generaciones 3000, tamafio de la poblacién 50, probabilidad de cruza 0.65, probabilidad de
mutacion 0.05, digitos delante del cero 1, digitos detras del cero 3, castigo 90 y un kernel
lineal.

La segunda combinacién tenia los pardmetros: nimero maximo de generaciones 3000,
tamafio de la poblacion 50, probabilidad de cruza 0.65, probabilidad de mutacién 0.04,
digitos delante del cero 2, digitos detras del cero 3, castigo 100 y un kernel lineal.

En la tabla 3.3 podemos ver las salidas de ambas corridas. Es claro que la diferencia en los
factores de castigo y algunos parametros del Algoritmo Genético producen una diferencia
en los resultados. Sin embargo, si ponemos atencién podremos darnos cuenta de que los
vectores de soporte son los mismos en ambos casos. Esto nos dice que el Algoritmo
Genético, a pesar de no llevarnos a la solucidn, si nos aproxima rapidamente a ésta.

Funcion QuadProg y Primer AG Algoritmo Genético
Vectores de Soporte: 3 (60.00%) Vectores de Soporte: 3 (60.00%)
VS[1]: (1,5). alfa: 0.40. clase: 1. VS[1]: (1,5). alfa: 5.00. clase: 1.
VS[2]: (2,2). alfa: 0.40. clase: 1. VS[2]: (2,2). alfa: 5.00. clase: 1.
VS[4]: (3,4). alfa: 0.80. clase: -1. VS[4]: (3,4). alfa: 10.00. clase: -1.

Tabla 3.3. Vectores de soporte resultantes de las corridas del ejemplo 3.2.

Figura 3.2. Comparacion grdfica de los resultados del’ejemplo 3.2
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Esto se puede notar al observar la figura 3.2, donde comparamos los resultados de ambos
enfoques de manera gréfica. Claramente, el hiperplano de decisién tiene practicamente la
misma pendiente y parece estar cerca de la solucién real. La diferencia es que el margen es

mas angosto. Podemos predecir que, conforme los valores de los multiplicadores de

Lagrange disminuyen, el margen crece y el hiperplano se ubica en su lugar. Otra situacién
que debemos mencionar es que en ambos casos, los multiplicadores de la clase 1 son
exactamente la mitad del de la clase -1. Los valores son linealmente proporcionales.

Ejemplo 3.3. ‘ ;

A continuacién veremos como el Algoritmo Genético puede predecir con cierta exactitud
cuales de los vectores de entrenamiento serdn los vectores de soporte, a pesar de no llegar a
la soluci6n correcta. Consideremos los siguientes 40 puntos tomados de dos dimensiones de

. los datos de la base de datos Iris [Fis36]. Se trata de anchos vs largos de pétalos de las

clases setosa y versicolor de la flores de las especies iris>. Podemos ver esos datos en la
tabla 3.4. '

“Clase - Setosa (Azules) Clase -1: Versicolor {Negros)

(1.4,02),(1.3,0.2)(1.5,0.2),(1.7,0.4),(1.4,03), | (3.7,1.4),(4.5,1.5),(4.9,1.5),(4,1.3),(4.6,1.5),

(1.5,0.1),(1.6,0.2),(1.4,0.1),(1.1,0.1),(1.2,0.2), | (4.5,1.3),(4.7,1.6),(3.3,1),(4.6,1.3).(3.9,1.4),
(1.5,04),(1.3,0.4),(1.7,0.3),(1.5,0.3),(1.7,05), | (3.5,1),(4.2,1.5),(4,1),(3.6,1.3),(4.4,1.4),

(1.9.02),(1.6.0.4).(1.3,0.3),(1.9,0.4),(1.6,0.6) | (4.1,1),3.9,1.1),(4.7,1.2),(4.6,1.4),(4,1.2)

Tabla 3.4. Puntos de entrenamiento para el ejemplo 3.3.

Es bien sabido que los datos de setosa son linealmente separables respecto de las otras dos
clases, atin en 4 dimensiones. Se ejecutaron ambas maneras de solucién, donde el algoritmo
genético tenia los siguientes pardmetros: niimero maximo de generaciones 3000, tamafio de
la poblacién 50, probabilidad de cruza 0.65, probabilidad de mutacién 0.0083, digitos
delante del cero 1, digitos detras del cero 3, castigo 90 y un kernel lineal. En la tabla 3.5 se
muestran los resultados obtenidos con cada enfoque. |

Funcion QuadProg Algoritmo Genético
Vectores de Soporte: 2 (5.00%) 4 Vectores de Soporte: 4 (10.00%)
VS[19]: (1.9.0.4). alfa: 0.86. clase: 1. VS[16]: (1.9,0.2). alfa: 0.10. clase: 1.
VS[28]: (3.3.1). alfa: 0.86. clase: -1. VS[19]: (1.9,0.4). alfa: 2.10. clase: 1.

VS[28]: (3.3,1). alfa: 1.39. clase: -1.
VS[31]: (3.5.1). alfa: 0.81. clase: -1.

Tabla 3.5. Vectores de soporte resultantes de las corridas del ejemplo 3.3.

? Iris es un conjunto de datos con 150 muestras aleatorias de flores de las especies iris: setosa, versicolor y
virginica. Para cada especie hay 50 observaciones para su longitud del pistilo, ancho del pistilo, longitud de
los pétalos y ancho de los pétalos medidos en centimetros. Estos datos fueron utilizados por Fisher [Fis36] en
1936 para ilustrar los principios del analisis del discriminante. '
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CAPITULO IV. ENTRENAMIENTO DE SVM CON EL
METODO DE CHUNKING SUAVE.

Este capitulo introduce algunos de los métodos utilizados para la solucién del problema de
Programacién Cuadratica propio de las SVM, llevandolo hasta el concepto de conjunto de
trabajo. Posteriormente se explican brevemente tres de ellos, en los que se basa el método
propuesto: Chunking Suave. Se da una explicacién bastante completa y con algunos
ejemplos. ‘ '

4.1 Solucién del Problema de Optimizacién en SVM.

Es muy dificil encontrar un problema de optimizacién para una SVM que puede resolverse
en forma analitica. En la inmensa mayoria de los casos del mundo real, dicho problema de

. optimizacién debe resolverse numéricamente. Aqui podemos distinguir dos clases de -
problemas: los problemas pequefios, que se puede resolver utilizando cualquier paquete de

optimizacién de propésito general que resuelva problemas de programacién cuadratica

~convexa con restricciones lineales, y los problemas grandes, para los cuales es necesario

utilizar algoritmos especialmente disefiados, un Poco mas consistentes.
4.1.1 Métodos de Solucién Utilizados.

La solucién del problema de Programacién Cuadratica al entrenar una SVM parece ser
simple y directo. Se han utilizado varias herramientas de optimizacién para entrenar las
SVM. Inclusive se han utilizado, sobre todo al principio, algoritmos de ascenso de
gradiente, gradiente conjugado y otros de Programacién Cuadritica de gran escala
acotados.

Es bien conocido que la precisiéon numérica de las computadoras puede causar que las
soluciones al problema de Programacién Cuadrética no sean Io optimas que se desean. Pero
en la mayorfa de la literatura sobre SVM no se discuten las dificultades potenciales que se
tienen al resolver dicho problema debido a Ia precisién numérica limitada. Esto da una
impresién de que aparte de la longitud del tiempo requerido para obtener la solucién, no
importa que optimizador es utilizado. '

Métodos de Conjunto Activo. Puede verse el problema como el requerimiento de la
solucién de una secuencia de problemas con restricciones de igualdad. Cada uno de estos
problemas puede resolverse en un paso con el Método de Newton o en a lo més / pasos con
el Método del Gradiente Conjugado.

Algunos algoritmos se mueven dentro de wna cara dada hasta encontrar una nueva
restriccion, en cuyo caso el algoritmo es reiniciado con la nueva restriccion agregada a la
lista de restricciones de igualdad. Este método tiene la desventaja de que sélo puede
hacerse activa una restriccién a un tiempo.
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Métodos de Proyeccién. Se consideran también, donde un punto fuera de la regi6n factible
es calculado, y entonces se hacen busquedas y proyecciones en linea, de modo que el

movimiento actual permanezca dentro de la region factible. Este enfoque puede agregar

varias restricciones nuevas a la vez.

Métodos de Punto Interior. Las variables son esencialmente reescaladas de modo que
permanezcan dentro de la regién factible. Estos métodos son dtiles cuando el mimero
esperado de vectores de soporte es una fraccion grande de las muestras de entrenamientos.

Método Reflexivo de Newton [CLi96]. Se aplica a la minimizacién de una funcién
cuadréitica de muchas variables sujeta a limites superiores e inferiores en algunas de las
variables. El método se aplica a una funcién cuadratica (indefinida) general para la cual se
requiere un minimizador local sujeto a los limites y es particularmente conveniente para el
problema de gran escala. Este método exhibe caracteristicas fuertes de la convergencia,
convergencia global y de segundo orden, y parece tener potencial practico significativo.
Los puntos generados son estrictamente factibles.

A lo largo de los afios, se han ideado un buen ntimero de técnicas de optimizacién, y
muchas de ellas pueden aplicarse directamente a problemas de Programacién Cuadratica.
Los métodos vistos anteriormente no sélo pueden ser directamente aplicados al caso de las
SVM, sino que dada la estructura especifica del problema, también pueden ser
considerablemente simplificados. Conceptialmente, no son muy diferentes de la estrategia
del ascenso de gradiente simple, pues todos escalan iterativamente la funcién objetivo hacia
su maximo, aunque son probablemente mas eficientes, esencialmente debido a que la
direccién y la longitud de cada paso son escogidos en una forma mas sofisticada.

4.1.2 Paquetes de Optimizacién Disponibles.

Una de las principales ventajas de las técnicas mencionadas es que estan bien entendidas y
ampliamente disponibles en un nimero de paquetes comerciales y de freeware, algunos
también accesibles a través de Internet. Estos paquetes fueron utilizados para las SVM
antes de que se desarrollaran algoritmos especialmente adaptados. Una de las opciones més
comunes es el paquete MINOS, del Stanford Optimization Laboratory, el cual utiliza una
estrategia hibrida; otra opcion estdndar es LOQO, el cual utiliza un método de punto
interior primal-dual. Una solucién muy conveniente es utilizar los paquetes de SVM
existentes, como SVM"® de Joachims, el paquete de Royal Holloway, University of
London y otros disponibles gratuitamente a través de Internet.

Existen dos subrutinas de programacién cuadratica proveidas en la caja de herramientas de

optimizacién de MATLAB 5.3 y MATLAB 6:

QP (Matlab 5.3). Este es un método de conjunto activo (active set) también conocido
como Método de Proyeccién, descrito en [GMWO91]. Se resuelve un problema de
programacion lineal para determinar un punto factible inicial. Se inicia un proceso iterativo
donde, en cada iteracion se toma un paso desde la posicién actual hacia la solucién 6ptima.
Cada uno de estos pasos se calcula de modo que se minimice el costo de la funcion,
mientras permanece dentro de los limites de las restricciones activas. El conjunto de
restricciones activo es actualizado en cada iteracion.
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QuadProg (Matlab 5.3). QuadProg localiza una solucién local a menos que el problema
sea estrictamente convexo. Si no se suministra un punto inicial o éste no es estrictamente
factible, QuadProg escoge un nuevo punto inicial estrictamente factible. '
La funcién utiliza dos algoritmos, dependiendo del problema. Cuando éste tiene solamente
cotas superiores o inferiores (es decir, no se especifican desigualdades o igualdades
lineales) o tiene solamente igualdades lineales (es decir, no se especifican cotas inferior y
superior o desigualdades lineales), se utiliza el algoritmo de un método de gran escala. Fste
meétodo es un método de un subespacio de la regién de confianza, basado en el método
Reflexivo de Newton, mencionado en la seccién anterior. Cada iteracién envuelve la
solucién aproximada de un’sistema lineal grande, utilizando el método de gradientes
conjugados precondicionados.

Para optimizacién de mediana escala, QuadProg utiliza un método de conjunto activo, el
cual es también un método de proyeccion similar al de la funcién QP. El método encuentra
una solucion factible inicial resolviendo primero un problema de programacién lineal.

A pesar de que estas soluciones computacionales son muy buenas, hay que pagar un costo
alto debido al tamafio -del problema. Muchas de ellas requieren que la matriz del kernel
(Hessiano) se almacene en memoria, lo cual implica que la complejidad del espacio sea
cuadratica en el tamaflo de la muestra. Por otro lado, existe la ventaja de que el tamaiio de
dicha matriz depende tnicamente del niimero de muestras, no importando que provengan
de un espacio de entrada de baja dimensién, como puntos en el plano cartesiano, o de alta
dimension, como imégenes formadas por 784 pixeles. ﬁ
Para problemas de tamafio grande, estos enfoques pueden ser ineficientes, por lo cual deben
utilizarse en conjuncién con las técnicas de descomposicién descritas en la seccién 4.2. En
realidad es imposible describir todos los métodos existentes en este capitulo.

4.2 Métodos de Conjuntos de Trabajo.

Las SVM tienen la interesante propiedad de que tanto las funciones de entrenamiento como
las de prueba dependen de los datos sélo a través de las funciones de kernel k(x,,x DE

Aunque corresponde a un producto punto en un espacio de dimension m, donde m puede ser

muy grande o infinita, la complejidad del célculo de & puede estar lejos de ser pequefia.

Este hecho es el que nos permite construir hiperplanos en estos espacios ain de muy altas

dimensiones con una computacién tratable. Asi, las SVM evitan ambas formas de
dimensionalidad: la proliferacién de pardmetros que causan una complejidad intratable, y la \
proliferacién de parametros que causan sobre ajuste. |
Resolver un problema de Programacién Cuadratica con un tamafio de algunos miles es un - ‘
reto en términos de requerimientos de memoria y costo computacional. En problemas

précticos de clasificacién de patrones, el niimero de puntos de entrenamiento puede exceder |

los 50,000; por lo tanto la duracién del entrenamiento para conjuntos grandes de datos debe

reducirse. Como ¢l nimero esperado de vectores de soporte es una pequefia fraccién del

numero total de puntos de entrenamiento, los métodos comunes fallan (el costo
computacional v requerimiento de memoria son demasiado altos para usos practicos)

cuando el numero de vectores de soporte excede unos poco miles. Esto puede pasar en los

siguientes casos:




0 La cantidad de datos de entrenamiento es muy grande, de modo que el nimero de
vectores de soporte es una fraccidbn muy pequefia del tamafio total de datos de

entrenamiento, esto es aun demasiado grande para ser manejado por el algoritmo .

ordinario.

0 Cuando los datos son altamente no separables, el error de generalizacién serd alto.
Como la razén entre el nimero de vectores de soporte y el nimero total de datos de
entrenamiento es la cota superior del error esperado, podemos esperar que el niimero de
vectores de soporte se incrementara para problemas altamente no separables.

Las técnicas como las descritas en la seccién previa requieren que los datos sean

mantenidos en memoria en forma de una matriz de kernel. La complejidad del problema de

entrenamiento crece con el tamafio de esta matriz, limitando los enfoques a conjuntos de
pocos miles de datos.

Parametros del Algoritmo:

S: conjunto de entrenamiento;
B: working set;

* { o vector de multiplicadores de Lagrange

Algoritmo:

a=0;

Seleccionar un worklng set arbitrario B < S;

Repetir
Resolver el problema de optimizacién en B;
Formar un nuevo working set B con los datos que no satisfacen las condiciones de
Karush-Kuhn-Tucker;

Hasta que el criterio de paro sea satisfecho.

Devolver el vector a.

Figura 4.1. Forma bdsica del algoritmo de un Método de Conjunto de Trabajo.

Para problemas mayores deseamos tomar las ventajas que forman las bases de los métodos
de conjunto de trabajo (working set) en optimizacién: si uno supiera por adelantado cuales
restricciones estuvieran activas, podria ser posible descartar todas las restricciones inactivas
y simplificar el problema. Esto lleva a varias estrategias, todas basadas de alguna manera en
conjeturas sobre el conjunto activo, y restringiendo el entrenamiento a dichas conjeturas. El
punto importante es seleccionar el conjunto de trabajo de tal forma que la optimizacién del
correspondiente subproblema de Programacién Cuadrética lleve a una mejora en la
totalidad de la funcién objetivo.

Se ha reportado que estos métodos trabajan muy bien en la practica y hacen posible repartir
con conjuntos de datos de varias decenas de miles de puntos [OFG97]. La figura 4.1
muestra el algoritmo general para estos métodos.

¥
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4.2.1 El1 Método de Chunking.

El método de Chunking (Pedazeo) se inicia entrenando una SVM a partir de un subconjunto
pequefio de muestras elegidas arbitrariamente, llamado "chunk" ("pedazo"). Las demds
muestras se prueban con el clasificador i¢sultante y se eligen los Ny puntos que mds violen
las condiciones de Karush-Kuhn-Tucker, junto con los Ny vectores de soporte del pedazo
entrenado, para formar un nuevo pedazo de tamafio M = N+ N, . Este proceso se realiza

iterativamente, inicializando el vector & para cada nuevo subproblema con los valores de
salida del anterior, hasta que todos los puntos satisfacen las condiciones KKT.

En cada iteracién se utiliza un optimizador cualquiera para entrenar el pedazo. Dicho
pedazo puede cambiar de tamafio en forma variable, dependiendo del valor de Ny dado por
el usuario. Generalmente, el pedazo crece (aunque puede decrecer) hasta que en la tiltima
iteracién contiene a los vectores de soporte de todo el conjunto de entrenamiento que
representan a las restricciones activas, lo cual hace que se cumpla la condicién de salida. Es
por eso que los problemas en que se aplique este método deben tener un niimero esperado

de vectores de soporte bajo.

" Nétese que los vectores de soporte finales pueden estar fuera de los pedazos que se van

obteniendo en cada iteracién, y los vectores de soporte en un pedazo particular pueden no
aparecer en la solucién final. La figura 4.2 muestra el algoritmo para este método.

Parametros del Algoritmo:

S: conjunto de entrenamiento;

Bi: working set (chunk) en la iteracion i;

o: vector de multiplicadores de Lagrange;

Ns: nimero de vectores de soporte después de optimizar en el working set;
Nv: nimero de datos que se agregaran al working set; "

i: nimero de iteracién.

Algoritmo:

Seleccionar un working set arbitrario Bg < S;
i=0;
Repetir
a=0;
Resolver el problema de optimizacion en B;;
Seleccionar los Ny datos fuera de B; que menos satisfacen las condiciones de
Karush-Kuhn-Tucker;
Seleccionar los Ns vectores de soporte de B;
Formar un nuevo working set Bi++ con los Ng vectores de soporte y los Ny datos
fuera de B;
i=i+1;
Hasta que todos los datos satisfagan las condiciones de Karush-Kuhn-Tucker;
Devolver el vector a.

Figura 4.2. Forma bdsica del algoritmo del Método de Chunking.
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4.2.2 El Método de Descomposicion.

El método anterior requiere que el nimero de vectores de soporte Ng sea lo suficientemente
pequefio para que un Hessiano de tamafio (Ng+N,)x(Ng+N,) (M xM) quepa en la
memoria. Un algoritmo de conjunto de trabajo alternativo que supera esta limitacién fue
propuesto por Osuna, Freund y Girosi [OFG97]. En este algoritmo, como en el anterior, se
entrena una pequefia porcién de los datos de entrenamiento en cada iteracién, con la
diferencia de que el tamafio del conjunto de trabajo permanece fijo y pueden haber més
vectores de soporte que datos en dicho conjunto.

Consiste en particionar el conjunto de entrenamiento en dos conjuntos B y N, donde B sera
el conjunto de trabajo de tamafio M. El vector o también se divide en az y ay, de modo que
ay permanecerd fijo y ap cambiard en cada iteracion. Asi mismo, los datos x (xp, xy) v las
etiquetas ¥ (¥p, ¥v). En cada iteracion, se realiza un intercambio de datos entre los dos
conjuntos, reemplazdndose algunos valores de B por otros de N, de acuerdo a alguna
heuristica determinada. El subproblema de optimizacién a resolver ahora es

. ‘ 1M M M M =M .
nin —L,(ay) = 5 Z ZaBiaBijinjk(xBi’xBj) - ZaBi + ZaBiniZ QY ik (X5 X ) (4.1)
5 i=1 =

i=1 j=1 i i=1
sujeto a las restricciones

M =M
Z Op; Vg = ‘Z i Y wi ' (4.2)
il =1

Ay 20 parai=1,2,..,1. “4.3)

Parametros del Algoritmo:

S: conjunto de entrenamiento;

Bi: working set en la iteracion i;

Ni: complemento del working set en la iteracién i;

a: vector de multiplicadores de Lagrange;

M: tamario del working set;

Nv: nimero de datos que se agregaran al working set;
i: nimero de iteracion.

Algoritmo:

o=0,

Seleccionar un working set arbitrario Bo < S;

i=0;

Repetir
Resolver el problema de optimizacién en B;, manteniendo fijos los elementos de o
que estan en N;;
Seleccionar los Ny datos en N; que menos satisfacen las condiciones de
Karush-Kuhn-Tucker; _
Formar un nuevo working set Bi+1, intercambiando los Ny datos de N; seleccionados
con otro tanto dentro de B;, y los muitiplicadores de Lagrange correspondientes;

i=i+1;

Hasta que todos los datos satisfagan las condiciones de Karush-Kuhn-Tucker;

Devolver el vector a.

Figura 4.3. Forma bdsica del algoritmo del Método de Descomposicién.
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Como puede verse, el problema es independiente del ntiimero de vectores de soporte. Puede
probarse que la funcién objetivo mejora en cada iteracion; es decir, el algoritmo no se-
ciclara infinitamente. Por lo tanto, para un problema de programacién cuadratica convexa, .

este algoritmo debe converger hacia el 6ptimo global en un niimero finito de iteraciones. La
figura 4.3 muestra el algoritmo para este método.

4.2.3 E1 Método de Optimizacién Secuencial Minima (SMO).
El algoritmo de Optimizacién Secuencial Minima (Sequential Minimal Optimization)

[P1a98] se deriva tomando la idea del método de descomposicién hasta su extremo y
optimizando un subconjunto minimo de dos puntos en cada iteracién. Fue propuesto por

Platt [Pla98]. El poder de esta técnica reside en el hecho de que el problema de.

optimizacioén para dos puntos permite una solucién analitica, eliminando la necesidad de
utilizar un optimizador de Programacién Cuadratica iterativo como parte del algoritmo.

En cada paso, SMO escoge dos elementos ¢; y @, con i # j, para optimizarlos, encuentra
los valores Gptimos para estos dos parametros dado que todos los otros estan fijos, y

actualiza el vector ¢z de acuerdo a esto. La opci6n de los dos puntos es determinada por una

heuristica, mientras que la optimizacién de los dos multiplicadores es realizada
analiticamente.

4.2.4 Posibles Mejoras a los Métodos.

Estos algoritmos de entrenamiento pueden aprovechar las ventajas del procesamiento en
paralelo en varias formas. Primero, todos los elementos del Hessiano por si mismos pueden
calcularse simultaneamente. Segundo, cada elemento a menudo requiere del cilculo de
productos punto de los datos de entrenamiento, los cuales podrian ser paralelizados.
Tercero, el célculo de la funcion objetivo, o gradiente, el cual es un cuello de botella de la
velocidad, puede ser paralelizado (requiere multiplicacion de matrices). Finalmente, se
puede prever la paralelizacién en un nivel superior, por ejemplo al entrenar en diferentes
pedazos simultdneamente. Esquemas como éstos, combinados con los algoritmos de
conjuntos de trabajo pueden hacer tratables a problemas muy grandes (>> 100,000 vectores

de soporte).

4.3 El Método de Chunking Suave.

4.3.1 Las Condiciones KKT para las SVM.

Una buena manera de revisar que algin algoritmo trabaja es comprobando que la solucién
satisface todas las restricciones de Karush-Kuhn-Tucker para el problema primal, pues son
condiciones necesarias y suficientes para que la solucion sea Optima. En los métodos de
conjuntos de trabajo, se realizan iteraciones en cada una de las cuales se construyen SVM,
con el fin de probar si todos los datos cumplen con las condiciones KKT. A continuacién
encontraremos las condiciones KKT particulares para el entrenamiento de las SVM.
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Las condiciones KKT para un problema de optimizacién no lineal estdn dadas por las
ecuaciones (2.8) a (2.12). En el problema que se plantea resolver para las SVM,
necesitamos

mz;)n f(w,b)= %w- w 4.4
sujeto a las restricciones
g (w,b)==y,(w-x,+b)+1<0 para i =1,2,....] . (4.5)

Ahora encontraremos las condiciones KK T particulares para este problema. Los gradientes
de fy las g; son:

(& A, e
Vf_(aw,ab) (,0) (4.6)
Vg, 2(%9%)=(_yixi’—yi) (4-7)

Para cada elemento del vector V£, aplicamos la primera condicién:

of & .og L. N s
5——:—2 a, 6—' = w=—_$_ a (-yx) = w= E Q, yx, (4.8)
w P w i1 i
o & .o Lo o
—=—>>a = = 0= day = oy, =0 - (4.9
b ; " ob ﬁvv i Zl 7 &2

Este problema en particular estd planteado solamente con restricciones de desigaaldad. Por
tanto consideramos las condiciones dadas por (2.9), (2.10) y (2.11), de la siguisnte manera:

@, >0 parai=12,..,1, (4.10)
a'g(w,b)= af[—y,.(w*'-x,,+b*)+1]=0 parai=12,..,1, 4.11)
g(w.b) ==y, (W% +b)+1<0 para i=12,...,I. (4.12)

Asi, para verificar si una SVM entrenada cumple con las condiciones KKT, es suficiente
con verificar que todas las ¢; satisfacen las ecuaciones (4.9) a (4.12), de acuerdo a lo
establecido en la seccién 2.2.3.

Si tomamos en cuenta estas condiciones que debe cumplir cada uno de los multiplicadores
de Lagrange de la solucién de entrenamiento y nos concentramos en tres de ellas: (4.10),
(4.11) y (4.12). Cuando termina un entrenamiento tenemos valores de o« y, por
consiguiente, de " y 5". Generalmente los valores del vector & encontrado cumplen con
las condiciones establecidas por (4.9) y (4.10), pues son las condiciones del problema de
programacion cuadrética ya resuelto. Por lo tanto, nos resta verificar si para cada punto de

entrenamiento los multiplicadores cumplen con (4.11) y (4.12). Para ello, hagamos -

u(x,)=w -x,+b y veamos a las ecuaciones (4.11) y (4.12) como
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a; [-yu(x)+1]=0 para i=1,2,...,, (4.13)

—yu(x,)+1<0 para i=12,..1. (4.14) -

De acuerdo a (4.11), hay dos factores que pueden hacer 0 dicha igualdad: ; y —yu(x,)+1;
y de acuerdo a (4.10), tenemos dos casos posibles para cada x; de un conjunto de

entrenamiento: o, =0y o >0.

Caso 1. Cuando «; =0, entonces — y;u(x;)+1 puede o no ser distinto de 0. Pero como ese
factor debe cumplir con (4.12), no puede ser positivo y, por lo tanto, al despejar
adecuadamente tenemos que y,u(x;) >1. El cero en el multiplicador nos dice que el vector
de entrenamiento x; no es un vector de soporte y por lo tanto no cae en ninguno de los
hiperplanos que acotan a éste; por lo tanto su valor no puede ser 1.

Asi, paratoda ¢; =0 debe cumplirse que yu(x,)>1.

Caso 2. Cuando ; >0, entonces necesariamente —y,u(x,)+1=0. De esa manera, el factor

cumple con (4.12) y, por lo tanto, al despejar adecuadamente tenemos que yu(x;)=1.En
este caso, el vector de entrenamiento x; si es un vector de soporte.

Asi, para toda a; >0 debe cumplirse que yu(x;)=1.

Es'claro que cualesquiera vectores que no hayan tomado parte de un conjunto de
entrenamiento (pertenecientes a un conjunto de prueba) no tienen un valor de «
determinado, por lo cual para ellos no se toman en cuenta las condiciones (4.8) a (4.11). Sin
embargo, cuando al utilizar el método de Chunking queremos probar si un vector de
entrenamiento cumple con las condiciones KKT, asumimos valores de o =0 para los
vectores que no fueron parte del pedazo; pero si el método es el de descomposicién,
entonces cada vector de entrenamiento, aunque en ese momento no forme parte del

conjunto de trabajo, debe tener un valor de « asignado.
4.3.2 Planteamiento Formal del Método de Chunking Suave.

Cuando probamos un patrén x; en algln clasificador (SVM) tenemos varias posibles
salidas, a cada una de la cual le corresponde una explicacién:

1. 81 yu(x,)>1, el patrén es correctamente clasificado y no cae en el margen.

2. 81 yu(x;)=1, el patrén cumple exactamente la restriccidn (3.10). En este caso, X; cae
sobre alguno de los hiperplanos que delimitan el margen, al igual que los vectores de
soporte. .

3. Si 0<yu(x;)<1, el patrén cae dentro del margen, pero aun permanece en el lado
correcto del limite de decisién, con lo que la clasificacién es correcta.

4. 81 yu(x,) <0, el patrén sera clasificado incorrectamente.
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Notese que cuando un patrén de la clase 1 esta correctamente clasificado, el valor de u(x;)
es positivo o cero, y al multiplicarlo por la clase, yu(x;) serd también positivo o cero. Por
otra parte, cuando un patrén dela clase -1 estd correctamente clasificado, el valor de u(x;)

es negativo, y al multiplicarlo por la clase, yu(x;) serd también positivc. Esto concuerda
con lo visto en los dos casos en los que se cumplen las condiciones KKT de la seccién
anterior. ‘

Hemos visto que, tanto en el método de Chunking como en el de Descomposicién, ciertas
cantidades de vectores de entrenamiento entran y salen del conjunto de trabajo, de acuerdo
a si cumplen o no las condiciones descritas anteriormente. Generalmente, y de acuerdo a
como haya sido elegido el primer conjunto de trabajo, nuestra primera regién de decisién
clasificard incorrectamente una cantidad proporcionalmente alta de vectores de
entrenamiento. Conforme vayan sucediéndose las iteraciones, dicha proporcién disminuira
hasta que en la ultima iteracion haya cero intercambios entre el conjunto de trabajo y los
vectores restantes. : e S :

Margen -

Figura 4.4. Un caso del estado de un método de conjunto de trabajo entre iteraciones.

El método propuesto, llamado Método de Chunking Suave consiste en llegar a una
situacion en la que todos los vectores estdn bien clasificados, no importando que algunos
estén dentro del margen (los cuales no cumplen con las condiciones KKT). A esta etapa se
le llama Fase Suave. Una vez ahi, de manera opcional puede crearse un conjunto de trabajo
formado por los vectores de soporte de la dltima iteracién y todos los vectores que
quedaron dentro del margen, y con esos datos obtener una solucién final, efectuando lo que
llamamos Iteracion Adicional. La idea es que el usuario del método elija que desea hacer
pues, como veremos mas adelante, la generalizacién proporcionada por ambas alternativas
es bastante buena. , )

Para explicar lo que sucede en la primera fase consideremos la figura 4.4. Supongamos que
corre la iteracién i del método de Chunking. Podemos observar que hay varios patrones que
no cumplen las condiciones KKT como se describieron anteriormente. Tres de ellos estan
bien clasificados pero dentro del margen y dos més estdn mal clasificados.
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De acuerdo a los criterios del Chunking, tenemos 5 vectores que no cumplen las
condiciones KKT y esto significa que tenemos que agregar estos 5 vectores al conjunto de

trabajo (pedazo). La primera diferencia entre éste método y el propuesto es que ahora, en -

cada iteracién de la primera fase, toleraremos a los vectores que quedan bien clasificados

aunque estén dentro del margen.
Para el caso de la figura 4.4, solamente tendremos que agregar al conjunto de trabajo los

dos vectores mal clasificados. Esta sencilla modificacién permite al método efectuar una
cantidad menor de cambios por iteracién y tener una cantidad menor de vectores en cada
conjunto de trabajo, por lo cual se ahorrara tiempo de entrenamiento. Al final de esta fase
tendremos la situacién deseada: todos los vectores estaran bien clasificados.

Lo anterior significa que para toda & =0, es suficiente que se cumpla que yu(x,)>0; que
es lo que se verificara para todos los vectores fuera del conjunto de trabajo en cada
iteracion, al momento de seleccionar a los vectores entrantes. Como en el método de
Chunking, la seleccion de los que entran se hace a través de la cantidad de violacién a las

condiciones KKT, en este caso modificadas.
. Laiteracién adicional se efectiia una vez que se termina la primera fase del método, con un

conjunto de trabajo formado por los vectores de soporte de la tiltima iteracién de la fase
suave y todos los vectores que al final quedaron dentro del margen. En esta iteracion se
aplica todo el rigor de las condiciones KKT, no permitiéndose ya que queden vectores

dentro del margen.
Este dltimo entrenamiento se hace como si el conjunto de trabajo estuviera formado por

todos los vectores de entrenamiento. De hecho, entrenar a este conjunto de trabajo equivale
a éntrenar a todo el conjunto de entrenamiento, como se verd enseguida.

Es bien sabido que si elimindramos los vectores afuera del margen (los que no son vectores
de soporte) y entrenaramos de nuevo, la regién de decisidn seria exactamente la misma que
al utilizar todos los datos. En este caso, se utilizaran los vectores de soporte junto con los
datos que estdn dentro del margen para entrenar la SVM final. El siguiente razonamiento
nos lleva a demostrar que esta SVM final clasifica correctamente a todos los datos del

conjunto de entrenamiento (en el conjunto de trabajo).

Prueba de que la iteracion adicional resuelve la SVM para el conjunto de entrenamiento.
Definicién 4.1. Dados un conjunto de vectores x, € 4, si u(x;) =w-x;+b es una maquina
de soporte vectorial entrenada a partir de ellos, entonces la maquina clasifica
adecuadamente a todos los vectores y éstos cumplen con la desigualdad yu(x,)=1.
Definicién 4.2. Si todos los elementos de un conjunto de vectores x; € 4 satisfacen la
desigualdad yu(x;)=1, donde u(x,)=w-x;+b es una mdaquina de soporte vectorial,
entonces la maquina clasifica adecuadamente a todo el conjunto.

Teorema 4.1. Dados una maquina de soporte vectorial u(x)=#-x+b entrenada a partir
de un conjunto de vectores x, € 4 y un conjunto de vectores x, € B en el margen de u(x),
es decir, que cumplen con la desigualdad 0 < y,u(x,) <1 entonces, la maquina de soporte

vectorial v(x) %ufl -x+b, entrenada a partir de los vectores de soporte de u(x) y los

vectores del conjunto B, clasifica adecuadamente también los vectores del conjunto 4 que

no son vectores de soporte.
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Prueba: Sea el conjunto C compuesto por los vectores de soporte del conjunto 4 y todos
los vectores del conjunto B. Como los vectores de soporte del conjunto 4 cumplen con la

igualdad y u(x,) =1,y los vectores del conjunto B cumplen con 0 < yst(xy) <1; entonces

tenemos que los vectores del conjunto C cumplen con la desigualdad y u(x.)<1.
Debido a que la méquina de soporte vectorial v(x) fue obtenida al entrenar con el conjunto

C, entonces todos los elementos del conjunto C cumplen con la desigualdad Yev(xe) 1.
Despejando en estas dos desigualdades, tenemos que para cada elemento de C es cierto que

1 ’ o
v(x.)=— yque u(x,) < L; y por la ley transitiva tenemos que #(x,) < 1 <v(x.); por
¢ Ye - Ye
consiguiente u(x.)<v(x.). Esto significa que para cualquier punto x se cumplird que
u(x)<v(x). _
Consideremos ahora los vectores del conjunto 4 que estan fuera del margen; es decir, los

que cumplen con la desigualdad y,u(x,)>1, o sea que para esos vectores u(x,)>—.
‘ Ya

Ademas, como ya vimos u(x,) <v(x,); por lo tanto, por la ley transitiva se cumple que

i<u(x'4) <v(x,). y por consiguiente i<v(x ). Despejando nos da que para esos
Ya Ya

vectores se cumple que y,v(x,)>1; es decir, v(x) clasifica adecuadamente a dichos
vectores que, ademas, estan fuera de su margen.

Toda esta explicacién se ha hecho en base a un caso linealmente separable, pues este
razonamiento se cumple también al utilizar cvalquier kerel no lineal, pues en realidad se
trabaja con datos linealmente separables en alglin espacio de rasgos R™.

Sin embargo, en la practica esto no se cumple en algunas ocasiones; es decir, no siempre
producird el margen 6ptimo para todo el conjunto de entrenamiento, pues algunos puntos
fuera del conjunto de trabajo pueden no quedar bien clasificados. Esto depende de la
diferencia en inclinacién (4ngulo) entre el hiperplano obtenido por la fase suave y el
hiperplano de méaximo margen, y de las posiciones que tengan los vectores mas cercanos al
margen de la fase suave. En la tabla 4.12 se discute sobre el tamafio del margen en una
aplicacién y se explica porqué el Chunking Suave es una opcién posible, sobre todo con

margenes pequefios.
4.3.3 El Algoritmo de Chunking Suave y su Implementacién.

A continuacién describiremos el algoritmo para el Método de Chunking Suave. Dicho
método esta basado en el de Chunking, por lo que cada vez que entrena con un pedazo de
los vectores de entrenamiento, considera como cero a los multiplicadores de Lagrange del
resto. Esta implementacion se hizo en un solo programa para ambos métodos, de modo que
la tnica diferencia entre ellos es el rigor con el que se toman las condiciones KKT.




Parametros. Es necesario determinar algunos pardmetros del algoritmo. El primero de
ellos es el tamafio del conjunto de trabajo inicial. Esto depende del tamafio del problema y
del ntimero esperado de vectores de soporte para ese problema. A continuacién debemos
saber en que cantidad se le permitird crecer al conjunto de trabajo, cada vez que sea

insuficiente, como se vera mas adelante.

Seleccién del Conjunto de Trabajo Inicial. Originalmente se utilizaba el azar para elegir
a los vectores de entrenamiento que conformarian el conjunto de trabajo inicial. Cuando el
nimero de vectores de cada clase son muy parecidos, esto no supone problema alguno.
Pero si una clase tiene un nimero de vectores proporcionalmente menor que la otra, se
corre el riesgo de que muchos vectores, si no es que todos sean de una misma clase, con lo
que podrian obtenerse resultados muy malos en las primeras iteraciones que hicieran muy
lento al algoritmo. Existen algunas técnicas de seleccién que intentan encontrar un mejor
conjunto de trabajo inicial con el fin de acelerar atn mis los métodos, como los
mencionados en [ROU99] o el Algoritmo Genético, como se vio en el Capitulo 3.
Para el caso nuestro, se construye el conjunto de trabajo de manera aleatoria, pero
* estableciendo un balance en el numero de vectores de cada clase; es decir, se van eligiendo
uno de cada clase de manera intercalada hasta completar el conjunto de trabajo. Si acaso la
cantidad de vectores de una clase es menor a la mitad del tamafio del conjunto de trabajo

inicial, entonces todos ellos seran incluidos en él.

Primera Fase (Suave). En esta fase, lo que sigue se repetird mientras existan vectores
candidatos a entrar al conjunto de trabajo; es decir, hasta que no existan vectores fuera del
conjunto de trabajo que estén mal clasificados.

Se resuelve el problema de Programaciéon Cuadrética para los elementos del conjunto de
trabajo, se extraen los vectores de soporte y se obtienen el sesgo.

Se calculan los valores de y,u(x;) para todos los vectores del conjunto de entrenamiento, y
se hacen dos listas, ordenadas de acuerdo a los valores recién calculados: una para los
vectores que violan la condicién de no estar bien clasificados (candidatos a entrar al
conjunto de trabajo), y otra para los que no fueron vectores de soporte en el conjunto de
trabajo (candidatos a salir).

Se determina un nimero de intercambios entre los dos conjuntos, de acuerdo a la menor de
las cantidades de vectores entrantes y saliéntes.

En caso de haber cambios posibles, estos se efectian intercambiando al vector de afuera
que mas viola la condicion con el no vector de soporte de adentro que este mas alejado del
margen. y asi sucesivamente con los segundos, terceros, etc., de cada lista.

En caso de no haber candidatos a salir pero si a entrar, 0 no haber obtenido vectores de
soporte, se incrementa el tamafio del conjunto de trabajo de acuerdo al parametro ya
establecido, y esos lugares se ocupan con los vectores candidatos a entrar con mayor
violacion a la condicidn.

Si hubieron cambios o un incremento para el conjunto de trabaJo se pasa a la siguiente

iteracién con el nuevo conjunto de trabajo.
En caso de no haber candidatos a entrar, no importa si hay o no candidatos a salir, la fase

iterativa termina.

l
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Segunda Fase (Iteracién Adicional). Se calculan los valores de | yu(x;) para todos los
vectores del conjunto de entrenamiento que no estaban en el conjunto de trabajo, y se hace
una lista para los vectores que quedan dentro del margen de la ltima regién de decisién
calculada. Se retinen estos datos con los vectares de soporte en el conjunto de trabajo para
formar un conjunto de trabajo.

Finalmente, se resuelve el problema de Programacién Cuadrética para los elementos del
conjunto de trabajo, se extraen los vectores de soporte y se obtienen el sesgo.

Esta  ultima regién de decision obtenida es la solucién para todo el conjunto de
entrenamiento. La figura 4.5 muestra el algoritmo del método.

Parametros de! Algoritmo:

S: conjunto de entrenamiento;

Bi: working set en la iteracién i;

Ni: complemento del working set en Ia iteracion i;
o vector de multipiicadores de Lagrange;

M: tamafio del working set;

-1 Ns: nimero de vectores de soporte después de optimizar en el working set;

Nv: nimero de datos que se agregaran al working set;
Nwm: numero de datos que estan bien clasificados pero dentro del margen;
i: nimero de iteracion.

Algoritmo:

a=0; .
Seleccionar un working set arbitrario Bo = S;
i=0;
Repetir
Resolver el problema de optimizacién en B, manteniendo fijos los elementos de o
Que estan en N;;
Seleccionar los Ny datos en Nj que menos satisfacen las condiciones de
Karush-Kuhn-Tucker;
Formar un nuevo working set B+, intercambiando los Ny datos de N; seleccionados
Con otro tanto dentro de B;, y los multiplicadores de Lagrange correspondientes;
i=i+1;
Hasta que todos los datos estén bien clasificados, aunque no todos satisfagan las
Formar un nuevo working set Bi.1 con los Ns vectores de soporte y los Ny datos que estén dentro del margen
de dichos vectores de soporte;
Resolver el problema de optimizacion en Bis;
Devolver el vector «.

Figura 4.5. Forma basica del algoritmo del Método de Chunking Suave.
4.3.4 Visualizacion Grafica de su Funcionamiento.

Ejemplo 4.1. )

Para entender mejor lo que sucede tanto con el método de Chunking como con el de
Chunking Suave. comparemos los resultados que se obtuvieron al correr los algoritmos de
ambos métodos con los mismos datos que utilizamos en el ejemplo 3.3, y que se muestran
en la tabla 3.4. EI kerne] utilizado fue lineal. En ambos métodos se utilizaron conjuntos de
trabajo iniciales de tamafio 5 con incrementos de tamafio 1.
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De ese modo, el método de Chunking necesita seguir iterando para llegar a la solucién,
mientras que el de Chunking Suave podria terminar ahi. Para este ejemplo se ejecut6 el
segundo método para que corriera la iteracién adicional, por lo que podemos comparar este
resultado con la segunda iteracion del Chunking,

En la figura 4.7, se observa que el método de Chunking Suave ha terminado, puesto que
realizd la iteracién adicional con todos los vectores del margen, lo que produjo como salida
el margen 6ptimo. Mientras tanto, el método de Chunking hizo intercambios de vectores,
tomando los peores de la clase -1 y al encontrar un nuevo margen, atn le quedaron datos de
la clase 1 "malos", es decir dentro del margen, aunque bien clasificados.

Obviamente el Chunking toma los vectores de clase 1 mas cercanos al hiperplano
encontrado y al recalcular se llega al margen 6ptimo, como puede verse en la figura 4.8.
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Figura 4.8. Regidn de decision producidas por la dltima iteracién del algoritmo del método
de Chunking en el ejemplo 4.1.

4.3.5 Resultados Experimentales.

Se ha probado este nuevo método utilizando la base de datos de caracteres manuscritos
MNIST (ver Apéndice A), que consta de imagenes de 28 x28 en tonos de gris, lo que nos
da vectores de 784 elementos enteros de 0 a 255; es decir, nuestro espacio de entrada es
R’ Los experimentos que arrojaron los experimentos aqui mostrados fueron hechos para
el problema de separar el digito 0 de los demds. Se han hecho pruebas con dos diferentes
cantidades de datos de entrenamiento: 250 y 500; y se ha calculado la generalizacidn para
4500 datos de prueba.

Ejemplo 4.2.

Primeramente veremos el caso del entrenamiento de SVM utlhzando 25 muestras de cada
digito, lo que nos da 250 patrones de entrenamiento. Se encontraron las regiones de
decision para cada enfoque y se tomaron algunos datos resultantes. Las tablas 4.1 a 4.5 nos
muestran en forma comparativa dichos resultados. Cabe sefialar que el tiempo que aparece
en el renglén de la iteracion adicional del método de Chunking Suave es exclusivo de la
1tera01on, efectuada al final de la primera parte del método.




Cuando se menciona a la funcién QuadProg, nos referimos a que se entrené una SVM con
todos los vectores utilizando dicha funcién. Cabe destacar que para entrenar las SVM en

cada iteracién de los metodos de descomposici6n se utilizé tambien QuadProg.

Algoritmo | Niimero de % Correctos | % Correctos| Tiempo | Nim. VS (%)
Iteraciones | Entrenamiento Prueba (Segundos)
QuadProg 1 99.00 96.29 29.31 166 (66.40%)
Chunking 5 99.00 96.20 57.81 104 (41.60%)
Chunking 2 ©99.20 96.24 23.20 96 (38.40%)
Suave
I. Adicional 1 99.00 96.22 18.02 147 (58.80%)

Tabla 4.1. Comparacion de resultados de los tres métodos con un kernel polinomial de

grado 3 con 250 muestras, para el ejemplo 4.2.

Algoritmo

Nimero de -% Correctos | % Correctos| Tiempo | Num. VS (%)
‘ Iteraciones | Entrenamiento Prueba (Segundos)
QuadProg 1 98.80 95.13 32.95 179 (71.60%) |
Chunking 4 98.80 95.13 51.11 114 (45.60%)
Chunking 2 98.80 95.22 23.23 99 (39.60%)
Suave ,
1. Adicional 1 99.00 95.20 17.52 165 (66.00%)

Tabla 4.2. Comparacion de resultados de los tres métodos con un kernel polinomial de

grado 4 con 250 muestras, para el ejemplo 4.2.

Algoritmo Ntmero de % Correctos . | % Correctos| Tiempo | Nam. VS (%)
Iteraciones | Entrenamiento Prueba (Segundos)
QuadProg 1 98.60 94.58 31.09 190 (76.00%)
Chunking 9 98.60 - 94.64 135.14 130 (52.00%)
Chunking 2 98.40 94.71 22.81 103 (41.20%)
Suave
1. Adicional 1 98.60 94.64 21.27 178 (71.20%)

Tabla 4.3. Comparacion de resultados de los tres métodos con un kernel polinomial de

grado 5 con 250 muestras, para el ejemplo 4.2.

Algoritmo Niimero de % Correctos | % Correctos| Tiempo | Num. VS (%)
Iteraciones | Entrenamiento Prueba (Segundos)
QuadProg I 98.40 94.07 29.30 191 (76.40%)
Chunking 8 98.40 94.11 222.27 146 (58.40%)
Chunking 2 98.40 94.13 22:78 112 (44.80%)
Suave
1. Adicional 1 98.40 94.11 18.86 182 (72.80%)

Tabla 4.4. Comparacion de resultados de los tres métodos con un kernel polinomial de

grado 6 con 250 muestras, para el ejemplo 4.2.
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Algoritmo Nimero de % Correctos | % Correctos| Tiempo | Num. VS (%)
Iteraciones | Entrenamiento | Prueba | (Segundos)
QuadProg 1 98.00 93.64 25.16 197 (78.80%)
Chunking 12 98.20 93.76 288.34 155 (62.00%)
Chunking 2 98.00 93.71 23.00 110 (44.00%)
Suave
I. Adicional 1 98.40 93.84 15.66 196 (78.40%)

Tabla 4.5. COf;zpaf‘dcién de resultados de los tres métodos con un kernel polinomial de
grado 7 con 250 muestras, para el ejemplo 4.2.

Podemos observar en estos resultados la manera en que la velocidad del Chunking Suave
supera a la del Chunking original. El porcentaje de ahorro es superior al 50% en todos los
casos, ¢ incluso hay algunos en los que ese porcentaje es mucho mayor. Aun si sumamos el
tiempo de la iteracién adicional, la ventaja sigue siendo del Chunking Suave. Ya si
comparamos con el enfoque de resolver el problema con todos los datos (QuadProg), las

* diferencias se reducen y la iteracién adicional provoca que el Chunking Suave sea mas

lento que QuadProg. En este caso, los resultados del Chunking Suave son tan buenos que es
aceptable utilizarlo para ahorrar tiempo de entrenamiento.

En cuanto a los vectores de soporte, tal parece que su cantidad no es relevante para obtener
buena generalizacién. Lo que sucede es que los multiplicadores de Lagrange resultan ser
tan pequefios que muchos pasan por vectores de soporte, aunque su valor pequefio sea mas
tendiendo a cero. Seria muy dificil encontrar una cota que distinguiera unos de otros a esa
escala. '

Resulta interesante observar las tendencias en el ndmero de vectores de soporte que se
obtienen en cada metodo. Al utilizar QuadProg y tener a todo el conjunto de entrenamiento,
se obtiene un porcentaje alto de vectores de soporte, mientras que con los metodos de
Chunking (original y suave), esas cantidades disminuyen. Podemos observar que la
iteracion adicional aproxima esta cantidad a la de la funcién QuadProg, debido a que toma
una buena cantidad de vectores que quedaron dentro del margen del Chunking Suave. Esto
se debe a que el tamafio del margen es muy pequefio, como se discutira mas adelante. Otra
situacién es que el nimero de vectores de soporte aumenta conforme aumenta el grado del
kernel polinomial y los porcentajes de estos sobre el total de vectores de entrenamiento
aumenta de maneras similares. ‘

No solamente la velocidad de entrenamiento y el ntimero de vectores de soporte
encontrados son factores a favor del Chunking Suave, sino la capacidad de generalizacién
que se obtiene. Comparando con los otros métodos, resulta ser casi la misma. Incluso al
efectuar la iteracién adicional lo que se gana no es significativo. Puede decirse que la
regidn de decision del Chunking Suave es tan buena como las de las SVM convencionales,
con la gran ventaja de la rapidez con que se obtienen.

Finalmente, podemos ver que el kernel de grado 3 es el que nos da una mejor
generalizacién por sobre los otros. Conforme aumenta el grado del polinomio, la
generalizacién empeora. al tiempo que el nimero de vectores de soporte disminuye. Esto es
una clara muestra que el kernel que tiene el balance entre minimizacién del riesgo y
capacidad de generalizacion es el polinomial de grado 3, para este problema.
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Ejemplo 4.3.

Ahora nos ocuparemos del caso del entrenamiento de SVM utilizando 50 muestras de cada
digito, lo que nos da 500 patrones de entrenamiento. Como en el ejemplo anterior, se
encontraron las regiones de decisién para cada enfoque y se tomaron algunos datos
resultantes. Las tablas 4.6 a 4.8 nos muestran en forma comparativa dichos resultados.

Tabla 4.6. Comparacion de resultados de los tres métodos con un kernel polinomial de

grado 4 con 500 muestras, para el ejemplo 4.3.

Algoritmo Niimero de % Correctos | % Correctos| Tiempo | Nam. VS (%)
Iteraciones | Entrenamiento | Prueba | (Segundos)
QuadProg 1 100.00 96.36 350.11 330 (66.00%)
Chunking 3 100.00 96.36 256.26 203 (40.60%)
Chunking 3 100.00 96.51 229.38 181 (36.20%)
Suave
I. Adicional 1 100.00 96.51 192.62 261 (52.20%)

Algoritmo Niimero de % Correctos | % Correctos| Tiempo | Num. VS (%) |
Iteraciones | Entrenamiento Prueba (Segundos)
QuadProg 1 100.00 95.73 365.80 333 (66.60%)
Chunking 7 100.00 95.87 546.30 206 (41.20%)
Chunking 3 100.00 . 95.80 223.44 - | 188 (37.60%)
Suave :
I. Adicional 1 100.00 95.93 156.33 280 (56.00%)

Tabla 4.7. Comparacion de resultados de los tres métodos con un kernel polinomial de
grado 5 con 500 muestras, para el ejemplo 4.3.

Algoritmo Numero de % Correctos | % Correctos| Tiempo | Num. VS (%)

' Iteraciones | Entrenamiento | Prueba (Segundos) - ‘M
QuadProg 1 100.00 95.29 372.72 361 (72.20%) '
Chunking 7 100.00 95.44 591.83 241 (48.20%)

Chunking 3 100.00 95.00 202.91 181 (36.20%)
Suave ‘
I. Adicional 1 100.00 95.44 137.37 308 (61.60%)

Tabla 4.8. Comparacién de resultados de los tres métodos con un kernel polinomial de
grado 6 con 500 muestras, para el ejemplo 4.3.

Abhora la diferencia en velocidades se ha acentuado. Obviamente, al ser este un problema
mayor, no seran iguales los 25 segundos de diferencia en el ejemplo anterior con los 300 de ;
este caso. Esto se cumple a excepcién del polinomio de grado 4, donde la diferencia fue
pequefia. El porcentaje de ahorro sigue siendo superior al 50%. Atn si sumamos el tiempo

de la iteracién adicional, la ventaja sigue siendo del Chunking Suave. La diferencia con el
enfoque total es mayor debido a la escala del problema. Las diferencias con el total, atin

con la iteracion adicional son mucho menores en porcentaje y en ocasiones gana un método

y en otras el otro. '
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La capacidad de generalizacién, como era de esperarse, ha mejorado debido a la cantidad
de vectores de entrenamiento. Al compararlas resultan parecerse al igual que con 250
muestras. Esto nos confirma las bondades del Chunking Suave.

En cuanto a los vectores de soporte, ocurre el mismo fenémeno que en el ejemplo 4.2. Es
posible notar algo curioso en los porcentajes de estos arrojados por cada método, pues son
muy parecidos y podemos ver como aumentan de niimero (y porcentaje) conforme el kernel
deja de ser adecuado y la generalizacién disminuye. Este ejemplo también nos confirma
que el kernel de grado 3 es el mejor para separar al 0 de los dem4s digitos.

En este punto podemos esperar que cuanto mayor sea el problema, la diferencia de
velocidad entre el Chunking y el Chunking suave se incrementara. También habra ventaja
de este tltimo con el entrenamiento con todos los vectores, pero en un momento dado ya no
se podria por el tamafio del problema que crearia conflictos en la memoria de la
computadora, problema que no tendrian los Chunking.

Ejemplo 4.4. ,

En este ejemplo compararemos el rendimiento de las SVM contra el de las Redes
- Neuronales, que resulta ser una comparacion logica por la naturaleza de ambas. Para esto se
entrenaron tres Redes Neuronales de distintas configuraciones con el mismo conjunto de
250 datos utilizado para el ejemplo 4.2. Se utilizd el programa que viene en los apendices
de [Pao89]. En la tabla 4.9 se muestran los resultados obtenidos por los entrenamientos de
las redes y la tabla 4.10 compara la generalizacién obtenida por estas en comparacién con

las SVM.

Redes Neuronales.

Tipo de Red Error del Sistema | Mdaximo Error de % Correctos Tiempo
Entrenamiento Prueba (Segundos)
60-60 0.003620 0.256418 91.89 71
60-54 0.000099 0.000266 85.47 112
54-54 0.001476 0.002349 88.62 18

Tabla 4.9. Comparacién de resultados de tres Redes Neuronales con 250 muestras, para el
ejemplo 4.4.

En esta comparacién podemos observar tres redes con dos capas ocultas, cada una. El
numero de neuronas en cada capa hace la diferencia. La generalizacién es buena, pero no
tanto como la que dan las SVM. Para que una RN aproxime a la capacidad de un kernel
dado, es necesario buscar por medio de ensayo los pardmetros adecuados para dicha red
(numero de capas ocultas, nimero de neuronas por capa, etc.), que incrementen esta
generalizacién. Podemos ver las notables diferencias entre las generalizaciones producidas
por ambos enfoques. La tabla 4.10 nos revela como la mejor red no se acerca a la peor
SVM de estos ejemplos.
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Enfoque % Prueba Enfoque % Prueba
SVM Polinomial”3 96.29 SVM Polinomial”™7 93.64
SVM Polinomial™4 95.13 NN 60-60 91.89
SVM Polinomial”5 94.58 NN 54-54 88.02
SVM Polinomial”6 94.07 NN 60-54 85.47

Tabla 4.10. Comparacion de la generalizacion obtenida de varias SVM con la obtenida con
S " Redes Neuronales, todas con 250 muestras.

Para terminar este capitulo analizaremos un poco lo que sucede con los margenes de las
SVM en los ejemplos hechos con los digitos manuscritos. Con esto nos explicamos porque
el Chunking Suave es tan "bueno” como el Chunking original. Nos hemos dado cuenta de
que a pesar de las cantidades distintas de vectores de soporte arrojadas por los métodos con
distintos vectores de entrenamiento y distintos tipos de kerneles, los resultados resultan ser
muy similares. Esto puede explicarse por la cercania que hay entre los vectores de cada
" clase entre si, y de las distintas clases una de la otra, en el espacio de rasgos. Para confirmar
esto medimos los mérgenes 6ptimos obtenidos al entrenar los ejemplos con el algoritmo
total. Los resultados se pueden ver en las tablas 4.11 y 4.12.

Kernel Polinomial Polinomial | Polinomial | Polinomial | Polinomial
de Grado3 | deGrado4 | deGrado5 | de Grado 6 | de Grado 7
Margen 2.0262x1077 | 5.0501x1077° | 1.3834x107% | 3.9758x10™° | 1.1747x10™

Tabla 4.11. Comparacion de los anchos de los mdrgenes de.cinco SVM entrenadas con 250
’ patrones, del ejemplo 4.2.

Kernel Polinomial Poliliomial Polinomial
de Grado 4 | de Grado5 | de Grado 6
Margen 1.485x10% |4.2029x107*| 1.2878x10™®

Tabla 4.12. Comparacion de los anchos de los mdrgenes de tres SVM entrenadas con 500
patrones, del ejemplo 4.3.

Es claro que los margenes son tan pequefios que los tres métodos producen respuestas muy
similares, pues las tres regiones de decisién pasan demasiado cerca una de la otra. Ademas,

es muy probable que compartan buena parte de sus trayectorias en el espacio de entrada, lo
que significa que los dngulos entre los hiperplanos de separacién obtenidos por cada uno de -
ellos son muy pequefios en el espacio de rasgos.

Esta pequefiez del margen hace demasiado parecidos a la regién.de decision con todos los
puntos bien clasificados y al margen éptimo. Las diferencias son infimas y esto nulifica al
margen Optimo, que se pierde en un mar de vectores cuyas clases tienen una frontera casi

imperceptible.
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CAPITULO V. CONCLUSIONES.

5.1 Analisis Final sobre las Aportaciones de! Trabajo.

Recapitulando sobre todo lo visto y analizado, podemos destacar el presente trabajo las
siguientes aportaciones:
% Se propuso una variante del método Chunking con SVM para Clasificacién de Patrones,
al cual se le llamé Chunking Suave. Dicho método es iterativo y se basa en el
entrenamiento de una o mas SVM sobre pedazos de un conjunto grande de datos para
encontrar una region decisién que clasifica con una generalizacién muy buena,
comparable con el entrenamiento de una SVM con el total del conjunto de vectores. El
método tiene la ventaja de ser muchisimo mas rapido. :
Se analizé el enfoque de Algoritmos Genéticos como alternativa para la solucién del
problema de optimizacién derivado de las SVM, sentando las bases para un analisis més
a fondo de esta opcién. Si bien el AG no resulta muy adecuado para entrenar una SVM
debido a su lentitud y a lo dificil que es encontrar el factor de penalizacién y el niimero
de iteraciones adecuados para cada caso, es una muy buena opcidén para detectar un
conjunto de los vectores de entrenamiento que contenga a los vectores de soporte, por
lo que bien pudiera ser utilizado como técnica de preproceso previa al entrenamiento de
una SVM. v
% Se realizaron comparaciones entre los resultados de cuatro posibles formas de entrenar
una SVM y de otras tantas Redes Neuronales, con el fin de entender el valor de ambos
enfoques, asi como las similitudes y diferencias entre ellos, y entre sus diferentes
formas de solucién. La excelente capacidad de generalizacién que poseen las SVM las
coloca por encima de las Redes Neuronales en tareas de clasificacién de dos clases.
Bien se ha visto que resulta mucho mas eficiente, cémodo y rdpido entrenar una SVM
que una Red Neuronal, con mejores resultados.

» Se trabaj6 en el desarrollo de la parte formal de las SVM, permitiendo a un lector sin

conocimientos previos entender més rdpido y con mayor énfasis la manera en que se

construyen. Esto es muy dificil de encontrar en la literatura sobre SVM existente.

Las SVM resultan ser una técnica muy eficiente en las tareas de Reconocimiento de

Patrones. tanto que muchos investigadores del mundo entero se encuentran trabajando

con ellas. En México parecen haber pocas personas dedicadas a estos estudios, entre las

que se cuentan los involucrados en esta tesis.

R/
0‘0

*
*

<+
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5.2 Expectativas sobre Trabajos Futuros.

Consideramos que después de haber realizado el presente trabajo, quedan varios caminos
posibles a seguir en cuanto al estudio de las SVM:

0 Desarrollar de manera formal una demostracién mas detallada de la validez del método

' Chunking Suave y encontrar, en la teoria, la manera de guiarlo hacia un estado en €l que

sea posible elegir un conjunto de trabajo adecuado para llegar en todos los casos al |

margen Optimo con una sola iteracién adicional.
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Lo anterior incluye encontrar alguna manera adecuada de poder predecir la inclinacién
del hiperplano de separacién definitivo y asi poder incluir en el conjunto de trabajo de
la iteracion adicional a los vectores que quedan fuera del ultimo margen, y que podrian
no cumplir las Condiciones KKT al cambiar la inclinacién del hiperplano de
separacion.
Desarrollar algoritmos con métodos en paralelo, encontrando la regién de decisién
correcta a partir de regiones de decisién proveidas por SVM entrenadas a partir de
diversos conjuntos de trabajo.
Continuar la investigacién y experimentacién sobre el enfoque de AG para construir
SVM. Es necesario encontrar el tipo de castigo adecuado, asi como la manera de poder
estimar los valores de sus pardmetros.
Trabajar en la bisqueda de mejores técnicas de preproceso para los vectores de
entrenamiento, entre ellas la utilizacién de los AG que, como ya se vio, son buenos
sefialando a los candidatos a ser vectores de soporte.
Estudiar el enfoque de las estrategias evolutivas como alternativa al uso de AG para
entrenar las SVM. '
Combinar las técnicas vistas con métodos de preprocesamiento de los datos que
detectan a los vectores candidatos a ser vectores de soporte, y asi poder partir de un
punto mas favorable a la hora de iniciar el entrenamiento de una SVM.
Trabajar en la busqueda de mejores y mas adecuados kerneles para ciertas aplicaciones.
Aplicar las SVM a problemas donde el Reconocimiento de Patrones sea necesario y que
tenga un aporte benéfico a la sociedad. : .
' Estudiar la parte de las SVM para regresién.




APENDICES.

A. Base de Datos de Digitos Manuscritos.

La base de datos de digitos manuscritos MNIST es un subconjunto de uno mayor creado
por NIST (National Institute of Standards and Technology). Contiene un conjunto de
entrenamiento de 60,000 muestras y un conjunto de prueba de 60,000. Los tamafios de las
imégenes de los digitos fueron normalizados para ajustarse a un rectangulo de 20x20
pixeles, mientras se conservé su razén de aspecto. Las imdgenes resultantes con fueron
centradas en imagenes de 28 x 28 ‘mediante el calculo del centro de masa de los pixeles y el
traslado de la imagen de modo que este punto quedara en el centro del campo de 28x28.
MNIST es una buena base de datos para la gente que desea probar técnicas de aprendizaje y
meétodos de reconocimiento de patrones sobre datos del mundo real con un minimo
esfuerzo de preprocesamiento y formateo. Es ampliamente utilizada por investigadores
. como prueba para métodos de reconocimiento de patrones y por estudiantes para proyectos
de clase en reconocimiento de patrones, aprendizaje de maquina y estadisticas.

La construccién de MNIST fue hecha a partir de NIST Special Database 1 y NIST Specml
Database 3. La mitad de los patrones en cada conjunto pertenece a SD-1 y la otra mitad a
SD-3. Originalmente NIST determiné a SD-3 como su conjunto de entrenamiento y a SD-1
como su conjunto de prueba. Pero SD-3 es mucho més clara y facil de reconocer, debido a
que proviene de empleados del Census Bureau (Bur6 de Censos), y SD-1 proviene de
estudiantes de preparatoria. Actualmente existe una versién actualizada de NIST llamada
NIST Special Database 19, que contiene caracteres y otras formas escritas a mano.

Para nuestros experimentos se utilizaron muestras de MNIST obtenidas de la pagina web de
Yann LeCun [LeC99], cuyo conjunto de entrenamiento estd compuesto por 30,000
muestras de SD-3 y 30,000 de SD-1, y cuyo conjunto de entrenamiento consta de 35,000

muestras de SD-3 y 5,000 de SD-1.
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