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1 Introducci�on

1.1 Probabilidad y estad��stica

En la naturaleza y dada la posici�on como observador de la misma que tiene el ser humano,

existen fen�omenos que se llaman aleatorios. El que sean aleatorios, signi�ca simplemente

que no es posible predecir con entera exactitud sus resultados. Debemos notar que el que

un fen�omeno sea aleatorio no necesariamente es una propiedad del fen�omeno mismo, sino

de la posici�on relativa del observador. Por ejemplo, el fen�omeno llamado eclipse solar ha

dejado de ser aleatorio porque con leyes de mec�anica celeste hoy d��a se le puede predecir

con entera certeza; pero para alguien quien no conoce de mec�anica celeste, el eclipse solar

es esencialmente un fen�omeno aleatorio. Los n�umeros aleatorios generados por una com-

putadora en el fondo no son aleatorios, porque se producen con una funci�on recursiva. Pero

al no conocer expl��citamente dicha funci�on recursiva, s�� resultan aleatorios en el sentido de

que no podemos predecir la secuencia, y se usan en los programas de c�omputo para simular

fen�omenos aleatorios.

Ante la presencia de un fen�omeno aleatorio, hay dos actitudes posibles que podr��amos

tomar:

1) Resignarse (\no hay nada qu�e yo pueda hacer al respecto").

2) Reconocer que la aleatoriedad est�a presente, enfrentarla, y proceder a cuanti�carla.

La actitud 1) es pasiva, y de tono conformista; mientras que 2) es una actitud proactiva,

realista, y cient���ca.

En este curso veremos que la actitud (2) se aborda matem�aticamente a trav�es de una

abstracci�on llamada modelo de probabilidad (
; A; P ) donde 
 representa los resultados

posibles del fen�omeno aleatorio, A representa un sistema de subconjuntos de 
 llamados

eventos cuyo azar es de inter�es cuanti�car, y P : A ! R es la funci�on que asigna magnitud

a cada evento. Se hablar�a entonces de P (A), 8A 2 A: La funci�on P recibir�a el nombre de

medida de probabilidad.

Este modelo de probabilidad realiza todo lo que un mortal puede hacer con respecto a

un fen�omeno aleatorio, es decir, permite cuanti�car la incertidumbre a trav�es de la especi�-

caci�on de probabilidades a los eventos. Todo lo dem�as|es decir, la predicci�on del resultado
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espec���co de un fen�omeno aleatorio|es obra de profetas, adivinos, o divinidades supremas.

En el momento de que un fen�omeno sea predecible, deja de ser relevante el concepto de

modelo de probabilidad (o por lo menos, �util), ya que el fen�omeno deja de ser aleatorio por

de�nici�on.

La teor��a de probabilidad tiene por objeto estudiar las propiedades del modelo (
; A; P ):

Por ejemplo, si se conoce el valor de P (A) para ciertos tipos de eventos A, el inter�es puede

radicar en deducir o calcular el valor de P (B) para eventos que son de estructura m�as com-

pleja que los A: En teor��a de probabilidad, la medida P es especi�cada en forma general,

y se buscan propiedades matem�aticas del objeto (
; A; P ): Como veremos m�as adelante,

la estad��stica m�as bien tiene que ver con preguntarse cu�al (
; A; P ) es la apropiada para

una situaci�on pr�actica dada, cuando se tiene acceso a la observaci�on de una realizaci�on del

fen�omeno aleatorio bajo estudio.

En ocasiones es posible que ante un fen�omeno aleatorio, el objeto (
; A; P ) sea sus-

ceptible de ser especi�cado desde un principio (ejemplo: lanzamiento de una moneda o

lanzamiento de un dado perfectamente balanceado). En tales casos la estad��stica propia-

mente dicha no es necesaria para investigar la naturaleza de (
; A; P ). Simplemente se

procede a utilizar matem�aticamente el modelo de probabilidad, us�andolo para cuanti�car la

ocurrencia de los eventos (ejemplo: probabilidad de lanzar dos �aguilas seguidas, etc.). Pero

en otras ocasiones, la naturaleza adecuada del objeto (
; A; P ) para un fen�omeno aleatorio,

y muy particularmente, la medida de probabilidad P , no es muy clara a priori. Es en estos

casos en los que la estad��stica cumple su funci�on, y para ello se basa en el precepto de que es

posible obtener observaciones del fen�omeno aleatorio para tratar de inferir las propiedades

de P: En este sentido, la disciplina llamada estad��stica tiene inherente el concepto de obser-

vaciones del fen�omeno aleatorio (datos), mientras que en probabilidad, por su naturaleza,

las observaciones mismas no son parte inherente de la teor��a.

Si no hay posibilidad de hacer observaciones emp��ricas del fen�omeno aleatorio, y no se

conoce P expl��citamente, entonces no puede hacerse estad��stica, y dotados con teor��a de

probabilidad �unicamente, s�olo estar��amos capacitados para hacer aseveraciones del tipo \si

la medida de probabilidad fuera P , entonces la probabilidad de que ocurra el evento A es

...".
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Ejemplo 1.1 Supongamos que una urna contiene 5 bolas, de colores blanco y

negro. Supongamos que el evento de inter�es es \obtener una bola negra al azar".

Para explicar la diferencia entre razonamiento de probabilidad y de estad��stica,

pensemos en las siguientes dos situaciones. En la primera situaci�on se sabe que

hay 3 bolas blancas y 2 bolas negras. La pregunta que aborda la teor��a de

probabilidad es >cu�al es la probabilidad de obtener una bola negra? Para ello,

calcula la probabilidad de obtener una bola negra, que es 2/5. En la segunda

situaci�on, no se sabe la composici�on de colores dentro de la urna. Supongamos

que al tomar una bola al azar de la urna se obtiene una bola negra. Entonces la

pregunta es >cu�antas bolas negras habr�a en la urna dado que observ�e una bola

negra? Esta segunda pregunta es muy diferente. Mientras que la respuesta a la

primera pregunta es 2/5 sin lugar a dudas, la respuesta a la segunda pregunta

implica incertidumbre, ya que hay varias con�guraciones de urnas que pudieran

haber dado como resultado haber observado una bola negra. Es por esta raz�on

que en la primera situaci�on se habla de un razonamiento deductivo, mientras que

en la segunda se habla de un razonamiento inferencial.

1.2 Ejemplos de inferencia estad��stica

1. Una urna contiene 10,000 bolas, de las cuales algunas son negras y otras son blancas.

La pregunta es: >Cu�antas de las bolas son negras? Existe una manera de averiguar la

respuesta a esta pregunta, de tal manera que se pueda �esta contestar absolutamente

sin error. Esta manera es contarlas. Otra manera de contestar la pregunta, aunque

sea en forma incierta, es mediante la selecci�on al azar de un n�umero de bolas, digamos

n = 10, y seg�un el resultado, inferir cu�al es la composici�on de la totalidad de la urna.

Esto se llama procedimiento de muestreo, y permite contestar la pregunta concediendo

cierta incertidumbre, pero analizando s�olo una muestra del total de bolas. Al cambiar

la urna de pelotas por una poblaci�on de individuos, obtenemos una situaci�on an�aloga

a la de indagar acerca de alguna caracter��stica de los individuos por medio de una

encuesta. Al cambiar la urna de pelotas por un lote de producci�on en una f�abrica,
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obtenemos una situaci�on an�aloga a la de examinar al azar una muestra de art��culos

fabricados con el �n de determinar la calidad del lote producido.

2. Una extensi�on de tierra en la que se sospecha contaminaci�on por metales pesados, se

estudia con el objeto de cuanti�car la magnitud de la contaminaci�on. Sobre una ret��cula

regular de 10 � 10 puntos con separaci�on de 50m se realizan mediciones (altamente

costosas) de concentraci�on de metales pesados sobre muestras de suelo. La pregunta

es: >Cu�al es la concentraci�on de metales pesados en un punto intermedio entre puntos

muestreados? Existe una manera de averiguar la respuesta a esta pregunta, de tal

manera que se pueda �esta contestar absolutamente sin error. Esta manera es medir

sobre el punto en cuesti�on. Otra manera de contestar la pregunta, es utilizar las

mediciones obtenidas sobre la ret��cula para inferir el valor que ha de tener en el punto

intermedio. La respuesta obtenida por este segundo medio, es susceptible de contener

error. La rama de la estad��stica que aborda este tipo de problemas es conocida como

estad��stica espacial.

3. Un medicamento de reciente desarrollo se desea contrastar contra el mejor tratamiento

alternativo. La pregunta es: >El nuevo medicamento es mejor que el anterior? En

este caso puede o no ser practicable un procedimiento para contestar la pregunta sin

error. Por ejemplo, si se trata de una afecci�on dermatol�ogica, puede pensarse en com-

parar ambos medicamentos con sujetos de prueba, pero si se trata de una enfermedad

terminal, no existir��a la posibilidad. A�un as��, no ser�a practicable experimentar con

la poblaci�on entera de seres humanos, por lo que necesariamente deber�a contemplarse

una muestra. La respuesta a la pregunta conlleva de manera obligatoria alg�un grado

de incertidumbre.

4. >Cu�al ser�a la paridad del Peso Mexicano para el d��a 1 de enero del a~no pr�oximo? Una

forma de contestar con entera certeza la pregunta anterior es esperarse a que suceda el

d��a 1 de enero en cuesti�on y observar entonces la paridad. Sin embargo, esta soluci�on

no es aceptable para aquellas instancias en las que sea necesario realizar una planeaci�on

futura o bien realizar alg�un tipo de pron�ostico para tomar una decisi�on. En este caso,

es intenta contestar la pregunta bajo condiciones de incertidumbre, lo cual se basa
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en el an�alisis de observaciones de la paridad, y la determinaci�on de su relaci�on con

otras variables econ�omicas y pol��ticas. La observaci�on hist�orica constituye la fuente de

datos, y puede considerarse una observaci�on muestral del fen�omeno de inter�es.

>Qu�e tienen en com�un estos ejemplos?

a) Que todos de ellos contienen una noci�on de incertidumbre, en el sentido de que la respuesta

a la pregunta original por v��a de an�alisis de unas cuantas observaciones del fen�omeno

conlleva naturalmente la posibilidad de ser imprecisa.

b) Que est�a presente el concepto de azar, en el sentido que la recolecci�on de datos da lugar

a una observaci�on de un fen�omeno aleatorio. Y si se trata de un fen�omeno aleatorio,

entonces es representable matem�aticamente mediante un modelo de probabilidad.

c) Tambi�en tienen en com�un estos ejemplos, la noci�on de una poblaci�on total acerca de

la cual es formulada alguna pregunta de inter�es, y que por circunstancias diversas, la

metodolog��a que conduce a la obtenci�on de la respuesta exacta a dicha pregunta formu-

lada es una cuesti�on imposible de realizar, sea por impedimentos f��sicos, o econ�omicos.

Una soluci�on basada en el concepto de muestreo, si bien es imprecisa, por lo menos

proporciona una soluci�on que es viable, y en muchas ocasiones, no s�olo es viable sino que

es la �unica posible. Como veremos a lo largo del curso, la estad��stica matem�atica se utiliza

para cuanti�car la imprecisi�on en la que se incurre cuando se utiliza un m�etodo basado en

muestreo u observaci�on incidental de realizaciones de un fen�omeno aleatorio, para obtener

respuestas.

1.3 Modelaci�on matem�atica

El objetivo de un modelo matem�atico es representar alguna faceta de la realidad a trav�es

de una abstracci�on. Un modelo permite manipular arti�cialmente aspectos de la realidad,

con el objeto de obtener respuestas. En una aplicaci�on de matem�aticas, existen pues, dos

mundos: el de la realidad, y el del modelo matem�atico que lo representa. En el mundo

real t��picamente existe formulada alguna pregunta de inter�es. Si la respuesta a la pregunta
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Figura 1: Representaci�on esquem�atica de modelos matem�aticos y su relaci�on con un

fen�omeno de inter�es.

puede obtenerse manipulando la realidad, entonces no es �util ni necesario el concepto de

un modelo matem�atico. Con un modelo matem�atico, podemos estudiar la realidad con una

representaci�on abstracta. En la medida en que el modelo matem�atico represente adecuada-

mente a la realidad, las respuestas que obtengamos con el modelo matem�atico ser�an tambi�en

apegadas a la realidad, y por lo tanto, �utiles.

La contrastaci�on entre el modelo matem�atico y la realidad recibe el nombre de validaci�on.

Algunos modelos matem�aticos requieren de muy poca validaci�on, porque la identi�caci�on

entre realidad y modelo es muy clara. Pero otros modelos requieren de validaci�on m�as

cuidadosa y elaborada. En particular, en los modelos estad��sticos y probabil��sticos, siendo

el objeto de estudio el concepto de aleatoriedad, las nociones de validaci�on se concentran en

aspectos de aleatoriedad, o variaci�on de un fen�omeno aleatorio.

Para obtener una respuesta usando un modelo matem�atico se recorre la siguiente cadena

de eslabones (ver Figura 1): se representa la realidad con un modelo matem�atico; se identi�ca

la pregunta de inter�es en la realidad con una formulaci�on que la representa en el modelo
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matem�atico; se manipula el modelo matem�atico para obtener una respuesta; se identi�ca la

respuesta obtenida con la realidad.

El aspecto de la realidad que es de inter�es modelar en este curso es el aleatorio. Es decir,

lo que nos va a interesar es estudiar modelos matem�aticos cuyo objeto es describir la aleato-

riedad de un fen�omeno. En otras ramas de la matem�atica, los aspectos de la realidad pueden

ser otros, para lo cual se desarrollan modelos espec���cos para cada �n. Cabe mencionar

que un modelo matem�atico de un fen�omeno complejo puede contener a la vez componentes

de varias disciplinas matem�aticas. Por ejemplo, en un modelo matem�atico que explique el

crecimiento de cierto organismo biol�ogico, puede involucrarse una componente matem�atica

derivada de teor��a de ecuaciones diferenciales, y para explicar la variaci�on natural observada

en la naturaleza, podr��a involucrarse tambi�en un modelo probabil��stico.

1.4 Ejemplos de modelaci�on matem�atica

1. Un ejercicio t��pico que se emplea para ilustrar trigonometr��a es calcular la altura de

un �arbol (o de un asta bandera) mediante la medici�on del �angulo que se forma entre la

punta del �arbol y un punto �jo sobre el suelo, situado a distancia conocida de su base.

La realidad es el �arbol, la pregunta de inter�es es su altura, y el modelo matem�atico

consiste de un tri�angulo rect�angulo. La manipulaci�on del modelo matem�atico con-

siste en realizar c�alculos que aprovechan propiedades matem�aticas de los tri�angulos

rect�angulos. La identi�caci�on entre realidad y modelos es muy sencilla: uno de los

catetos del trin�angulo es la altura del �arbol. Una vez calculada una respuesta (la longi-

tud desconocida del cateto correspondiente usando resultados de trigonometr��a), una

simple identi�caci�on trans�ere la respuesta obtenida a la realidad. En este caso, la

validaci�on es muy directa, pues basta notar que si el suelo es horizontal y el �arbol crece

siguiendo una vertical, que en efecto se forma un tri�angulo rect�angulo. El hecho de

recurrir a un modelo matem�atico (trigonometr��a, en este caso), evita la obtenci�on de

la respuesta en el �ambito del mundo real, es decir, evita recurrir a la medici�on directa

de la altura del �arbol.

2. El sencillo acto de calcular el n�umero de metros cuadrados de piso que deben adquirirse
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para instalar en una habitaci�on, constituye un ejemplo de un modelo matem�atico. En

efecto, el modelo matem�atico es un rect�angulo, y la respuesta se obtiene calculando

su �area. No es necesario manipular a la realidad misma (es decir, la habitaci�on) para

obtener la respuesta. Con�amos en la respuesta que da un modelo matem�atico, porque

hacemos de hecho una validaci�on implicita: veri�car si la forma de la habitaci�on es

rectangular o no.

3. En un proceso industrial de producci�on, habr�a algunas caracter��sticas del producto

terminado que dependen de variables durante la fabricaci�on. Por ejemplo, las carac-

ter��sticas metal�urgicas y f��sicas de un acero dependen de temperaturas, de tipos de

procesos, de proporciones de mezcla, y otros factores diversos. Una problema natu-

ral en este tipo de proceso industrial es saber los mejores niveles en los que conviene

�jar las variables de producci�on para provocar alguna caracter��stica espec���ca en el

producto terminado (por ejemplo, m�axima resistencia). Si el n�umero de factores es

peque~no, es concebible que por experimentaci�on y un procedimiento de ensayo-error,

puede investigarse la respuesta a esta pregunta. Sin embargo, si el n�umero de factores

es sustancial, un procedimiento experimental exhaustivo puede bien no ser factible.

En este caso un modelo matem�atico que logre representar la relaci�on entre la carac-

ter��stica de inter�es y los factores de fabricaci�on, ser��a muy valioso para investigar cu�al

es la combinaci�on �optima. Este es un ejemplo de un modelo matem�atico usado para

�nes de optimizaci�on.

4. Otro uso com�un que tiene un modelo matem�atico es para abordar preguntas del tipo

>qu�e pasar��a si?. Ejemplos de actualidad y alta complejidad radican en medio ambiente

y climatolog��a (>que pasar��a con los casquetes polares si los niveles de bi�oxido de

carbono exceden cierto nivel?), biologn��a (>qu�e pasar��a con una especie vegetal si sucede

un cambio clim�atico en t�erminos de temperatura y precipitaci�on?), o ingenier��a (>qu�e

pasar��a si a un edi�cio lo golpearan rachas de viento de 80 km/hora?). Es claro que en

ninguna de estas situaciones puede realizarse f��sicamente el experimento en escala real.

As��, para contestar este tipo de preguntas es necesario recurrir a modelos matem�aticos.
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1.5 \Regularidad estad��stica"

>La aleatoriedad tiene alg�un aspecto que sea susceptible de modelarse matem�aticamente?

La respuesta es que s��. Cuando hablamos en sentido coloquial con la palabra aleatoriedad o

azar, puede sugerirse que por tratarse de algo impredecible, que entonces no hay nada que

pueda hacerse matem�aticamente. Sin embargo, existe una caracter��stica de los fen�omenos

al azar que se presta a ser considerada con modelos matem�aticos. Esta caracter��stica se ha

tratado de describir en t�erminos generales, como regularidad estad��stica. Para ilustrar el

concepto de regularidad estad��stica, consideremos los siguientes ejemplos.

1. Supongamos que un grupo de 40 alumnos se divide en dos partes iguales. Al primer

grupo se le asignar�a de tarea realizar 200 lanzamientos de una moneda y de registrar

en una hoja de papel la serie completa de ocurrencias de \�aguila" y \sol". Al segundo

grupo de alumnos se le asigna de tarea \inventarse" la serie de 200 lanzamientos de

una moneda, y registar asimismo la serie en una hoja de papel. Al d��a siguiente, el

profesor de estad��stica toma los 40 resultados, y tras breve an�alisis logra discernir entre

quienes lanzaron una moneda de verdad y quienes inventaron los lanzamientos, con una

efectividad de cerca de 98n%. (es decir, que el profesor se equivoca aproximadamente

en uno o dos alumnos). Este ejemplo demuestra que el azar leg��timo tiene alguna

peculiaridad que al segundo grupo de alumnos le resulta muy dif��cil de imitar.

2. La \Tabla de Galton" . Se trata de un dispositivo f��sico (que muchos museos de divul-

gaci�on de ciencia exhiben f��sicamente), consistente en un sistema reticulado de pernos

dispuestos de forma triangular, a trav�es del cual se dejan caer pelotas o balines. Las

pelotas van descendiendo y cuando chocan contra un perno, toman direcciones al azar

hacia la izquierda o la derecha. En la parte inferior hay un sistema de compartimien-

tos que van recolectando las pelotas cuando �estas terminan su recorrido. Cuando un

n�umero grande de pelotas se deja caer por este aparato, los n�umeros recolectados en los

compartimientos van conformando una distribuci�on, invariablemente de forma acam-

panada (los museos usan la Tabla de Galton para ilustrar el concepto de distribuci�on

normal). El modelo matem�atico que explica esta distribuci�on predice una distribuci�on

binomial y aproximadamente normal, y el hecho que invariablemente se obtiene esta
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Figura 2:

distribuci�on cuando se repite el experimento es la regularidad estad��stica. Si bien es

cierto que es dif��cil predecir en cu�al compartimiento caer�a una pelota en particular,

algo que por regularidad estad��stica s�� es f�acil predecir es la forma que constituir�a un

gran n�umero de pelotas. 1

Notemos que los ejemplos anteriores, lo que demuestran es que existe una caracter��stica

del azar que la delata. Esta caracter��stica es la que se presta a ser modelada matem�aticamente,

y aquella caracter��stica del azar que la delata radica en el concepto de probabilidad. Es decir,

el azar no es tan azaroso como uno pudiera inicialmente creer. A pesar de que azar signi�ca

por de�nici�on que no lo puedo predecir, s�� existe \algo" del azar que puede cuanti�carse, e

inclusive predecirse. Este \algo" es lo que se intenta describir por \regularidad estad��stica".

El objetivo del presente curso es proporcionar una introducci�on a dos disciplinas que se

relacionan ��ntimamente: probabilidad y estad��stica. En programas convencionales, es usual

que primero se abarque por completo aquella disciplina llamada probabilidad, y s�olo hasta

tenerla completamente desarrollada, se contemplan nociones de inferencia estad��stica. La

�losof��a durante el presente curso ser�a distinguir desde un principio la diferencia entre un

problema probabil��stico y un problema estad��stico, as�� como cubrir algunas nociones b�asicas

de los modelos matem�aticos que se emplean para resolver estos dos tipos de problemas.

1Este es el fen�omeno de indagaci�on por encuesta de una poblaci�on de individuos: si bien es dif��cil predecir

la respuesta de un individuo en particular, con base en una encuesta realizada a un gran n�umero de individuos,

s�� podemos hacer una predicci�on acerca del comportamiento global.
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Es decir, este curso de hecho consiste de una introducci�on a dos cursos subsecuentes:

teor��a de probabilidad, y teor��a de inferencia estad��stica. A lo largo del curso se enunciar�an

algunos resultados matem�aticos importantes, aunque no siempre se demostrar�an. En los

cursos subsecuentes que se mencionan, se profundizar�a con mayor rigor en los temas ex-

puestos aqu��, incluyendo la demostraci�on de varios resultados que requieren del concurso de

otros conceptos de matem�aticas generales. El �enfasis aqu�� es avanzar en las introducciones

de ambos cursos, con el �n de proporcionar una visi�on integral alrededor de la interrelaci�on

que existe entre ambos temas|probabilidad y estad��stica|as�� como con otras ramas de la

matem�atica que se cultivar�an durante la carrera de licenciatura en matem�aticas.

1.6 Ejercicios

1. Describa ejemplos de fen�omenos aleatorios que se suscitan en las siguientes disciplinas:

medicina, ingenier��a civil, biolog��a, contabilidad, econom��a, pol��tica, f��sica, y meteo-

rolog��a.

2. Programe una simulaci�on de lanzamientos de moneda en la computadora. Por medio

de repeticiones, obtenga la probabilidad de que en 200 lanzamientos, ocurra por lo

menos una corrida de 7 soles o 7 �aguilas.

3. Consiga un simulador del experimento de la Tabla de Galton. Un ejemplo est�a dado

en http://www.math.uah.edu/stat/applets/GaltonBoardExperiment.xhtml). Realice

experimentos diversos cambiando el n�umero de pelotas, as�� como la probabilidad de un

rebote a la derecha en cada perno, para observar el fen�omeno de regularidad estad��stica.
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2 Modelos de probabilidad

En este cap��tulo se de�nir�an los ingredientes de un modelo de probabilidad. En el Cap��tulo

3 se dar�an herramientas para especi�car ciertos modelos de probabilidad en algunos casos

especiales, y en el Cap��tulo 4 se estudiar�an propiedades matem�aticas de los modelos de

probabilidad en general. En lo que sigue, se presuponen conocidos conceptos elementales y

la notaci�on empleada en teor��a de conjuntos, como ser��an uni�on, intersecci�on, complementos,

etc.

2.1 Espacio muestral

De�nicin 2.1 (Experimento) Un experimento es el proceso de observar una realizaci�on

de un fen�omeno aleatorio.

De�nicin 2.2 (Espacio muestral) Se llama espacio muestral, al conjunto formado por

todos los resultados posibles de un experimento. Denotaremos al espacio muestral por 
.

Ejemplo 2.2 Lanzar una moneda. El espacio muestral consiste de dos resultados,

que pueden denominarse \�aguila" y \sol". Por lo tanto, un espacio muestral

para representar este experimento es 
 = fa; sg, donde a representa �aguila y s

representa sol.

Ejemplo 2.3 Lanzar un dado. Un espacio muestral es 
 = f1; 2; 3; 4; 5; 6g, donde

cada n�umero representa el n�umero de puntos que muestra la cara superior del

dado.

Ejemplo 2.4 Lanzar moneda hasta que aparezca un sol. Un espacio muestral

es 
 = f1; 2; 3; 4; 5; 6; : : :g. Cada entero representa el n�umero de veces que es
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necesario lanzar la moneda para que aparezca el sol. Tambi�en podr��amos usar


 = fs; as; aas; aaas; : : :g, siendo obvio que es m�as compacta la primera opci�on.

En este ejemplo, el espacio muestral es in�nito, numerable. Note que en este es-

pacio muestral existen resultados que son sumamente improbables. Por ejemplo,

tener que lanzar la moneda tres millones de veces para obtener el sol, es posible,

aunque muy improbable.

Ejemplo 2.5 Distancia recorrida por un autom�ovil con un litro de gasolina.

En este caso, el resultado del experimento es una distancia, y una distancia

puede tomar valores sobre un continuo. El espacio muestral puede tomarse como


 = [0;1). Este es un ejemplo de un espacio muestral no numerable.

Ejemplo 2.6 Un mismo experimento puede tener dos o m�as espacios muestrales.

Hablamos de \un" espacio muestral en lugar de \el" espacio muestral, porque la

elecci�on de espacio muestral puede no ser �unica. Por ejemplo, si el experimento

es lanzar una moneda, alguien podr��a proponer el espacio muestral 
 = fa; s; cg,

donde c representa caer de canto. La especi�caci�on de un espacio muestral, es de

hecho, el primer acto de modelaci�on de un fen�omeno aleatorio. Esto es, el espacio

muestral es una abstracci�on matem�atica que hacemos respecto a un fen�omeno

aleatorio, con �nes de sentar una base para modelarlo matem�aticamente. Desde

el punto de vista de taxonom��a matem�atica, un espacio muestral es simplemente

un conjunto en abstracto.

Ejemplo 2.7 Una se~nal de radio se recibe durante dos segundos. Este experi-

mento consiste de observar una funci�on del tiempo. Los posibles resultados son

funciones sobre el intervalo de tiempo [0; 2]. El espacio muestral 
 para este

experimento es un conjunto de funciones sobre [0; 2].
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Ejemplo 2.8 El experimento es observar el estado del tiempo del d��a de ma~nana.

Es espacio muestral es el conjunto de todos las posibles maneras en que pueda

suceder el estado del tiempo de ma~nana. Este conjunto es sumamente complejo, y

de hecho, resulta muy dif��cil describirlo. En �el se encuentra una cantidad in�nita

de posibilidades, y cada una de �estas es dif��cil de describir con exactitud. Ahora

bien, si el experimento consistiera en observar si ma~nana llueve o no, entonces el

espacio muestral es sencillo: fllueve; no llueveg.

2.2 �-�algebras

De�nicin 2.3 (Clase de subconjuntos) Sea 
 un espacio muestral arbitrario. Cual-

quier conjunto de subconjuntos de 
 recibe el nombre de clase. Una clase es entonces un

conjunto de subconjuntos. Las clases usualmente se denotan con s��mbolos caligr�a�cos, como

A;B; C;D; etc. para enfatizar que son conjuntos cuyos elementos son conjuntos, los cuales

son denotados por A;B;C;D; etc.

Ejemplo 2.9 Si 
 = f1; 2; 3; 4g, las siguientes son ejemplos de clases de subcon-

juntos de 
: ff1g; f1; 2g; f3gg, ff1; 2g; f4g; ;g, f;g, y ff1; 2; 3; 4gg. Note que

f;g 6= ; y que f
g 6= 
.

De�nicin 2.4 (Complemento) Si 
 es un espacio muestral, y A un subconjunto de 
,

llamamos complemento de A al conjunto 
 � A. El complemento de A ser�a denotado por

AC .

De�nicin 2.5 (Clase potencia) Sea 
 un espacio muestral. El conjunto potencia, o la

clase potencia de 
, consiste de todos los subconjuntos de 
 (incluyendo 
 mismo, as�� como

el vac��o, ;). La clase potencia de 
 se denota por 2
.

De�nicin 2.6 (�-�algebra) Una clase A de subconjuntos de 
 se dice ser una �-�algebra, si

se cumplen las siguientes tres condiciones: (i) 
 2 A, (ii) A 2 A ) AC 2 A, y (iii) Ai 2 A,
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i = 1; 2; 3; : : :) [1i=1Ai 2 A.

Proposicin 2.1 Si A es una �-�algebra, entonces ; 2 A.

Demostracin: Ejercicio.

Ejemplo 2.10 Si 
 = f1; 2; 3; 4g, la clase ff1g; f2gg no es una �-�algebra, mien-

tras que la clase ff1g; f2; 3; 4g; f1; 2; 3; 4g; ;g s�� lo es. En este caso, 2
 = ff1g;

f2g; f3g; f4g; f1; 2g; f1; 3g; f1; 4g; f2; 3g; f2; 4g; f3; 4g; f1; 2; 3g; f1; 2; 4g; f1; 3; 4g; f2; 3; 4g;

f1; 2; 3; 4g; ;g. Note de paso que la clase potencia contiene 16 = 24 elementos.

Proposicin 2.2 Si A1; A2; : : : 2 A, y A es una �-�algebra, entonces

(a) [ni=1Ai 2 A, 8n;

(b) \ni=1Ai 2 A, 8n; y

(c) \1i=1Ai 2 A:

Demostracin: Ejercicio.

Como consecuencia de esta proposici�on, se concluye que una �-�algebra es cerrada bajo

todas las operaciones ordinarias �nitas y numerables de teor��a de conjuntos.

Ejemplo 2.11 En teor��a de conjuntos, la diferencia sim�etrica entre dos conjuntos

A y B se de�ne como A M B = (A[B)� (A\B). Si A;B 2 A y A es �-�algebra,
entonces A M B 2 A.

>Cu�antos elementos contiene una �-�algebra? La respuesta a esta pregunta es que hay dos

extremos: o contiene un n�umero �nito de elementos, o bien tiene por lo menos la cardinalidad

del continuo, como lo asevera el siguiente resultado.

Proposicin 2.3 La cardinalidad de una �-�algebra es �nita, o tiene por lo menos la cardi-

nalidad del continuo.
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Esto quiz�as explique la raz�on por la cual el estudio de la teor��a de probabilidad se polariza

hacia dos extremos contrastantes: O bien se estudia probabilidad s�olo sobre �-�algebras

�nitas, o bien se estudia probabilidad sobre �-�algebras in�nitas (que necesariamente son

entonces no-numerables). Como podr��a esperarse, el primer caso puede hacerse con relativa

facilidad, sin que sea necesario invocar resultados profundos de matem�aticas, mientras que

para el segundo caso se requiere de herramientas m�as so�sticadas.

Correspondientemente, existen entonces dos estrategias para abordar el estudio de la

teor��a de probabilidad. La primera es posponer el estudio formal de teor��a de probabilidad

por completo, hasta un momento en que se cuente con herramienta matem�atica necesaria

para considerar de una vez los casos m�as elaborados. La segunda estrategia es estudiar

�unica y exclusivamente probabilidad sobre �-�algebras �nitas. Un problema con la primera

estrategia es que se pospone innecesariamente el estudio de probabilidad y estad��stica, y

un problema con la segunda es que la teor��a de probabilidad puede aparentar tener mucho

menor alcance del que realmente posee.

Por otra parte, abordar el estudio de la materia llamada estad��stica, tambi�en puede

realizarse con dos mentalidades extremosas: O bien se estudia estad��stica sin hacer alusi�on

a teor��a de probabilidad, o bien se estudia estad��stica tomando en cuenta la infraestructura

que proporciona la probabilidad. El concepto moderno de estad��stica est�a ��ntimamente

ligado al de probabilidad, de modo que un curso de estad��stica que no tiene prerequisitos

de probabilidad es un concepto obsoleto. Muchos cursos de estad��stica en la actualidad,

especialmente los que se usualmente se imparten a nivel preparatoria, todav��a no contienen

un panorama que incluye teor��a de probabilidad, lo cual puede dotar al estudiante de una

visi�on limitada y equivocada acerca de esta disciplina.

Durante este curso procuraremos hacer algo intermedio. Abordaremos de�niciones ge-

nerales de probabilidad. Los casos de �-�algebras �nitas ser�an considerados como ejemplos

importantes, y mantendremos siempre a la vista las di�cultades inherentes en la de�nici�on de

probabilidad sobre espacios m�as generales. Con esto, se espera que al arribar a un curso fu-

turo de probabilidad, ya se haya contado con tiempo para madurar muchos de los conceptos

generales, a la vez que pueden abordarse los problemas de estad��stica de una vez.
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De�nicin 2.7 (�-�algebra generada por una clase) Sea C una clase de subconjuntos

de 
. Llamamos �-�algebra generada por C a una �-�algebra, denotada por �(C), que cumple

lo siguiente: (i) C � �(C), (ii) si A es cualquier otra �-�algebra tal que C � A, entonces

�(C) � A.

Este concepto tiene importancia matem�atica, porque un modelo de probabilidad se cons-

truir�a sobre una �-�algebra generada. El siguiente teorema muestra una manera de construir

�(C). Tamb��en dota de interpretaci�on inmediata a �(C), porque �esta no es m�as que \la

�-�algebra m�as peque~na que contiene a C".

Teorema 2.1 Sea C una clase de subconjuntos de 
. Sea X = fS j S es �-�algebra y C � Sg.

Entonces, �(C) = \S2XS .

De�nicin 2.8 (�-�algebra trivial) A la clase de subconjuntos f
; ;g se le conoce como

�-�algebra trivial.

En teor��a de probabilidad m�as avanzada, el concepto de �-�algebra generada adquirir�a aun

m�as relevancia que la que se alcanzar�a a vislumbrar en este momento. La idea es que para

construir medidas de probabilidad, podr�a usarse como base una clase C de subconjuntos de


 sobre la cual sea relativamente f�acil de�nir probabilidad, para luego proceder a extender

la probabilidad sobre todo �(C).

Por aparte de su relevancia estrictamente matem�atica, podr��amos tambi�en justi�car intui-

tivamente el concepto de �-�algebra generada como sigue: Supongamos que en una aplicaci�on

concreta hemos identi�cado 
, as�� como una colecci�on C de subconjuntos de 
 que es de

inter�es estudiar. Entonces �(C) es la colecci�on de todos los conjuntos que se construyen con

operaciones elementales (uniones, intersecciones, complementaciones) sobre los elementos de

C, y �(C) es tambi�en la m�as chica de las estructuras matem�aticas que contienen a C. Uno

podr��a preguntarse por qu�e no tomamos siempre la �-�algebra 2
, ya que C � 2
. La res-

puesta es que la �-�algebra 2
 es m�as grande de lo que es de inter�es, y ser��a m�as dif��cil de�nir

probabilidad sobre su totalidad.

Ejemplo 2.12 Sea 
 = f1; 2; 3; 4; 5g. Sea C = ff1g; f3gg. Entonces �(C) = f;;
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; f1g; f3g; f2; 3; 4; 5g; f1; 2; 4; 5g; f1; 3g; f2; 4; 5gg. Note que esta �-�algebra tiene

m�as elementos que la trivial, pero menos que 2
.

Ejemplo 2.13 Sea 
 = f1; 2; 3; 4; 5g, y C = ff1g; f2g; f3g; f4g; f5gg. Entonces

�(C) = 2
.

Ejemplo 2.14 Sea 
 = R, y C = f(�1; x] j x 2 Rg. Entonces los siguientes

conjuntos pertenecen todos a �(C) : (�5; 10), (�5; 10], (7;1), f3g, [4; 5].

De�nicin 2.9 (Borelianos) Sea 
 = R, y C = f(�1; x] j x 2 Rg. La �-�algebra de

subconjuntos de R de�nida por B = �(C) se conoce como el conjunto de borelianos.

Existen subconjuntos de R que NO son borelianos, es decir, que B � 2R y la contenci�on

es estricta. Sin embargo, los conjuntos borelianos abarcan intervalos abiertos y cerrados (as��

como sus uniones numerables e intersecciones numerables), del tipo que son t��picamente de

inter�es en aplicaciones (ver Ejercicio 14). De hecho, puede demostrarse que la �-�algebra

generada por los conjuntos abiertos de R tambi�en coincide con B.

De�nicin 2.10 (Evento) Los elementos de una �-�algebra reciben el nombre de eventos.

De�nicin 2.11 (Evento elemental) Un evento elemental es un evento formado por un

solo elemento.

Ejemplo 2.15 
 = f1; 2; 3g, y C = f;;
; f1g; f2; 3gg. El conjunto f1g es evento

bajo la �-�algebra C. El conjunto f2g no es evento. El conjunto f1g es un evento

elemental. El evento f2; 3g no es elemental.
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Note que la de�nici�on de evento depende de cu�al sea la �-�algebra bajo consideraci�on.

Esto es, un conjunto A � 
 puede ser evento bajo una �-�algebra A pero puede no serlo bajo

otra �-�algebra B: La �unica situaci�on en la cual cualquier subconjunto de 
 ser��a evento, es

cuando la �-�algebra en consideraci�on fuera 2
.

Ejemplo 2.16 En el experimento de lanzar una moneda, consideremos 
 =

fa; sg: Los �unicos conjuntos susceptibles de ser eventos son 
, ;, fag, y fbg,

y las �unicas �-�algebras que pueden sustentar estos conjuntos son la trivial y la

potencia.

De�nicin 2.12 (Ocurrir) Sea ! 2 
 el resultado de un experimento. Decimos que un

evento A ocurre, si ! 2 A.

Notemos que un evento AC ocurre si y s�olo si A no ocurre, que el evento A \ B ocurre

si y s�olo si ocurre A o B, y que el evento A \ B ocurre si y s�olo si A y B ocurren al mismo

tiempo.

Los subconjuntos 
 y ; son siempre eventos, sin importar cu�al sea la �-�algebra subyacente.

Se llaman, respectivamente, evento seguro, y evento imposible. Note que 
 siempre ocurre,

y que ; nunca ocurre.

2.3 Medida de probabilidad

De�nicin 2.13 (Eventos ajenos) Dos eventos A y B se dicen ajenos, disjuntos, o mutu-

amente exclusivos, si A \B = ;.

De�nicin 2.14 (Eventos ajenos a pares) Los eventos en una colecci�on A1; A2; : : : se

dicen ser ajenos a pares o mutuamente exclusivos a pares, si se cumple Ai \Ai = ; 8i 6= j.

De�nicin 2.15 (Medida de probabilidad) Sea A una �-�algebra de subconjuntos de


. Una medida de probabilidad es una funci�on P : A ! R que cumple las siguientes
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condiciones: (i) P (
) = 1, (ii) P (A) � 0, 8A 2 A, y (iii) Si A1; A2; : : : son ajenos a pares,

entonces P ([1i=1Ai) =
P1

i=1 P (Ai).

Ejemplo 2.17 Sea 
 = f1; 2; 3g, y A = f;;
; f1g; f2; 3gg: Ahora de�namos la

funci�on P : A !R como en la siguiente tabla:

A P (A)

; 0


 1

f1g 1/3

f2; 3g 2/3

:

La funci�on P es una medida de probabilidad.

Lo anterior corresponde a una especi�caci�on conocida como de�nici�on axiom�atica de

probabilidad. Una probabilidad puede especi�carse como cualquier funci�on que cumpla la

de�nici�on anterior, de manera abstracta e irrespectivamente de alg�un contexto espec���co.

Tambi�en existe una de�nici�on, conocida como de�nici�on cl�asica, o frecuentista de pro-

babilidad, que es la siguiente: Supongamos que un experimento aleatorio espec���co puede

repetirse un n�umero inde�nido de veces, digamos N: Sea A un evento, y de�namos

rN(A) =
# veces que A ocurre

N
:

Entonces la probabilidad de A se de�ne por P (A) = limN!1 rN(A): M�as adelante veremos

que hay una conexi�on entre la probabilidad de�nida axiom�aticamente con esta probabilidad

cl�asica, a trav�es de un resultado llamado la Ley de los Grandes N�umeros. Por el momento

basta notar que sea lo que sea el n�umero P (A), �este tiene la interpretaci�on de que si N es

grande, entonces P (A) es aproximadamente igual a rN(A):

Existen algunas propiedades elementales que pueden deducirse de cualquier medida de

probabilidad, incluyendo que el requerimiento de una medida de probabilidad en cuanto a

uniones numerables de eventos disjuntos a pares, permite tranferir a uniones �nitas.
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Proposicin 2.4 Si P es una medida de probabilidad sobre A entonces P (;) = 0; y si

A1; A2; : : : ; An es una colecci�on �nita de eventos de A disjuntos a pares, entonces P ([ni=1Ai) =Pn
i=1 P (Ai):

Demostracin: Notar que 
 = 
 [ ; [ ; [ : : : :El lado derecho es una uni�on numerable

de eventos en A, y por ser P una medida de probabilidad, se cumple

P (
 [ ; [ ; [ : : :) = P (
) + P (;) + P (;) + : : : :

Como P (
) = 1; y P (;) � 0; necesariamente P (;) = 0: Ahora, notar que [ni=1Ai = A1 [

A2 : : : [ An [ ; [ ; [ : : : ; y que esta uni�on numerable consiste de eventos disjuntos a pares.

Por ser P medida de probabilidad,

P ([ni=1Ai [ ; [ ; [ : : :) =
nX
i=1

P (Ai) + 0 + 0 + : : : =
nX
i=1

P (Ai):

2.4 Espacio de probabilidad

De�nicin 2.16 (Espacio de probabilidad) Llamamos un espacio de probabilidad, o

modelo de probabilidad, a una terna (
; A; P ), donde 
 es un conjunto no vac��o, A es una

�-�algebra de subconjuntos de 
, y P es una medida de probabilidad sobre A.

Con esta de�nici�on, no hemos especi�cado algo inexistente. Los modelos de probabilidad

son los objetos que estudia la teor��a de probabilidad. Por lo pronto, el Ejemplo 2.3 demuestra

que existe por lo menos uno.

Ejemplo 2.18 Para un espacio muestral 
, t�omese A = f
; ;g, y de�na P (
) =

1, P (;) = 0: Se veri�ca queA es �-�algebra y que P es una medida de probabilidad

sobre A. Este (
;A; P ) se llama el espacio de probabilidad trivial.
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Ejemplo 2.19 Sea 
 = f1; 2; 3; 4; 5g, y A = 2
: De�na la funci�on P (A) = #(A)
5
,

8A 2 A. De�na la funci�on Q(A) =

8<: 1 si 1 2 A

0 si 1 =2 A
. Entonces (
;A; P ) y

(
;A; Q) son ambos espacios de probabilidad. Son espacios de probabilidad

distintos porque las medidas P y Q son distintas.

Ejemplo 2.20 Sea 
 = f1; 2; 3; : : :g, y A = 2
. Ahora sea B � 
 un conjunto

�nito, con n elementos. De�na la funci�on P (A) = #(B \ A)=n. Entonces

(
;A; P ) es un espacio de probabilidad.

Ejemplo 2.21 Considere el experimento de observar el n�umero de clientes que

ingresan a un comercio en un intervalo �jo de tiempo, y adopte 
 = f1; 2; 3; : : :g

y A = 2
 para describirlo. Si para un subconjunto A 2 A de�nimos P (A) =P
i2A exp(�1) 1i! ; entonces (
;A; P ) es un espacio de probabilidad.

Finalizamos esta secci�on ilustrando con un ejemplo que los espacios de probabilidad que se

obtienen de considerar espacios muestrales in�nitos, introducen detalles �nos de complejidad.

Ejemplo 2.22 Considere el experimento de observar al azar una funci�on continua

sobre el intervalo [0; 1]. Esta situaci�on surge en problemas de recepci�on de se~nales

anal�ogicas. El espacio muestral 
 es entonces un conjunto de funciones, y los

elementos de A ser��an entonces conjuntos de funciones. Este ejemplo es similar al

anterior en el hecho de que 
 es in�nito, pero su cardinalidad es la del continuo.

A diferencia de dicho ejemplo anterior, en este caso no es f�acil de�nir la medida

de probabilidad P; y menos a�un sobre toda la clase 2
:
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2.5 Ejercicios

1. Encontrar operaciones de teor��a de conjuntos entre los eventos A;B y C que denoten

que:

(a) solamente ocurre A:

(b) los tres eventos ocurren.

(c) por lo menos dos ocurren.

(d) ocurren dos y no m�as.

(e) no ocurren m�as de dos.

(f) ocurren tanto A como B, pero no C:

(g) ocurre por lo menos uno.

(h) ocurre uno, y no m�as.

(i) no ocurre ninguno.

2. Demuestre que 2
 es una �-�algebra de subconjuntos de 
:

3. Demuestre la Proposici�on 2.1.

4. Demuestre la Proposici�on 2.2.

5. Demuestre que si 
 tiene n elementos, entonces 2
 tiene 2n elementos.

6. Veri�que en la llamada �-�algebra trival, en efecto, es una �-�algebra.

7. SiA y B son �-�algebra de subconjuntos de 
, demuestre queA\B tambi�en es �-�algebra

de subconjuntos de 
.

8. Sea � un conjunto arbitrario de ��ndices. Si 8� 2 �, A� es �-�algebra de subconjuntos

de 
, entonces \�2�A� tambi�en es �-�algebra de subconjuntos de 
.

9.
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(a) Sea A una ���algebra de subconjuntos de 
. Para un evento arbitrario A 2

A de�na la clase siguiente de subconjuntos de 
 : AA = fA \ BjB 2 Ag (es

decir, la clase formada por todas las intersecciones de A con los elementos de A).

Demuestre que AA es ���algebra de subconjuntos de A.

(b) Considere 
 = f1; 2; 3; 4; 5; 6; 7g;

A = f;;
; f1g; f2g; f1; 2g; f2; 3; 4; 5; 6; 7g; f1; 3; 4; 5; 6; 7g; f3; 4; 5; 6; 7gg;

y A = f1; 2g: Demuestre que A es ���algebra de subconjuntos de 
 y encuentre

AA:

10. Demuestre que toda �-�algebra A contiene al conjunto vac��o, ;; y que para toda medida

de probabilidad de�nida sobre A, se cumple P (;) = 0.

11. >Puede haber un modelo de probabilidad en el cual el espacio muestral consiste de un

solo elemento?

12. >Puede haber una �-�algebra que consista de un solo elemento?

13. Demuestra que si A = f
; ;g, entonces existe s�olo una medida de probabilidad posible

sobre A:

14. El claro que cualquier intervalo de la forma (�1; x] pertenece a la �-�algebra de bore-

lianos, B. Tambi�en es claro que R 2 B. Demuestre que cada uno de los siguientes

tipos de conjuntos tambi�en pertencen a B. En lo que sigue, a; b son n�umeros reales

con a < b. Sugerencia: exprese cada tipo de conjunto en t�erminos de complemen-

tos, uniones numerables, intersecciones numerables de conjuntos que son de la forma

(�1; x] para x 2 R o de otros conjuntos que se sepa son elementos de B.

(a) (a;1); un intervalo in�nito abierto por la izquierda.

(b) fag; un conjunto formado por un solo n�umero real.

(c) (�1; a), un intervalo in�nito abierto por la derecha.

(d) (a; b); un intervalo �nito abierto en los dos extremos.
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(e) (a; b]; un intervalo �nito abierto por la izquiera y cerrado por la derecha.

(f) [a; b); un intervalo �nito cerrado por la izquierda y abierto por la derecha.

(g) [a; b]; un intervalo �nito cerrado por los dos extremos.
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3 Espacios muestrales �nitos y numerables

En este cap��tulo estudiaremos espacios de probabilidad para un caso muy particular. Se trata

de aquel en que el espacio muestral, 
, es �nito o numerable. De esta forma, 
 es de la forma

f!1; !2; : : : ; !ng o de la forma f!1; !2; : : :g. No obstante una patente simplicidad en esta

suposici�on, esta situaci�on abarca una grand��sima cantidad de aplicaciones no-elementales

de teor��a de probabilidad. Incluye juegos de azar del casino, y fen�omenos aleatorios en los

cuales el resultado consiste de contar n�umeros de individuos o incidencias que ocurren al

azar. Ejemplos de esto �ultimo son: el n�umero de individuos que hay en una poblaci�on de

animales despu�es de la temporada de reproducci�on, el n�umero de pacientes que se curan tras

un nuevo tratamiento, o el n�umero de part��culas at�omicas emitidas por una fuente radiactiva.

Una vez identi�cado el espacio muestral �nito o numerable congruente con el fen�omeno

bajo estudio, el siguiente paso consiste en especi�car la medida de probabilidad, P: Veremos

que esto se puede lograr asignando al i-�esimo punto del espacio muestral un n�umero real pi;

identi�cado con la probabilidad asociada al resultado i: El conjunto de n�umeros reales fpig

debe cumplir las siguientes propiedades:

i) pi � 0 8 i:

ii) p1 + p2 + � � � = 1:

De�nicin 3.17 (Funci�on indicadora) Sea A � 
 un conjunto arbitrario. Denotamos

por 1A(�) a la funci�on que va de 
! R de�nida por

1A(!) =

8<: 1 si ! 2 A

0 si ! =2 A
:

Esta funci�on recibe el nombre de funci�on indicadora del conjunto A:

3.1 Espacios �nitos

El siguiente resultado provee un m�etodo com�un para de�nir funciones o medidas de proba-

bilidad.
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Teorema 3.1 (Caracterizaci�on de probabilidad en un espacio �nito) Sea 
 = f!1;

: : : ; !ng un espacio muestral con un n�umero �nito de elementos. Sean p1; : : : ; pn n�umeros

reales tales que pi � 0; i = 1; : : : ; n y tales que
Pn

i=1 pi = 1: Entonces,

(a) la funci�on P : 2
 ! R de�nida por P (A) =
Pn

i=1 1A(!i) pi es una medida de probabilidad

sobre 2
;

(b) P (f!ig) = pi, i = 1; : : : ; n, y

(c) si Q es una medida de probabilidad tal que Q(f!ig) = pi; i = 1; : : : ; n, entonces Q(A) =

P (A), 8A 2 2
:

Demostracin: De (a): Por de�nici�on P (
) =
Pn

i=1 1
(!i) pi =
Pn

i=1 pi = 1:

El hecho P (A) � 0 se sigue de que pi � 0; i = 1; : : : ; n:

Si A1; A2; : : : es una sucesi�on de conjuntos disjuntos a pares, notemos que por ser 
 �nito,

existe un ��ndice M tal que An = ;, 8n > M , de tal forma que [1j=1Aj = [Mj=1Aj. Entonces

P ([1j=1Aj) = P ([Mj=1Aj) =
nP
i=1

1[Mj=1Aj(!i) pi =
nP
i=1

MP
j=1

1Aj(!i) pi

=
MP
j=1

nP
i=1

1Aj(!i) pi =
MP
j=1

P (Aj) =
1P
j=1

P (Aj):

Por los resultados anteriores, P es medida de probabilidad sobre 2
:

De (b): P (f!ig) =
Pn

j=1 1f!ig(!j) pj = pi, ya que por de�nici�on de funci�on indicadora

1f!ig(!j) = 1 si i = j y cero en otros casos.

De (c): Para A 2 2
, Q(A) = Q([!i2Af!ig) =
P

!i2AQ(f!ig) =
P

!i2A pi = P (A):

La relevancia de este resultado es la siguiente. Primero, que con la mera especi�caci�on

de los valores pi, se de�ne una medida de probabilidad P sobre todos los conjuntos de 2
:

Esto constituye un ejemplo de especi�caci�on completa de una medida de probabilidad por

medio de relativamente pocos ingredientes (en este caso, los n�umeros p1; : : : ; pn): En segundo

lugar, que la �unica medida de probabilidad sobre la sigma �algebra potencia 2
; que cumple

asignar los valores pi a los eventos elementales f!ig es precisamente, esta medida P (porque

qued�o demostrado que no hay otra). Esto signi�ca que los valores p1; : : : ; pn, adem�as de

especi�car una medida de probabilidad P (parte (a) del teorema), la caracteriza (parte (c)

del teorema), en el sentido de que no hay dos medidas de probabilidad diferentes sobre 2
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que asignen las mismas probabilidades a los eventos f!ig:

Notemos que en el caso de ser 
 �nita, entonces 2
 = �(ff!1g; : : : ; f!ngg) (ejercicio), es

decir, que los eventos f!ig generan 2
. El teorema ha mostrado que en este caso particu-

lar, basta especi�car los valores de una medida de probabilidad P solamente sobre la clase

generadora para de�nir sin ambig�uedad una medida de probabilidad sobre la totalidad de la

clase generada. >Es esto cierto en lo general? Es decir, si una clase G genera a una �-�algebra

A, y dos medidas de probabilidad P y Q cumplen P (G) = Q(G), 8G 2 G, ser�a cierto que

P (A) = Q(A), 8A 2 A? La respuesta en general, es que no. Sin embargo, si la clase G

cumple ciertos requerimientos, la respuesta es que s�� (como se ver�a en un curso de teor��a de

la medida).

Ejemplo 3.23 Si 
 = f0; : : : ; ng, una forma de de�nir la medida de probabilidad

es especi�cando, para un valor �jo de p 2 [0; 1],

px =

�
n

x

�
px(1� p)n�x; x = 0; 1; : : : ; n:

Esto se llama la distribuci�on binomial. Note que se especi�ca por completo una

medida de probabilidad mediante el uso de una f�ormula cerrada, que proporciona

juegos de valores distintos de probabilidad dependiendo del valor de una sola

constante, p: Esto es un ejemplo de un modelo de probabilidad parametrizado

por el valor de p: Despu�es veremos que este modelo de probabilidad surge en

ciertas situaciones en las que se cuentan objetos que cumplen una de dos posibles

caracter��sticas de entre n objetos seleccionados al azar. Por ejemplo, el n�umero de

art��culos defectuosos presentes en un lote de n art��culos fabricados, o el n�umero

de p�aginas con errores tipogr�a�cos en una obra de n p�aginas.

3.1.1 Espacios uniformes

De�nicin 3.18 (Modelo de probabilidad uniforme) Decimos que un modelo de pro-

babilidad con espacio muestral �nito 
 = f!1; : : : ; !ng es uniforme, si la medida de proba-

bilidad cumple P (f!1g) = P (f!2g) = � � � = P (f!ng):
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De�nicin 3.19 (Cardinalidad) Sea B 2 2
 un conjunto arbitrario. Denotamos por #(B)

al n�umero de elementos o eventos elementales en el conjunto B, y lo llamamos la cardinalidad

del conjunto B:

Teorema 3.2 (C�alculo de probabilidades en un modelo uniforme) En un modelo de

probabilidad uniforme, P (f!ig) = 1=n, y

P (A) =
#(A)

#(
)
;

para todo A 2 2
.

Demostracin: Por ser P una medida de probabilidad, debe cumplir que 1 = P (
) =Pn
i=1 P (f!ig); y por ser este uniforme P (f!1g) = � � � = P (f!ng) de donde se concluye que

P (f!ig) = 1=n: Con ello, P (A) = 1
n

Pn
i=1 1A(!i) =

#(A)
n
; donde n = #(
):

Este resultado es el que se invoca, cuando en el lenguaje coloquial oimos decir \hay

1 oportunidad en 10,000 de que suceda". El modelo de probabilidad uniforme, a pesar

de su simplicidad, tiene muchas aplicaciones, siendo quiz�as las m�as populares aquellas que

involucran los juegos de azar. Por ejemplo, la ruleta de casino (balanceada) da lugar a

un modelo de probabilidad uniforme con 38 resultados posibles, o un lanzamiento de un

dado (sin cargar) da lugar a un modelo uniforme con 6 resultados posibles. El lanzamiento

de una moneda balanceda da lugar a dos resultados equiprobables, raz�on por la cual uno,

intuitivamente, responde sin titubear que la probabilidad de que al lanzar una moneda caiga

�aguila es 1/2, quiz�as haciendo uso inconsciente del teorema anterior. Equivalentemente, la

de�nici�on de un espacio muestral uniforme puede formularse en t�erminos de una negaci�on,

es decir, un espacio muestral es uniforme si ninguna de las probabilidades de los eventos

elementales f!ig es diferente a las dem�as. Note que la uniformidad o no uniformidad de una

situaci�on dada, es una propiedad que asumimos como modeladores a �n de obtener alguna

respuesta. Es decir, si la moneda que se va a lanzar ha sido deformada a golpes, el modelo

uniforme no parecer��a ser adecuado, por lo que no ser��a sensato adoptarlo para esa situaci�on.

Ir�onicamente, el resultado anterior es tan intuitivo, que algunas veces se toma equivocada-

mente como la de�nici�on de probabilidad. En efecto, no son pocos los cursos introductorios
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de probabilidad en los cuales se dedica gran cantidad de tiempo y atenci�on a las llamadas

t�ecnicas de conteo, que no son m�as que formas de calcular #(A) y #(
), y el �enfasis parecer��a

implicar que el concepto de probabilidad consiste siempre en calcular el cociente de ambas

cantidades. Coloquialmente, el resultado del teorema se describe como \n�umero de casos

favorables entre n�umero de casos posibles." Es importante se~nalar que los modelos uniformes

no son m�as que un caso muy particular de los modelos de probabilidad en general que han

sido estudiados en el cap��tulo anterior.

3.2 Espacios numerables

Podemos generalizar el caso expuesto para 
 �nito, al caso en que �este sea numerable.

Teorema 3.3 (Caracterizaci�on de probabilidad en un espacio numerable) Sea 
 =

f!1; !2 : : :g un espacio muestral numerable. Sean p1; p2; : : : una secuencia de n�umeros reales

tales que pi � 0; i = 1; 2; : : : y
P1

i=1 pi = 1: Entonces,

(a) la funci�on P : 2
 ! R de�nida por P (A) =
P1

i=1 1A(!i) pi es una medida de probabilidad

sobre 2
;

(b) P (f!ig) = pi, i = 1; 2; : : : y

(c) si Q es una medida de probabilidad tal que Q(f!ig) = pi; i = 1; 2; : : : entonces

Q(A) = P (A), 8A 2 2
:

Demostracin: De (a): P (
) =
P1

i=1 1
(!i) pi =
Pn

i=1 pi = 1: El hecho P (A) � 0 se

sigue de pi � 0: Si A1; A2; : : : es una sucesi�on de conjuntos disjuntos a pares, entonces

P ([1j=1Aj) =
1P
i=1

1[1j=1Aj(!i)pi =
1P
i=1

1P
j=1

1Aj(!i)pi =
1P
j=1

1P
i=1

1Aj(!i)pi =
1P
j=1

P (Aj):

De (b): P (f!ig) =
1P
j=1

1f!ig(!j) pj = pi.

De (c): Para A 2 2
, el cual es un conjunto numerable,

Q(A) = Q([!i2Af!ig) =
X
!i2A

Q(f!ig) =
X
!i2A

pi =

1X
i=1

1A(!i)pi = P (A):
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Observemos que para la demostraci�on de este resultado, se invocan propiedades de se-

ries. Por ejemplo, si los t�erminos de una serie cumplen j aij � j bij y la serie
P1

i=1 j bij es

convergente, entonces la serie
P1

i=1 j aij tambi�en lo es. Estamos usando esto, al notar que

j1A(!i)pij � jpij: Si los t�erminos de una serie cumplen ai � c, entonces
P1

i=1 ai � c: En un

paso de la demostraci�on de la parte (a) tambi�en se est�a invocando un resultado acerca de

series dobles, a saber, que
P1

i=1

P1
j=1 aij =

P1
j=1

P1
i=1 aij, lo cual en particular se cumple

si las series son de t�erminos no-negativos.

Al igual que en el caso �nito, la relevancia de este resultado es que la sucesi�on de n�umeros

pi � 0; i = 1; 2; : : : y tales que
P1

i=1 pi = 1, caracterizan una medida de probabilidad sobre

2
:

Ejemplo 3.24 Suponga que 
 = f0; 1; 2; : : :g: Para una constante �ja p 2 (0; 1],

de�na

pi = p(1� p)i; i = 0; 1; : : : :

Esta secuencia cumple que
P1

i=0 pi = 1, y se llama la distribuci�on geom�etrica

con par�ametro p: M�as adelante veremos que esta asignaci�on de probabilidades

es �util en problemas que tienen que ver con realizar experimentos en los que

pueden ocurrir dos resultados|llamados \�exito" y \fracaso" irrespectivamente de

su connotaci�on| y contar el n�umero de \fracasos" que ocurren antes del primer

\�exito". Por ejemplo, contar el n�umero de veces que un sistema de c�omputo

funcione, antes de que ocurra la primera falla (si falla a la primera, entonces el

n�umero de veces que s�� funcion�o es 0).

Ejemplo 3.25 Suponga que 
 = f0; 1; 2; : : :g: Para una constante �ja � > 0,

de�na

pi = e
���

i

i!
; i = 0; 1; : : : :

Esta secuencia cumple
P1

i=0 pi = 1, y se llama la distribuci�on de Poisson con

par�ametro �: M�as adelante veremos que esta asignaci�on de probabilidades surge
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en problemas que tienen que ver con el conteo del n�umero de incidentes que

ocurren en intervalos de tiempo, de longitud, de super�cie, o de volumen. Por

ejemplo, el n�umero de clientes que arriban a un banco en un intervalo de 10

minutos de duraci�on, el n�umero de grietas en una varilla de acero de longitud L,

el n�umero de tormentas que ocurren al azar en cierta zona de super�cie 100 km2,

o el n�umero de card�umenes que ocurren en un volumen de mar.

En este curso introductorio no se abordar�an espacios muestrales m�as generales, por re-

querirse de herramientas m�as avanzadas de teor��a de medida. En el Cap��tulo 5 s�� se ver�an

algunas maneras de especi�car medidas de probabilidad sobre cierta �-�algebra sobre los

n�umeros reales (la de Borel, es decir, la �-�algebra generada por la clase f(�1; x] j � 1g),

a trav�es de instrumentos llamados distribuciones de probabilidad para variables aleatorias.

Una extensi�on posible, para cursos m�as avanzados es de�nir medidas de probabilidad so-

bre Rn, y otra es de�nirlas sobre espacios muestrales que son funciones. Por ejemplo, la

observaci�on de una se~nal de radio sobre un intervalo de tiempo puede pensarse como la ob-

servaci�on de una funci�on aleatoria del tiempo, especialmente cuando a la se~nal original ha

sido contaminada por ruido aleatorio debido al medio ambiente y a variaciones el�ectricas.

En teor��a de probabilidad, cuando el objeto aleatorio es una funci�on, se habla de una gran

disciplina llamada procesos estoc�asticos.

3.3 Ejercicios

1. Veri�que las siguientes propiedades de la funci�on indicadora:

(a) 1Ac(!) = 1� 1A(!),

(b) Si A1; A2; : : : ; An � 
; entonces 1\ni=1Ai(!) =
Qn
i=1 1Ai(!), y

(c) SiA1; A2; : : : es una sucesi�on de conjuntos disjuntos a pares, entonces 1[1i=1Ai(!) =P1
i=1 1Ai(!):

2. Para cada uno de los siguientes experimentos, describa el espacio muestral:

(a) Contar el n�umero de insectos que se encuentran en una planta.
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(b) Lanzamiento de una moneda cuatro veces.

(c) Medir el tiempo de vida, en horas, de un componente electr�onico.

(d) Registro de pesos de una rata a 10 d��as de haber nacido.

3. Muestre que puede haber dos medidas de probabilidad diferentes P y Q de�nidas sobre

una �-�algebraA, que coinciden sobre una clase G tal queA = �(G): Sugerencia: busque

un contraejemplo basado en un 
 que tenga un n�umero chico de elementos, digamos 3

�o 4.

4. Demuestre que si 
 es �nita, entonces 2
 = �(ff!1g; : : : ; f!ngg):

5. Piense en varios ejemplos reales de experimentos con 
 �nito, que sean uniformes y

otros que no sean uniformes.

6. Muestre que:

(a) Las probabilidades binomiales dadas por px =
�
n
x

�
px(1�p)n�x, en efecto cumplen

que
Pn

x=0 px = 1, para cualquier p 2 [0; 1]:

(b) Las probabilidades geom�etricas dadas por pi = p(1�p)i cumplen que
P1

i=0 pi = 1;

para cualquier p 2 [0; 1]:

(c) Las probabilidades Poisson dadas por pi = e
�� �i

i!
cumplen que

P1
i=0 pi = 1; para

cualquier � > 0:

7. Considere un experimento en el cual un foco es observado hasta que falle, de forma

tal que se reporta el n�umero de horas completas de vida. Asuma que el experimento

no puede continuarse inde�nidamente. Si se termina a las n horas >C�ual es el espacio

muestral?

8. Dos equipos juegan el \mejor de siete series". El juego se detiene inmediatamente

cuando un equipo ha ganado cuatro juegos de los siete. Conteste las siguientes pre-

guntas.

(a) Describa el espacio muestral para este experimento.
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(b) Si los equipos tienen las mismas oportunidades de ganar, >Qu�e probabilidades se

pueden asignar a cada punto del espacio muestral?

(c) >Cu�al es la probabilidad de que exactamente se necesiten 7 juegos para que un

equipo sea el ganador?

9. >Existe una noci�on de un modelo de probabilidad uniforme cuando el espacio muestral

no es �nito sino numerable?

10. Suponga que la probabilidad de que una persona sea zurda es p: Si se eligen tres

personas al azar de manera independiente:

(a) >Cu�al es la probabilidad de que las tres resulten zurdas?

(b) >Cu�al es la probabilidad de que las tres resulten derechas?

(c) >Cu�al es la probabilidad de que por lo menos dos resulten zurdas?

38



4 Propiedades de probabilidad

En el cap��tulo anterior, se de�ni�o el concepto de un modelo de probabilidad (
; A; P );

donde el espacio muestral 
 representa los posibles resultados de un fen�omeno aleatorio,

y la �-�algebra A es un sistema de eventos que contiene a los eventos que puedan ser de

inter�es en una situaci�on determinada. La utilidad de un modelo de probabilidad es poder

cuanti�car la probabilidad para eventos que sean relevantes en una situaci�on pr�actica. Si

pudieran enlistarse exhaustivamente los valores de la medida de probabilidad P (A) para todos

los eventos que pertenecen a A, entonces estar��amos capacitados para contestar cualquier

pregunta en t�erminos de probabilidades de todos los eventos en A: Como vimos, A puede

contener una gran cantidad de eventos, y el modelo de probabilidad se establece en ocasiones

mediante la especi�caci�on de unas pocas probabilidades (por ejemplo, como lo pudimos

hacer en espacios �nitos y numerables). Ahora veremos maneras de deducir la medida de

probabilidad P para m�as y m�as eventos en A, para casos en los que se conozcan valores

de la medida de probabilidad sobre otro juego de eventos. En este cap��tulo se estudiar�an

propiedades generales que tiene cualquier espacio de probabilidad. Constituyen, de hecho,

un conjunto de resultados que permiten el empleo de un modelo de probabilidad para la

obtenci�on de respuestas. Se entiende por una ley de probabilidad, alg�un resultado que

establezca cu�al es la probabilidad de un evento compuesto por otros mediante operaciones

de teor��a de conjuntos, en t�erminos de otras probabilidades relacionadas con los eventos

componentes.

En todo lo que sigue, se supone arbitrario, pero �jo, un espacio de probabilidad (
; A; P ),

y siempre que se hable de experimentos, eventos y de probabilidad, ser�a con respecto a este

espacio. Es importante notar que la totalidad de las propiedades aqu�� mencionadas, se

derivan de las tres propiedades que de�nen una medida de probabilidad general. Es decir,

los resultados de este cap��tulo no dependen de que 
 sea �nito o que sea numerable.

4.1 Leyes elementales

Teorema 4.1 (Ley del complemento) Si P es una medida de probabilidad se tiene que

para todo evento A, P (Ac) = 1� P (A):
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Demostracin: Por ser P medida de probabilidad y por ser A y AC dos eventos disjuntos,

1 = P (
) = P (A [ Ac) = P (A) + P (Ac) ;

lo cual implica que P (Ac) = 1� P (A) :

Teorema 4.2 (Ley aditiva) Si P medida de probabilidad, para dos eventos cualesquiera A

y B, se cumple

(a) P (B \ Ac) = P (B)� P (A \B) :

(b) P (A [B) = P (A) + P (B)� P (A \B) (Ley aditiva):

(c) Si A � B entonces P (A) � P (B).

Demostracin: De (a): Para cualesquiera conjuntos A y B se tiene que B = fB \ Ag [

fB \ Acg ; uni�on de eventos disjuntos. Entonces

P (B) = P (B \ A) + P (B \ Ac) ;

y de aqu�� que P (B \ Ac) = P (B)� P (B \ A) :

De (b): Note que A [B = A [ (B \ Ac) uni�on disjunta, entonces

P (A [B) = P (A [ (B \ Ac)) = P (A) + P (B \ Ac)

= P (A) + P (B)� P (B \ A) :

De (c): Si A � B se tiene que A \B = A; y P (A \B) = P (A) ; y de aqu�� que,

0 � P (B \ Ac) = P (B)� P (B \ A) = P (B)� P (A) ;

de donde P (A) � P (B) :

Para dos eventos A y B que sean ajenos, se cumple P (A [ B) = P (A) + P (B): Esto

puede obtenerse como corolario del teorema anterior, o bien directamente por propiedades

de la medida de probabilidad P:
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Teorema 4.3 (Ley aditiva, general) Para una colecci�on �nita de eventos, A1; : : : ; An se

cumple una generalizaci�on de la ley aditiva, es decir,

P

�
nS
i=1

Ai

�
=

nX
i=1

P (Ai)�
XX

i<j

P (Ai \ Aj) +
X X

i<j<k

X
P (Ai \ Aj \ Ak)

� � � �+ (�1)n+1P (A1 \ A2 \ � � � \ An) :

Ejemplo 4.26 Volaremos todos abordo de un avi�on bimotor. Cada motor tiene

probabilidad 0:01 de fallar.

(a) Suponga que el avi�on es capaz de volar con un solo motor. Encuentre la

probabilidad de un vuelo seguro.

(b) Suponga que el avi�on requiere de ambos motores para volar. Encuentre la

probabilidad de un vuelo seguro.

4.2 Probabilidad condicional

A manera de motivar el concepto de probabilidad condicional, consideremos el modelo de

probabilidad uniforme que se deriva de la selecci�on de una carta en una baraja est�andar de

52 cartas. Supongamos que el evento de inter�es es el siguiente:

A = \seleccionar un coraz�on"

Entonces se calcula P (A) = 13=52 = 1=4:

Ahora supongamos que alguien toma una carta al azar, la mira, y les dice que la carta

es roja. En t�erminos de eventos, lo que les ha dicho entonces esta persona, es que el evento

B = \seleccionar una roja"

acaba de ocurrir. >Dada esta informaci�on, cu�al es ahora la probabilidad de A? Dicha

probabilidad se actualiza a ser 1/2, porque de las rojas, la mitad son corazones.

Supongamos, en cambio, que se les informa que ocurri�o el evento

C = \seleccionar una negra".
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Entonces P (A) se actualiza a ser 0, porque si la carta es negra, entonces no puede ser coraz�on.

Si la informaci�on fuera que ha ocurrido el evento

D = \seleccionar un rey",

la actualizaci�on para P (A) es 1/4, porque hay cuatro reyes de los cuales s�olo uno es coraz�on.

Las probabilidades \actualizadas" se denominan probabilidades condicionales. La no-

taci�on es la siguiente:

P (AjB) = 1=2;

P (AjC) = 0;

P (AjD) = 1=4;

mientras que P (A) = 1=4:

De�nicin 4.20 (Probabilidad condicional) Si A y B son eventos con P (B) > 0, la

probabilidad condicional de A dado B, denotada por P (AjB), se de�ne por

P (AjB) = P (A \B)
P (B)

: (4.1)

Observemos que en el ejemplo anterior acerca de la selecci�on de una carta, se cumple la

de�nici�on anterior, ya que

P (AjB) =
P (A \B)
P (B)

=
13
52
1
2

= 1=2;

P (AjC) =
P (A \ C)
P (C)

=
0
1
2

= 0; y

P (AjD) =
P (A \D)
P (D)

=
1
52
4
52

= 1=4:

La probabilidad condicional induce un espacio de probabilidad a partir del espacio original

(
; A; P ) (ver lista de ejercicios). La interpretaci�on es que si ya ocurri�o el evento B, entonces

B se convierte en un nuevo espacio muestral, y lo que es ahora relevante es hablar de las

probabilidades con respecto a esta restricci�on.
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Teorema 4.4 (Regla de la multiplicaci�on) Para dos eventos A y B con P (B) > 0, se

cumple

P (A \B) = P (B)P (AjB): (4.2)

Demostracin: Inmediata de la de�nici�on (4.1).

Observe que si P (B) es conocido, que la ecuaci�on (4.1) es �util si se conoce P (A\B) y se

desconoce P (AjB): La ecuaci�on (4.2) es �util si se conoce P (AjB) y se desconoce P (A \ B):

Ambos casos se presentan en la pr�actica.

Hacemos las siguientes observaciones (veri�car, a manera de ejercicios):

1. P (Aj
) = P (A\
)
P (
)

= P (A):

2. P (;jB) = P (;\B)
P (B)

= P (;) = 0:

3. P (AjB) no es lo mismo que P (BjA):

4. P (
jB) = P (
\B)
P (B)

= P (B)
P (B)

= 1:

5. P (AjB) + P (AC jB) = P (A\B)
P (B)

+ P (Ac\B)
P (B)

= P (A\B)+P (Ac\B)
P (B)

= P (B)
P (B)

= 1:

6. No es cierto que P (AjB) + P (AjBC) = 1:

7. La relaci�on (4.2) es equivalente a P (A\B) = P (A)P (BjA) (siempre y cuando P (A) >

0).

Teorema 4.5 (Regla de la multiplicaci�on, generalizada) Para una colecci�on �nita de

eventos A1; : : : ; An tales que P (\mi=1Ai) > 0 para m < n, se tiene que

P (\ni=1Ai) = P (A1)P (A2jA1)P (A3jA1 \A2)P (A4jA1 \A2 \A3) � � �P (AnjA1 \ � � � \An�1):
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Demostracin:

P (\ni=1Ai) = P (An \
�
\n�1i=1 Ai

�
) = P (\n�1i=1 Ai)P (Anj \n�1i=1 Ai)

= P
�
\n�2i=1 Ai

�
P (An�1j \n�2i=1 Ai)P (Anj \n�1i=1 Ai)

= � � �

= P
�
\n�(n�2)i=1 Ai

�
P (A3jA1 \ A2)P (A4jA1 \ A2 \ A3) � � �

P (An�1j \n�2i=1 Ai)P (Anj \n�1i=1 Ai)

= P (A1)P (A2jA1)P (A3jA1 \ A2)P (A4jA1 \ A2 \ A3) � � �

P (An�1j \n�2i=1 Ai)P (Anj \n�1i=1 Ai):

En el dispositivo llamado �arbol de probabilidades, cada rama representa un posible re-

sultado de un experimento aleatorio (es decir, un elemento del espacio muestral). Es un

dispositivo muy �util para representar experimentos, especialmente aquellos que pueden con-

cebirse como formado por etapas de manera secuencial. Ilustraremos el concepto con el

siguiente experimento: Se lanza un dado, y luego se lanza un n�umero de monedas igual al

n�umero de puntos mostrados por el dado. Se observa el n�umero total de �aguilas obtenido. El

�arbol de probabilidades se muestra en la Figura 3. Este �arbol es sencillo, de dos etapas, pero

pueden surgir �arboles con un n�umero mayor de etapas, e inclusive, con un n�umero in�nito

de etapas.

Para obtener la probabilidad de una rama, se calcula el producto de todas las probabi-

lidades que se recorren en la rama. Esto a �nal de cuentas no es m�as ni menos que una

aplicaci�on de la regla de la multiplicaci�on. Note que en cada componente de la rama, la pro-

babilidad que se anota en el �arbol entre un nodo y otro, es precisamente, una probabilidad

condicional.

Ejemplo 4.27 Aplique el concepto de �arbol de probabilidad y la regla de la

multiplicaci�on para resolver el siguiente problema. En un laboratorio de investi-

gaci�on, una rata en un laberinto en forma de T tiene dos opciones: dar vuelta a

la izquierda y obtener alimento, o dar vuelta a la derecha y recibir una descarga
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Figura 3: �Arbol de probabilidades para el experimento de lanzar primero un dado y luego

n monedas si el n�umero de puntos se~nalado por el dado es n: La primera etapa del �arbol

corresponde al lanzamiento del dado, y la segunda etapa al lanzamiento de las monedas. De

cada resultado del dado emana un distinto n�umero de ramas, porque los resultados posibles

para el n�umero de �aguilas var��an seg�un el resultado del dado.
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el�ectrica. La primera vez la rata elige al azar. Sunponga que despu�es de obtener

alimento, las probabilidades de izq-der son 0.6 y 0.4 en la siguiente prueba. De-

spu�es de una descarga el�ectrica, suponga que las probabilidades de izq-der son

0.8 y 0.2.

(a) >Cu�al es la probabilidad de que la rata vaya a la izquierda en el segundo

ensayo?

(b) >Cu�al es la probabilidad de que la rata vaya a la izquierda en el tercer ensayo?

(c) Dado que dio vuelta a la izquierda en el tercer ensayo, >cu�al es la probabilidad

de que dio vuelta a la izquierda en el primero?

Note que en este ejercicio de probabilidad, se dan por hecho las probabilidades 0.6 y

0.8 (se suponen como dadas). Si estas probabilidades no se conocieran, simplemente no

podr��amos dar respuesta a las preguntas (a), (b), (c). El problema se convertir��a entonces

en uno de inferencia estad��stica, y la metodolog��a ser��a observar algunos ensayos con ratas

elegidas al azar en el marco de un experimento, con el �n de determinar las probabilidades

anteriores, tomando en cuenta la incertidumbre impuesta por la situaci�on. El siguiente

ejemplo ilustra una situaci�on real en la que la teor��a de probabilidad por si sola no puede

resolver el problema; hay que recurrir al concepto de un modelo estad��stico, lo cual se har�a

m�as adelante.

Ejemplo 4.28 >Cu�al es la probabilidad de que el n�umero de gises rotos en una

caja de 150 gises blancos de la marca Vividel sea a lo m�as 5? Aqu��, si el ex-

perimento es observar el n�umero de gises rotos que contiene la caja, entonces


 = f0; 1; 2; : : : ; 150g: Poniendo pi = P (fig) para i = 0; 1; : : : ; 150, la respuesta

(ver Teorema 3.1) a la pregunta es simplemente p0+p1+ � � �+p5: (Note, de paso,

que NO es cierto que P (f0; 1; 2; 3; 4; 5g) = 6=151, porque el espacio muestral

NO es uniforme). Es sensato imaginarse que cada gis individual tiene una pro-

babilidad p de romperse a la hora del empaque. Por lo tanto, un modelo de

probabilidad razonable para describir el n�umero de gises rotos es el modelo bi-
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nomial, dado por

pi =

�
150

i

�
pi(1� p)150�i:

Pero, >cu�al es el valor de p? A menos de que el or�aculo nos los diga, no sabemos

de antemano cu�al es su valor. La teor��a de probabilidad lo �unico que puede

entonces contestar es: si p acaso fuera .01, entonces la respuesta a la pregunta

ser��a : 99579, y si p fuera .05, entonces la respuesta ser��a : 23444. Pero el caso

es que si el valor de p no se conoce, entonces hay que plantear un problema de

estad��stica, en el cual se hagan observaciones aleatorias de gises, observar si est�an

rotos o no, y determinar con estos datos el valor plausible de p (con lo cual se

determinan valores plausibles de la cantidad p0 + p1 + � � � + p5 a modo de dar

respuesta a la pregunta original). Esto, en inferencia estad��stica recibe el nombre

de problema de estimaci�on param�etrica, y ser�a objeto de atenci�on en un cap��tulo

futuro.

4.3 Independencia

En el ejemplo anterior relativo a la selecci�on de una carta, observemos que P (A) = 1=4

y que tambi�en P (AjD) = 1=4: Es decir, en el caso de que la informaci�on sea que ocurri�o

el evento de ser rey, la probabilidad original y la actualizada de ser coraz�on permanecen

exactamente iguales. Esta coincidencia fortuita entre una probabilidad no-condicional con

una condicional, da lugar a una caracter��stica extraordinariamente importante en teor��a de

probabilidad y estad��stica, que se llama independencia. La de�nici�on formal de este concepto,

es como sigue.

De�nicin 4.21 (Independencia) Decimos que dos eventos A y B son independientes, si

P (A \B) = P (A)P (B):

Notemos que esta de�nici�on no solicita ni que P (A) > 0 ni que P (B) > 0: Sin embargo,

si P (A) > 0, entonces independencia implica P (BjA) = P (B \ A)=P (A) = P (B), y si

P (B) > 0, entonces P (AjB) = P (A\B)=P (B) = P (A): Es decir, la noci�on de independencia

coincide con la interpretaci�on intuitiva ilustrada en el ejemplo de cartas. Notemos que el
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evento ; es independiente de cualquier otro evento A:

Es muy com�un que se confundan las nociones de que dos eventos sean independientes,

y que dos eventos sean ajenos. Note que la cualidad de ajenos la da una caracter��stica

f��sica de los eventos, mientras que la cualidad de independencia es m�as bien una propiedad

de la medida de probabilidad. Intuitivamente, dos eventos ajenos signi�ca que no pueden

ocurrir al mismo tiempo; independientes signi�ca que el hecho de que ocurra uno, no afecta

la probabilidad de ocurrencia del otro.

Teorema 4.6 Si A y B son eventos independientes, entonces (a) A y BC son independien-

tes, (b) AC y B son independientes, y (c) AC y BC son independientes.

Demostracin: De (a) (los dem�as, se dejan como ejercicio): Por demostrar, que P (A \

BC) = P (A)P (BC): Debido a que A = (A \ B) [ (A \ BC), donde la uni�on es disjunta, y

dado que P es medida de probabilidad, se concluye P (A) = P (A \B) + P (A \BC), o bien

P (A\BC) = P (A)�P (A\B): Pero por ser A y B independientes, se obtiene P (A\BC) =

P (A)� P (A)P (B) = P (A)(1� P (B)) = P (A)P (BC) por la ley del complemento.

La generalizaci�on a una colecci�on de m�as de dos eventos es la siguiente.

De�nicin 4.22 (Independencia mutua) Decimos que los eventos en una colecci�on de

eventos A1; A2 ; : : : son independientes, si se cumple P (\mi=1Aji) =
Qm
i=1 P (Aji) para todo

m 2 N y cualquier colecci�on de m ��ndices distintos j1; : : : ; jm:

En resumen, la noci�on de independencia es relevante porque permite la asignaci�on de

probabilidades a intersecciones de eventos, con base en una consideraci�on de una noci�on

espec���ca (el que la probabilidad de un evento no se altera por la ocurrencia de otro). Esto

es, en ocasiones puede establecerse P (A \ D) = P (A)P (D) por c�alculo directo, como se

veri�c�o en el ejemplo de las cartas, y en ocasiones se establece P (A \D) = P (A)P (D) por

postulaci�on en un contexto dado.

Ejemplo 4.29 Considere la situaci�on de lanzar una moneda dos veces. Sea

A =\�aguila en el 1er lanzamiento" y B =\�aguila en el 2do lanzamiento". Clara-
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mente, P (A) = P (B) = 1=2: La independencia entre A y B, es decir, la es-

peci�caci�on de que P (A \ B) = P (A)P (B) = (1=2)(1=2) = 1=4, m�as que una

deducci�on matem�atica a trav�es de un teorema, en este caso es una a�rmaci�on pos-

tulada en el modelo de probabilidad, por razones de contexto. Dicha postulaci�on

es sensata en la medida en que se crea que la probabilidad del 2do lanzamiento

debe permanecer constante irrespectivamente de lo que ocurra en el 1ro. En este

ejemplo, A y B son independientes \por decreto".

Ejemplo 4.30 Imag��nese que la moneda usada en el ejemplo anterior fuese una

moneda m�agica. La primera vez que se lanza tiene probabilidad 1/2 de �aguila,

y la segunda vez, cambia su probabilidad de �aguila de la siguiente manera: si

la primera vez cay�o �aguila, ahora hace probabilidad de �aguila 1/4, y si cay�o sol,

hace probabilidad de �aguila 3/4. En esta situaci�on NO ser��a sensato postular in-

dependencia entre A y B, porque la probabilidad de �aguila en el 2do lanzamiento

S�I cambia dependiendo de c�omo haya ca��do en el 1ro.

Ejemplo 4.31 Un vendedor de billetes de la Loter��a Nacional2 profesa con en-

tusiasmo \<Compre el esperado, el esperado, la terminaci�on 6!". La implicaci�on

parecer��a ser que en virtud de que el 6 no ha salido en varios sorteos, que por

alguna raz�on, la probabilidad de terminar en 6 es MAYOR que si el 6 hubiera

sucedido recientemente. Esto es una falacia (aunque dota de mucha diversi�on

y pasi�on al juego de la loter��a), porque en t�erminos del concepto de indepen-

dencia, el que el 6 no haya salido recientemente no altera en lo m�as m��nimo la

probabilidad de que se obtenga el 6 en el pr�oximo sorteo. Esto es, los eventos \6

no ha salido en los �ultimos n sorteos" y \el 6 saldr�a en el pr�oximo sorteo" son

independientes y que la probabilidad de que ocurra el segundo es exactamente

igual, ocurra o no ocurra el primero. Como ejercicio, tomando en cuenta que

2Para otro ejercicio acerca de la Loter��a, v�ease el Ejercicio 13.
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la loter��a tiene 50,000 n�umeros, calcule la probabilidad de que el premio mayor

termine en 6. Sin embargo, si la loter��a fuera \sin reemplazo", es decir, que las

bolas numeradas una vez sorteadas no se regresan a la urna antes del siguiente

sorteo, estos eventos NO ser��an independientes, y el vendedor de loter��a tendr��a

raz�on.

4.4 Regla de Bayes

La regla de Bayes es una ley de probabilidad qu�e es �util en situaciones para las que se

conozcan ciertas probabilidades condicionales.

De�nicin 4.23 (Partici�on) Una partici�on de 
 es un conjunto de eventos disjuntos A1;

: : : ; An tales que P (Ai) > 0 y [ni=1Ai = 
:

Teorema 4.7 (Ley de la probabilidad total) Sea A1; : : : ; An una partici�on de 
 y B

un evento arbitrario. Entonces,

P (B) = P (BjA1)P (A1) + � � �+ P (BjAn)P (An):

Demostracin: P (B) = P ([ni=1 (B \ Ai)) =
Pn

i=1 P (B \ Ai) =
Pn

i=1 P (BjAi)P (Ai),

por ser A1; : : : ; An una partici�on de 
, P una medida de probabilidad, y por regla de la

multiplicaci�on.

Corolario 4.8 Si P (A); P (AC) > 0; P (B) = P (BjA)P (A) + P (BjAC)P (AC):

Ejemplo 4.32 En el dispositivo conocido como �arbol de probabilidad, la ley de

la probabilidad total se mani�esta en la pr�actica de sumar probabilidades sobre

todas las ramas que especi�can un evento de inter�es.
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Teorema 4.9 (Regla de Bayes) Sea A1; : : : ; An una partici�on de 
 y B un evento arbi-

trario tal que P (B) > 0. Entonces, para toda i se cumple

P (AijB) =
P (BjAi)P (Ai)Pn
j=1 P (BjAj)P (Aj)

:

Demostracin: Por de�nici�on de probabilidad condicional y la ley de la probabilidad

total tenemos que

P (AijB) =
P (Ai \B)
P (B)

=
P (BjAi)P (Ai)Pn
j=1 P (BjAj)P (Aj)

:

La regla de Bayes sirve para \invertir" las probabilidades condicionales, es decir, para

calcular P (AijB) en t�erminos de P (BjAi): Es muy com�un en la pr�actica que uno pueda

especi�car o conocer los valores de P (BjAi) para una partici�on A1; : : : ; An: Un ejemplo

t��pico es el siguiente.

Ejemplo 4.33 La producci�on de un d��a en una industria es producida por tres

m�aquinas con porcentajes 20%, 30%, y 50% respectivamente. Suponga que la

fracci�on de art��culos defectuosos producida por la m�aquina uno es 5%, 3% por la

m�aquina dos y 1% por la m�aquina tres.

(a) >Cu�al es la fracci�on de art��culos defectuosos en la producci�on?

(b) Si se elige un art��culo al azar de la producci�on total y se encuentra que es

defectuoso, >cu�al es la probabilidad de que �este provenga de la tercera m�aquina?

Soluci�on de (a). Sean los eventos B = fart��culos defectuosos en la producci�ong

y Ai = fart��culos producidos por la m�aquina ig ; i = 1; 2; 3: De esta manera,

P (A1) = 0:2; P (A2) = 0:3, P (A3) = 0:5; P (BjA1) = 0:05; P (BjA2) = 0:03 y

P (BjA3) = 0:01: Sustituyendo valores en la ley de probabilidad total,

P (B) = P (BjA1)P (A1) + P (BjA2)P (A2) + P (BjA3)P (A3)

= 0:05 � 0:2 + 0:03 � 0:3 + 0:01 � 0:5 = 0:024;
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es decir, 2.4% art��culos defectuosos en la producci�on.

Soluci�on de (b). Se quiere obtener P (A3jB) : Por la Regla de Bayes,

P (A3jB) =
P (BjA3)P (A3)P3
j=1 P (BjAj)P (Aj)

=
0:01 � 0:5
0:024

= 0:208:

En cursos m�as avanzados de probabilidad, se incluyen leyes para eventos m�as so�sticados,

por ejemplo aquellos eventos que se construyen con secuencias de eventos. Por ejemplo, si

A1; A2; : : : es una sucesi�on de eventos (no necesariamente ajenos a pares), >existe alguna

forma de deducir P ([1i=1Ai)? Para formalizar esto, lo primero que debe hacerse es de�nir

con precisi�on lo que signi�car��a el l��mite de una sucesi�on de eventos, para luego obtener una

ley del siguiente tipo: P (limn!1An) = limn!1 P (An): Note que en esencia, sigue siendo

este resultado una ley en el sentido de que da una forma para calcular la probabilidad de un

evento como funci�on de otras probabilidades.

4.5 Ejercicios

1. Aplique el concepto de �arbol de probabilidad y la regla de la multiplicaci�on para resolver

el siguiente problema. En un laboratorio de investigaci�on, una rata en un laberinto

en forma de T tiene dos opciones: dar vuelta a la izquierda y obtener alimento, o dar

vuelta a la derecha y recibir una descarga el�ectrica. La primera vez la rata elige al

azar. Sunponga que despu�es de obtener alimento, las probabilidades de izq-der son

0.6 y 0.4 en la siguiente prueba. Despu�es de una descarga el�ectrica, suponga que las

probabilidades de izq-der son 0.8 y 0.2.

(a) >Cu�al es la probabilidad de que la rata vaya a la izquierda en el segundo ensayo?

(b) >Cu�al es la probabilidad de que la rata vaya a la izquierda en el tercer ensayo?

(c) Dado que dio vuelta a la izquierda en el tercer ensayo, >cu�al es la probabilidad

de que dio vuelta a la izquierda en el primero?

Note que en este ejercicio de probabilidad, se dan por hecho las probabilidades

0.6 y 0.8 (se suponen como dadas). Si estas probabilidades no se conocieran,
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simplemente no podr��amos dar respuesta a las preguntas (a), (b), (c). El pro-

blema se convertir��a entonces en uno de inferencia estad��stica, y la metodolog��a

ser��a observar algunos ensayos con ratas elegidas al azar en el marco de un exper-

imento, con el �n de determinar las probabilidades anteriores, tomando en cuenta

la incertidumbre impuesta por la situaci�on.

2. Tambi�en con un �arbol de probabilidad pueden conceptualizarse experimentos en los

que el n�umero de etapas es in�nito. Util��celo para abordar el siguiente juego de dados,

llamado craps en ingl�es. Es un juego cl�asico de casino de Las Vegas. El jugador lanza

dos dados hasta que gane o pierda. Gana en el primer lanzamiento si obtiene un total

de 7 u 11; pierde en el primer lanzamiento si obtiene un total de 2, 3, o 12. Si obtiene

cualquier otro total en su primer lanzamiento, ese total recibe el nombre de su punto.

Luego lanza repetidamente los dados hasta obtener un total de 7 o su punto. Gana

si obtiene su punto, y pierde si obtiene un 7. Encuentre la probabilidad de ganar.

Establezca que es ligeramente menor a 0.5 (de aqu��, la ventaja de la casa).

3. Dado P (A) = 0:5, P (A [B) = 0:6, encontrar P (B) si

(a) A y B son eventos disjuntos.

(b) A y B son eventos independientes.

(c) P (AjB) = 0:4:

4. Busque al menos dos ejemplos que ilustren que dos eventos pueden ser independientes

sin ser ajenos, y que pueden ser ajenos sin ser independientes.

5. Considere un modelo de probabilidad donde 
 = fa; b; c; d; eg; con P (fag) = P (fbg) =

P (fcg) = :1; P (fdg) = :4; y P (feg) = :3: Considere los eventos A = fa; b; cg, B =

fb; c; dg; y C = fa; c; eg:

(a) >A y B son independientes? (explique)

(b) >A y C son ajenos? (explique)

(c) Calcule P (AjC):
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(d) Calcule P (A [B):

(e) Calcule P (A \ C):

6. Demuestre:

(a) Si A y B son ajenos y C es un evento tal que P (C) > 0; entonces P (A [BjC) =

P (AjC) + P (BjC):

(b) Si A � B; entonces P (A) � P (B):

7. Demuestre que si A1; A2; A3 son independientes, entonces tambi�en lo son A
C
1 ; A

C
2 ; A

C
3 .

>Visualiza una demostraci�on general para n eventos independientes en lugar de tres?

8. Suponga que 0.001 es la probabilidad de tener tuberculosis (TB). Una prueba cl��nica de

detecci�on de TB tiene las siguientes propiedades: Si la persona s�� tiene TB, la prueba

lo detecta con probabilidad 0.99. Si no tiene TB, hay probabilidad 0.002 de que la

prueba indique que s�� tiene TB. Suponga que una persona al azar resulta positivo.

>Cu�al es la probabilidad de que tenga TB?

9. Un fabricante de motores tiene en existencia 12 motores, de los cuales 2 son defectuosos.

Existen tres estrategias para su empaque:

(a) Los 12 motores en una sola caja.

(b) Dos cajas cada una con un defectuoso contenida en ella.

(c) Dos cajas, una de las cuales contiene los 2 defectuosos.

Suponga que el cliente tiene la pol��tica de examinar dos motores al azar si vienen

empacados en una sola caja, y un motor de cada caja si vienen empacados en dos

cajas. >Cu�al estrategia de empaque le conviene al fabricante?

10. Se investiga la capacidad de que un consumidor detecte la diferencia en sabor entre tres

presentaciones de una misma marca de cerveza: botella de vidrio, lata de aluminio, y

barrica a granel. En tres vasos iguales se sirve cerveza de cada tipo, y se le da a un

sujeto de prueba en un orden no especi�cado ni identi�cado. Se le pedir�a al sujeto que
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con el paladar intente identi�car la presentaci�on servida en cada vaso. Se registrar�a el

n�umero de aciertos.

(a) Construya un espacio muestral para este experimento.

(b) Identi�que el evento A =\no m�as de un acierto".

(c) Bajo la suposici�on de que el sujeto en efecto est�a adivinando al azar, es decir, que

es realmente imperceptible la diferencia, calcule P (A):

11. Se dice que un sistema de componentes est�a conectado en paralelo si para que el sis-

tema funcione, basta con que funcione al menos uno de los componentes. Suponga que

se usar�an componentes que fallan en forma independiente uno del otro y que la proba-

bilidad de que cada componente funcione es 0.9. >Cu�antos componentes se requieren

para que el sistema funcione con probabilidad mayor o igual que 0.99?

12. Explique la paradoja acerca del terrorista en un avi�on, en la que se razona como

sigue: la probabilidad de que dos personas se suban a un avi�on portando cada uno una

bomba, es menor que la probabilidad de que una sola persona lo haga. Por lo tanto,

para provocar que mi vuelo sea menos susceptible de un atentado, me subir�e yo al

avi�on portando una bomba, con el �n de disminuir la probabilidad de que un terrorista

aut�entico aborde el mismo avi�on.

13. Un a�cionado de coraz�on de la Loter��a Nacional a�rm�o en alguna ocasi�on que los

n�umeros \feos" tales como 11111, 33333, . . . nunca los juega, porque esos tienen muy

poca probabilidad de salir. En cambio los n�umeros \bonitos", a�rm�o, tales como

13876, 42864, . . . son siempre mejores para jugar. Explique la raz�on por la que este

razonamiento es equivocado, en t�erminos del siguiente enunciado que usa lenguaje de

teor��a de probabilidad: Considere dos eventos A y B y dos resultados a 2 A, b 2 B:

Entonces, P (A) < P (B) no necesariamente implica que P (fag) < P (fbg): >Es cierto

que si P (fag) < P (fbg), entonces P (A) < P (B)?

(a) Sea (
;A; P ) un espacio de probabilidad, y �je A 2 A tal que P (A) > 0: De�na,
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para todo B 2 A;

PA(B) =
P (A \B)
P (A)

;

y sea AA = fA \ B j B 2 Ag: Demuestre que (A;AA; PA) es un espacio de

probabilidad. Notas: (a) el espacio (A;AA; PA) recibe el nombre de espacio de

probabilidad inducido por la probabilidad condicional, (b) nota que la propiedad de

cerradura para complementaci�on para AA debe probarse para complementaci�on

respecto a un nuevo espacio muestral A (en lugar de 
).

(b) Tomando 
 = f1; 2; 3g con P (f1g) = :3; P (f2g) = :3; P (f3g) = :4; A = f1; 2g y

A = 2
; encuentre expl��citamente (A;AA; PA).
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5 Variables aleatorias

En este cap��tulo se hace una introducci�on a un importante y �util concepto en teor��a de

probabilidad: el de variable aleatoria. Comencemos con las de�niciones matem�aticas, para

enseguida tratar de explicar la raz�on por la que es importante y muy �util esta noci�on.

5.1 De�niciones b�asicas

De�nicin 5.24 (Imagen inversa) Sea X una funci�on 
 ! R, y A � R un subconjunto

arbitrario. Llamamos la imagen inversa de A bajo X, denotada por X�1(A) al subconjunto

de 
 dado por

X�1(A) = f! 2 
 j X(!) 2 Ag:

En palabras, la imagen inversa es el conjunto de resultados que bajo la funci�on X caen

en A. Pueden demostrarse de inmediato algunas propiedades de im�agenes inversas:

Proposicin 5.1 Sea X una funci�on 
! R, y A1; A2; : : : una sucesi�on de subconjuntos de

R. Entonces

(a) X�1([1i=1Ai) = [1i=1X�1(Ai).

(b) X�1(\1i=1Ai) = \1i=1X�1(Ai).

(c)X�1(AC1 ) = [X
�1(A1)]

C :

(d) Si A1; A2; : : : son disjuntos a pares, entonces X
�1(A1), X

�1(A2); : : : son disjuntos a

pares.

Demostracin: De (a): ! 2 X�1([1i=1Ai) , X(!) 2 [1i=1Ai , X(!) 2 Ai para alg�un

i , ! 2 X�1(Ai) para alg�un i , ! 2 [1i=1X�1(Ai).

De (b): ! 2 X�1(\1i=1Ai) , X(!) 2 \1i=1Ai , X(!) 2 Ai 8 i , ! 2 X�1(Ai)

8 i , ! 2 \1i=1X�1(Ai).

De (c): Ejercicio. Note que la notaci�on C de complemento, tiene signi�cado distinto de cada

lado de la ecuaci�on; en la izquierda es complemento con respecto a R, mientras que del lado
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derecho es complemento con respecto a 
.

De (d): Suponga que hay un ! tal que ! 2 X�1(Ai) \ X�1(Aj) para i 6= j. Entonces

X(!) 2 Ai \ Aj, lo cual no puede suceder porque Ai \ Aj = ;.

Notacin 5.1 Es conveniente y usual emplear la siguiente notaci�on alternativa para escribir

la imagen inversa. En lugar de X�1(f2g), se escribe X = 2 �o X 2 f2g; en lugar de

X�1((�1; x]), se escribe X � x �o X 2 (�1; x]; en lugar de X�1 ((1; 2]) se escribe 1 < X �

2 �o X 2 (1; 2].

De�nicin 5.25 (Variable aleatoria) Sea (
; A; P ) un espacio de probabilidad. Decimos

que una funci�on X : 
! R es una variable aleatoria, si �esta cumple

X�1((�1; x]) 2 A; 8x 2 R: (5.3)

Una variable aleatoria X es entonces una funci�on de valores reales de�nida sobre el

espacio muestral 
; que cumple cierto requerimiento respecto a las im�agenes inversas de

todos los conjuntos de la forma (�1; x]. Usualmente se denota a las variables aleatorias

por letras may�usculas, tales como X; Y; Z; etc. y por letras min�usculas x; y; z; etc., a los

valores que toman dichas variables aleatorias.

Ejemplo 5.34 La tabla siguiente considera algunos experimentos as�� como al-

gunas variables aleatorias asociadas a los experimentos. Note que asociado a un

mismo experimento aleatorio puede haber m�as de una variable aleatoria.

Experimento aleatorio Variable aleatoria

Lanzamiento de dos dados X =suma de los n�umeros resul-

tantes

Lanzamiento de una moneda 25 ve-

ces

X =n�um. de �aguilas en los 25 lan-

zamientos

Aplicaci�on de una cantidad de fer-

tilizante en plantas de ma��z en una

parcela

X =producci�on en toneladas en la

parcela
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Ejemplo 5.35 Considere el experimento de lanzar una moneda balanceada tres

veces. Sea X el n�umero de �aguilas obtenidos de los tres lanzamientos. Denotemos

el resultado del lanzamiento de una moneda por la letra A; si �este fue �aguila, y

por la letra S si �este fue sol. El espacio muestral asociado al experimento es


 = fAAA;AAS;ASA; SAA; SSA; SAS;ASS; SSSg :

La variable aleatoria X asigna un n�umero a cada punto del espacio muestral, es

decir,

X (AAA) = 3; X (AAS) = X (ASA) = X (SAA) = 2;

X (SSA) = X (SAS) = X (ASS) = 1; X (SSS) = 0;

y de esta forma el conjunto de valores posibles de X es f0; 1; 2; 3g :

En cursos m�as generales sobre teor��a de medida, se habla de funciones medibles. Si

se cuenta con dos conjuntos 
 y �, dos �-�algebras A y B (de subconjuntos de 
 y �

respectivamente), y una funci�on f : 
 ! �, se dice que f es A� B medible si f�1(B) 2

A; 8B 2 B. Un resultado, que no se encuentra al alcance del presente curso, es que si una

funci�on X cumple la de�nici�on anotada (5.3) para una variable aleatoria, entonces se cumple

X�1(B) 2 A; 8B 2 B. Recuerde que aqu�� B representa a los llamados conjuntos borelianos,

es decir, la �-�algebra generada por los subconjuntos de R de la forma (�1; x]. Con ello, una

variable aleatoria no es m�as que una funci�on 
! R que es A� B medible. Entonces, dando

como hecho (sin demostrar por ahora) de que para una variable aleatoria X, se cumple que

X�1(B) 2 A; 8B 2 B, podemos sin duda hacer la siguiente de�nici�on.

De�nicin 5.26 (Distribuci�on de una v.a.) SiX es una variable aleatoria, la distribuci�on

de X es la funci�on PX : B !R de�nida por

PX(B) = P
�
X�1(B)

�
:
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Conforme a la Notaci�on 5.1, escribimos P (X = 2) �o P (X 2 f2g), en lugar de P (X�1(f2g))

o de PX(f2g); P (X � x) �o P (X 2 (�1; x]), en lugar de P (X�1((1; 2])) o de PX(f2g);

P (1 < X � 2) o P (X 2 (1; 2]), en lugar de P (X�1((1; 2])) o de PX((1; 2]). El siguiente es

un resultado de suma importancia, que tendr�a que ver con la futura explicaci�on de por qu�e

raz�on las variables aleatorias constituyen objetos �utiles. Establece que una variable aleato-

ria induce un espacio de probabilidad. Como consecuencia, �este deber�a cumplir todas las

propiedades que se estudiaron en el Cap��tulo 4.

Teorema 5.1 Sea (
; A; P ) un espacio de probabilidad. Si X es una variable aleatoria,

entonces (R; B; PX) es un espacio de probabilidad.

Demostracin: Por demostrar, que PX es medida de probabilidad sobre B. Debido a

que X�1(R) = 
, notamos que PX(R) = P (X�1(R)) = P (
) = 1, por ser P una medida

de probabilidad. La propiedad PX(B) = P (X�1(B)) = P (X 2 B) � 0 se sigue de que

P (A) � 0, 8A 2 A por ser P medida de probabilidad. Finalmente, si A1; A2; : : : una sucesi�on

de subconjuntos de B que son ajenos a pares, entonces PX([1i=1Ai) = P (X�1([1i=1Ai)) =

P ([1i=1X�1(Ai)) =
P1

i=1 P (X
�1(Ai)) =

P1
i=1 PX(Ai), pues por ser medida de probabilidad,

P tiene la propiedad de aditividad numerable.

Ejemplo 5.36 Considere el experimento de lanzar una moneda dos veces. En-

tonces 
 = fAA; SA; AS; SSg. Sea X la funci�on de�nida por \n�umero de

�aguilas", es decir,X(AA) = 2,X(SS) = 0,X(SA) = X(AS) = 1. SiA = f
; ;g,

entonces X no es variable aleatoria. Si A = 2
, entonces X s�� es variable aleato-

ria. En este caso, suponiendo un espacio uniforme, la distribuci�on de X est�a

dada por

PX(B) =
1

4
1B(0) +

1

2
1B(1) +

1

4
1B(2):

Note que PX(f1g) = P (X = 1) = 1=2, PX(f2g) = P (X = 2) = 1=4, y PX(f0g) =

P (X = 0) = 1=4. Note algo importante, que es que el hecho de que una funci�on

sea o no variable aleatoria, depende de qui�en es A.
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Ejemplo 5.37 Sea 
 = fp j p es una personag. Sea X(p) =\estatura", o X(p) =

\peso", o X(p) =\edad".

Ejemplo 5.38 Sea 
 = fp j p es un patr�on climatol�ogico diurnog. SeaX(p) =\tem-

peratura m�axima", o X(p) =\humedad relativa media", o X(p) =\r�afaga de

viento m�axima".

Ejemplo 5.39 Una m�aquina produce un tornillo. Sea X el di�ametro del tornillo.

Ejemplo 5.40 [V.A. constante, o degenerada] Sea X(!) = c, 8! 2 
. Entonces

X es una v.a. para toda �-�algebra A, porque

X�1((�1; x]) =

8<: 
 si x � c

; si x < c
:

Veri�que que su distribuci�on se puede escribir mediante la f�ormula PX(B) =

1B(c).

Ejemplo 5.41 [V.A. Bernoulli] Sea 
 = fe; fg, es decir, un experimento con

dos resultados posibles, llamados \�exito" y \fracaso". Sea

X(!) =

8<: 1 si ! = e

0 si ! = f
:

Notamos entonces que

X�1((�1; x]) =

8>>><>>>:
; si x < 0

ffg si 0 � x < 1


 si 1 � x

:
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Luego, la funci�onX es variable aleatoria siA = 2
. La variable aleatoriaX recibe

el nombre de v.a. Bernoulli. Si se denota por p a la probabilidad P (X = 1),

entonces la distribuci�on de X se puede calcular mediante la f�ormula

PX(B) = p 1B(1) + (1� p) 1B(0);

(veri�que) la cual recibe el nombre de distribuci�on de Bernoulli con par�ametro

p. Note que PX(f1g) = P (X = 1) = p y que PX(f0g) = P (X = 0) = 1� p.

Ejemplo 5.42 Dos variables aleatorias distintas pueden tener la misma dis-

tribuci�on, a�un sobre un mismo espacio muestral. Considere 
 = f1; 2; 3g, A =

2
, y P de�nida por P (f1g) = P (f2g) = P (f3g) = 1=3 (esto es, el modelo uni-

forme). Sea X la variable aleatoria de�nida por X(1) = 1, X(2) = X(3) = 0.

Sea Y la variable aleatoria de�nida por Y (1) = Y (2) = 0, Y (3) = 1. Entonces X

y Y , a pesar de ser variables aleatorias distintas (como funci�on, son distintas),

tienen la misma distribuci�on.

5.2 Raz�on de ser

Como hemos visto, un espacio de probabilidad (
; A; P ) y una variable aleatoria X, juntos

dan lugar a un segundo espacio de probabilidad (R; B; PX). En general, el espacio muestral


 puede ser altamente complejo, no s�olo en cardinalidad de los posibles resultados, sino en

su misma descripci�on (por ejemplo, >cu�al es el 
 que describe las distintas formas en que

puede suceder el estado del tiempo del d��a de ma~nana?). Como vimos en en Cap��tulo 3, a

menos que 
 sea de estructura relativamente muy sencilla (por ejemplo, �nito o numerable),

no hay forma operativa para determinar una medida de probabilidad sobre subconjuntos

de 
. En este cap��tulo veremos que en cambio, es considerablemente m�as f�acil especi�car

la probabilidad PX . Sobre el espacio (R; B; PX) hay diversas herramientas que sirven para

especi�car distintas medidas de probabilidad PX . Esto puede ser �util cuando puedan for-

mularse preguntas en t�erminos de alguna variable aleatoria X, o cuando el espacio muestral
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coincida con R. Entonces, aunque el espacio de probabilidad (
; A; P ) exista como sustento

axiom�atico de la teor��a de probabilidad, es posible que los �unicos eventos que sean de in-

ter�es sean los que determina alguna variable aleatoria X, sin importar cu�al sea la naturaleza

exacta de (
; A; P ). Es decir, en muchas ocasiones, el espacio de probabilidad que es real-

mente relevante para un problema dado, es el espacio (R; B; PX). Al adoptar como modelo

(R; B; PX) en lugar de (
; A; P ), podremos s�olo cuanti�car probabilidades de eventos que

se describan en t�erminos de X, y no podremos nunca abordar eventos de los contenidos

en A (note que la �-�algebra A contiene eventos formulados en t�erminos de elementos de


, mientras que la �-�algebra B contiene eventos formulados en t�erminos de una variable

aleatoria X). En resumen, en much��simas aplicaciones pr�acticas de teor��a de probabilidad,

los eventos de inter�es pueden formularse en t�erminos de alguna variable aleatoria X. Esto,

aunado al hecho de que la especi�caci�on de medidas de probabilidad PX sobre B es una tarea

relativamente f�acil para la cual existen herramientas convenientes, hace que el concepto de

variable aleatoria adquiera relevancia.

Ejemplo 5.43 El experimento es observar el estado del tiempo del d��a de

ma~nana. La Madre Naturaleza cuenta con (
; A; P ). Es decir, al seleccionar

un estado del tiempo para el d��a de ma~nana, la Madre Naturaleza elige un !

con acuerdo a su espacio de probabilidad. Supongamos que nosotros, los mor-

tales, por alg�un motivo nos interesa s�olo si llueve o no. Para estudiar la lluvia,

lo que es relevante es la variable aleatoria de�nida por X(!) = 1 si llueve en

el estado !, y 0 de otra manera. Para responder a la pregunta \>Cu�al es la

probabilidad de que llueva ma~nana?", basta encontrar P (X = 1). Para Madre

Naturaleza, quien conoce muy bien la teor��a de probabilidad, dicha probabilidad

es evidentemente P (! j ! tiene lluvia), pero para los mortales, lo que es relevante

es que dicha probabilidad es igual a PX(f1g). Para contestar a la pregunta de

inter�es, basta entonces especi�car la medida de probabilidad PX , sin tener que

conocer o siquiera concebir el modelo (
; A; P ). Es muy dif��cil observar !, pero

muy f�acil observar X(!). Observemos, sin embargo, que si un segundo mortal

preguntara \>cu�al es la probabilidad de que la temperatura m�axima no llegue a
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23.5?", entonces no podremos contestarle a eso en t�erminos de PX , debido a que

este segundo evento no puede describirse en t�erminos de X.

5.3 Variables aleatorias discretas

De�nicin 5.27 (Densidad discreta) Sea S = fs1; s2; : : :g � R un subconjunto a lo m�as

numerable. Una funci�on f : S ! R se llama una funci�on de densidad discreta (sobre S) si

f(si) � 0, 8i, y
P1

i=1 f(si) = 1.

En la expresi�on anterior, si acaso S es �nito, entonces el s��mbolo
P1

i=1 se interpreta como

una suma �nita, por lo que no es necesario invocar el concepto de series. Note la similitud

con las condiciones de los Teoremas 3.1 y 3.3, que hablan sobre la especi�caci�on de una

medida de probabilidad sobre un espacio muestral �nito o numerable. Tambi�en compare los

teoremas con la de�nici�on siguiente.

De�nicin 5.28 (V.a. discreta) Decimos que una v.a. X es discreta, si existe una funci�on

de densidad discreta fX sobre alg�un conjunto S = fs1; s2; : : :g � R, tal que PX(B) =P1
i=1 1B(si) fX(si); 8B 2 B. La funci�on fX se llama entonces la densidad de la variable

aleatoria X.

Una observaci�on importante a prop�osito de v.a.'s discretas, es que en particular, PX(S) =

1, lo cual muestra que las discretas \viven" sobre un conjunto a lo m�as numerable, fX(si)

tiene la interpretaci�on de ser igual a PX(fsig) = P (X = si), y por lo tanto, 0 � fX(si) � 1,

8i. Es importante observar que la funci�on PX : B ! R de�nida como se indica, constituye

una medida de probabilidad. Esto es, una funci�on de densidad especi�ca una medida de

probabilidad sobre B. Tambi�en la caracteriza, en el sentido de que no hay dos medidas de

probabilidad sobre B que asignen los valores fX(si) a los conjuntos fsig 2 B. La demostraci�on

no la hacemos aqu��, debido a que es muy similar a las demostraciones de los Teoremas 3.1 y

3.3.
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Ejemplo 5.44 Considere S = f0; 1; : : : ; ng. Entonces la funci�on f de�nida por

f(x) =

�
n

x

�
px(1� p)n�x

para x 2 S, es una funci�on de densidad discreta, llamada densidad binomial,

para cualquier valor �jo de p 2 [0; 1]. Un ejemplo de una variable aleatoria

discreta X que posee esta densidad, es el conteo del n�umero de �exitos en un

experimento binomial.

Ejemplo 5.45 Considere S = f0; 1; : : :g. Entonces la funci�on f de�nida por

f(x) = p(1 � p)x para x 2 S, es una funci�on de densidad discreta, llamada

densidad geom�etrica, para cualquier valor �jo de p 2 (0; 1]. Un ejemplo de una

variable aleatoria X discreta que posee esta densidad, es el conteo del n�umero

de fracasos observados antes de obtener el primer �exito, en una secuencia de

experimentos Bernoulli.

El papel que est�a jugando una densidad discreta, es proveer un instrumento para calcular

PX , a trav�es de la relaci�on PX(B) =
P1

i=1 1B(si) fX(si). Esto es, si especi�camos fX , hemos

especi�cado PX(B), para todos los borelianos B 2 B. M�as aun, note que en el Ejemplo 5.3, de

hecho hemos podido especi�car PX(B) para todos los borelianos, mediante la especi�caci�on

de UN SOLO n�umero, p (suponiendo que el n�umero de ensayos, n se conoce). Este es un

ejemplo de una densidad discreta parametrizada.

Existe una sub-clase de variables aleatorias discretas, motivada por situaciones pr�acticas

en las que el fen�omeno aleatorio en cuesti�on consiste de contar n�umeros de ocurrencia de

diversos incidentes. Ejemplos de esta situaci�on son: el n�umero de plantas con da~nos visibles

producidos por una plaga; el n�umero de individuos a favor de un partido pol��tico espec���co;

el n�umero de televisores con defectos en su selector de canales en un lote de 100 televisores

reci�en fabricados; el n�umero de clientes que se encuentran en la �la en un centro de servicio

al p�ublico, entre las 9 y 10 de la ma~nana.
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De�nicin 5.29 (V.a. de conteo) Una variable aleatoria discreta que toma valores en

f0; 1; 2; : : :g recibe el nombre de variable aleatoria de conteo.

Notar que una variable aleatoria de conteo puede tener un rango �nito (ejemplo: conteo

de televisores defectuosos en un lote de 100), o puede tener un rango en principio indetermi-

nado (ejemplo: n�umero de clientes que acuden a un comercio entre 9 y 10 de la ma~nana). No

hacemos distinci�on entre estas dos situaciones, e igualmente nos referimos a la variable aleato-

ria como una de conteo. Arriba, de manera involuntaria, hemos ya visto varios ejemplos de

distribuciones para describir variables de conteo: Las distribuciones de Bernoulli, binomial,

y geom�etrica corresponden todas a variables aleatorias de conteo. Estas distribuciones, as��

como otras que tambi�en son de conteo (binomial negativa, Poisson, hipergeom�etrica, series

de potencias, y muchas otras) tienen gran aplicaci�on en la pr�actica.

Ejemplo 5.46 Si la variable aleatoria X tiene la distribuci�on geom�etrica, y

Y = X=2; entonces X es variable aleatoria de conteo y Y es variable aleatoria

discreta, aunque no es de conteo.

Cabe mencionar que en muchas de estas situaciones que dan origen a alg�un tipo de

conteo, existen suposiciones b�asicas sobre el experimento f��sico que da lugar al proceso de

conteo. Por ejemplo, se mencion�o que la distribuci�on binomial surge de contar el n�umero de

�exitos en un experimento donde se han realizado n ensayos binarios, cada uno de los cuales

tiene probabilidad p de ser �exito. Un detalle m�as �no es que dichos ensayos deber�an ser

probabil��sticamente independientes entre s��. Esto �ultimo es un ejemplo de una suposici�on

t�acita que est�a presente cuando se emplea la distribuci�on binomial para modelar un fen�omeno

aleatorio. En la pr�actica, estas suposiciones t�acitas deber�an establecerse por contexto o por

otro tipo de validaci�on.

Ejemplo 5.47 Consideremos las siguientes dos situaciones, que aparentemente

corresponden ambas a un proceso f��sico de conteo de �exitos entre n = 3 ensayos.

Situaci�on 1: se eligen al azar tres individuos y se registra si son hombres o mujeres.
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Situaci�on 2: se lanza una moneda tres veces y se registra si resulta �aguila o sol.

>Son v�alidas las suposiciones de independencia y de misma p en estas situaciones?

Un modo en que la suposici�on de misma p en la Situaci�on 1 puede no ser viable,

es si el primer individuo es elegido al azar en un estadio de futbol, el segundo en

un club de golf, y el tercero en un sal�on de belleza. La Situaci�on 2, en cambio

es m�as compatible con la idea de que los ensayos son independientes y que cada

uno de ellos tiene la misma p:

5.4 Variables aleatorias continuas

De�nicin 5.30 (Densidad continua) Una funci�on f : R ! R se llama una funci�on de

densidad continua si f(x) � 0, 8x 2 R, y
R1
�1 f(x) dx = 1.

Ejemplo 5.48 Sea f(x) = 1[0;1](x). Entonces f es una funci�on de densidad

continua. Recibe el nombre de densidad uniforme sobre [0; 1].

Ejemplo 5.49 Sea g(x) = 1(0;1)(x). Entonces g es tambi�en una funci�on de

densidad continua. Notemos que es igual a f del ejemplo anterior, excepto por

el hecho de haber cambiado su valor en dos puntos (x = 0 y x = 1).

Ejemplo 5.50 Sea, para �1 < x <1,

f(x) =
1p
2�
e�

1
2
x2 :

Entonces f es una funci�on de densidad continua. Recibe el nombre de densidad

normal est�andard. Veremos m�as adelante durante el curso, que esta densidad

es de extrema importancia en la teor��a de probabilidad y estad��stica, por diversos

motivos.
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Ejemplo 5.51 Sea, para �1 < x < 1, la funci�on f de�nida por f(x) =

1(0;1)(x)�e
��x, para un n�umero �jo � > 0. Entonces f es una funci�on de densidad

continua. Recibe el nombre de densidad exponencial.

Note que una densidad continua no necesariamente es continua en el sentido de \funci�on

continua". Por ejemplo, la uniforme no es una funci�on continua sobre R, pero s�� es una

densidad continua; la densidad normal est�andard como se anota, s�� es una funci�on continua

sobre todo R, adem�as de ser una densidad continua.

De�nicin 5.31 (V.a. continua) Decimos que una v.a. X es continua3, si existe una

funci�on de densidad continua fX tal que PX(B) =
R1
�1 1B(x) fX(x) dx =

R
B
fX(x) dx; 8B 2

B. La funci�on fX se llama entonces la densidad de la variable aleatoria X.

Una observaci�on importante a prop�osito de v.a.'s continuas, para contrastar con las

discretas, es que nunca podremos encontrar un subconjunto S a lo m�as numerable, de

n�umeros reales tales que PX(S) = 1. La raz�on es que si S es cualquier conjunto �nito o

numerable, digamos S = fs1; s2; : : :g, entonces se tiene que PX(S) =
P1

i=1 PX(fsig) =P1
i=1

R
fsig fX(x) dx =

P1
i=1 0 = 0. Esto muestra que las continuas no pueden \vivir" sobre

un conjunto a lo m�as numerable. Note que para una densidad continua, fX(x) no tiene la

interpretaci�on de ser igual a una probabilidad, y por lo tanto, no es necesariamente cierto

que 0 � fX(x) � 1. Lo �unico que s�� tiene interpretaci�on probabil��stica, es el �area bajo la

funci�on fX sobre un conjunto B, pues esta �area es precisamente PX(B) = P (X 2 B).

Considere las dos funciones de densidad f y g de los Ejemplos 5.4 y 5.4. Estas densidades

estar��an de�niendo las medidas de probabilidad P (B) =
R
B
f(x) dx y Q(B) =

R
B
g(x) dx,

respectivamente. Notemos que por propiedades de integraci�on, que entonces P (B) = Q(B),

8B 2 B. Esto es, si dos densidades continuas di�eren en a lo m�as un conjunto numerable de

puntos, entonces las medidas de probabilidad a que dan lugar son exactamente las mismas.

3Estrictamente hablando, el t�ermino correcto deber��a ser variable aleatoria absolutamente continua con

respecto a la medida de Lebesgue. Sin embargo, para �nes del presente curso, le llamaremos simplemente

variable aleatoria continua. Existen variables aleatorias que no son ni discretas ni continuas, pero no las

consideraremos en este curso. Es un hecho incuestionable el que una grand��sima cantidad de situaciones en

la pr�actica se pueden atacar con s�olo estos dos tipos de variables aleatorias.
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Lo anterior signi�ca que no hablamos de \la" funci�on de densidad de una variable aleatoria

continua, sino de \una" de las posibles funciones de densidad que puede dar lugar a la medida

de probabilidad PX . Es usual que cuando se especi�can densidades continuas, que se eligen

versiones continuas de las mismas (continuas en el sentido de funciones continuas).

Ejemplo 5.52 Si X es una variable aleatoria uniforme sobre [0; 1], y a; b 2 (0; 1),

a < b, entonces PX((a; b)) = b � a. Note que en esta situaci�on, la probabilidad

depende s�olo de la diferencia entre a y b. Con esta interpretaci�on, una carac-

ter��stica distintiva de la densidad uniforme es que la probabilidad de cualquier

intervalo contenido en (0; 1) de longitud �ja tiene la misma probabilidad de ocur-

rir. No obstante la simplicidad matem�atica, esta caracter��stica de \homogenei-

dad de probabilidad" o \carencia de preferencia" es una cualidad que en muchos

fen�omenos aleatorios est�a presente. Ejemplos son: ocurrencia de una descarga

el�ectrica a lo largo de un minuto de tiempo, el �angulo al cual es emitida una

part��cula radiactiva, o el �angulo al cual se detiene una ruleta de sorteo. La dis-

tribuci�on uniforme es instrumental para la simulaci�on en computadora de otras

distribuciones m�as complejas. As��, es fundamental para la implementaci�on de

modernos m�etodos computacionales en estad��stica basados en simulaci�on a gran

escala en la computadora.

El papel que est�a jugando una densidad continua, es proveer un instrumento para calcular

PX , a trav�es de la relaci�on PX(B) =
R
B
fX(x) dx. Esto es, si especi�camos fX , hemos

especi�cado PX(B) para todos los borelianos, B 2 B. Note adem�as, que en el Ejemplo 5.4,

que hemos podido especi�car PX(B) para todos los borelianos, mediante la especi�caci�on de

UN SOLO n�umero, �. Este es un ejemplo de una densidad continua parametrizada.

5.5 Modelaci�on de distribuciones de v.a.'s

En las secciones anteriores vimos c�omo de�nir una medida de probabilidad PX para dos

tipos importantes de variables aleatorias, a trav�es del uso de densidades de probabilidad fX ,

sean �estas discretas o continuas. En resumen, una vez especi�cada la densidad, la medida de
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probabilidad sobre B queda completamente establecida. Notemos que las propiedades de la

medida PX se \heredan" de las propiedades de P (ver demostraci�on del Teorema 5.1), y del

hecho de que X fuera variable aleatoria. Esto es, si se parte de un espacio de probabilidad

(
; A; P ) y una variable aleatoria X, se encuentra una medida de probabilidad PX que hace

que (R; B; PX) sea tambi�en espacio de probabilidad. >Que pasa si proponemos una medida

PX sobre B, sin conocer P? >Ser�a que hay un espacio de probabilidad (
; A; P ) y una

variable aleatoria X, que juntos sean las capaces \heredar" las propiedades de probabilidad

a PX? La respuesta es que s��. El resultado que lo establece se llama Teorema de existencia

de Kolmogorov. Este se enuncia as��:

Teorema 5.2 (Teorema de existencia de Kolmogorov) Si Q es una medida de proba-

bilidad sobre B, entonces existe un espacio de probabilidad (
; A; P ) y una variable aleatoria

X tal que Q es la distribuci�on de X.

La demostraci�on de este resultado se pospone para cursos futuros de teor��a de probabi-

lidad. Por el momento basta remarcar que la relevancia muy importante de este resultado

es que uno puede tomarse la libertad de especi�car PX aunque uno no conozca una medida

P expl��citamente, y que la matem�atica (es decir, este teorema) nos proporciona \gratis"

una estructura te�orica que nos otorga licencia para emplear con legitimidad el espacio de

probabilidad (R; B; PX). Es decir, uno puede recurrir a las propiedades matem�aticas del

espacio de probabilidad (R; B; PX) sin tener que hacer una pausa para determinar si hay o

no una estructura que la relaciona con alg�un 
, con alg�un A, con alg�una medida P , y mucho

menos, que requiera de la de�nici�on punto por punto de la funci�on X : 
 ! R. Desde el

punto de vista de modelaci�on, recurrimos al Teorema de Kolmogorov al proceder como sigue.

Supongamos, por ejemplo, que nos interesa estudiar la variable aleatoria X = temperatura

ambiental m�axima de un d��a.

1. Suponemos que los valores de X que somos capaces de observar, son realizaciones de

variables aleatorias, cuya distribuci�on es PX .

2. Propondremos una distribuci�on PX , para describir el comportamiento probabil��stico

de X. Por contexto, X ha de ser una variable continua, y por lo tanto, PX puede
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determinarse a trav�es de una densidad continua, fX . Esta densidad ha de ser alguna

que otorga probabilidad en rangos sensatos de temperatura digamos, 0{45 grados (esto

es, una densidad que pone gran masa de probabilidad sobre temperaturas en el rango

50{370 no aparentar��a ser en primera instancia una densidad sensata desde el punto

de vista de modelaci�on).

3. Kolmogorov nos dice que hay alg�un espacio de probabilidad (
; A; P ) y una variable

aleatoria X tal que PX es la distribuci�on de X.

4. Supondremos entonces que la naturaleza obedece la estructura probabil��stica de (
;A;

P ), aunque nunca detallemos expl��citamente los pormenores de este espacio de proba-

bilidad.

5. Proponemos un modelo estad��stico, es decir un conjunto de posibles distribuciones,

cuando PX no se conoce del todo y la misi�on es inferirla por medio de observaciones

emp��ricas del fen�omeno aleatorio. Las observaciones emp��ricas de un fen�omeno aleato-

rio, matem�aticamente se representan como realizaciones de variables aleatorias X1, X2,

: : : ; Xn, cada una de las cuales tiene distribuci�on PX .

6. Usamos PX para contestar preguntas acerca de probabilidades de eventos fraseados en

t�erminos de X, una vez que hayamos determinado cu�al es PX .

En el resto de este cap��tulo, dando por hecho que para resolver problemas relacionados

con variables aleatorias X, basta especi�car PX , comenzaremos a adquirir un lenguaje para

describir distribuciones de variables aleatorias X (note que una vez contando con conceptos

para describir una medida de probabilidad, quiz�as se hubiera facilitado en gran manera el

Ejercicio 1). Consideraremos s�olo los casos en que X es discreta o continua, posponiendo la

situaci�on m�as general para futuros cursos de probabilidad y teor��a de medida.

5.6 Momentos

Los momentos constituyen un conjunto de caracter��sticas num�ericas que se asocian a PX ,

la distribuci�on de probabilidad de una variable aleatoria X. Despues de dar de�niciones
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y ejemplos de su c�alculo, pasaremos a interpretar su signi�cado y a ilustrar su utilidad.

Adelantamos que habr�a cierta similitud entre los momentos, y la raz�on por la cual es relevante

la siguiente frase, digna de una pel��cula de pol��cias y ladrones: \... el sujeto med��a 1.80m,

pesaba alrededor de 75kg, y ten��a aproximadamente 28 a~nos de edad ...".

5.6.1 De�niciones

De�nicin 5.32 (Valor esperado) Sea X una variable aleatoria y g : R! R una funci�on

arbitraria4. El valor esperado, o valor medio, de g(X) se de�ne por

E(g(X)) =

8<:
P1

i=1 g(si) fX(si) si X es v.a. discreta sobre s1; s2; : : : con densidad fXR1
�1g(x) fX(x) dx si X es v.a. continua con densidad fX :

:

Cuando g(x) = x, se obtiene un caso especial:

De�nicin 5.33 (Valor esperado de una v.a.) El valor esperado de X, o valor medio

de X, o esperanza de X, se de�ne por

E(X) =

8<:
P1

i=1 si fX(si) si X es v.a. discreta sobre s1; s2; : : : con densidad fXR1
�1x fX(x) dx si X es v.a. continua con densidad fX

:

El valor esperado de X se denota alternativamente por �X , o por �, si no hay peligro de

ambig�uedad5.

4Estrictamente hablando, no es cualquier funci�on, sino una que sea medible. Todas las funciones continuas

son medibles, as�� como las que son continuas a pedazos. Otro resultado que se demuestra en teor��a de

medida es el siguiente: si X es v.a. y g : R! R es B � B medible, entonces la funci�on 
! R de�nida por

! ! g(X(!)) (es decir, la composici�on g �X) tambi�en es v.a. Luego, esta de�nici�on se trata en realidad del

concepto de valor esperado de la variable aleatoria g(X):
5En teor��a de medida, llegar�an a ver que la de�nici�on general de valor esperado no es m�as que cierta

integral, E(X) =
R


X(!) dP (!); pero en este momento no poseemos herramienta su�ciente para explicar lo

que ella signi�ca. En el caso de que X sea discreta o continua, resulta que esta integral es exactamente igual

a lo que se indica en la presente de�nici�on, por lo que esto constituye a �nal de cuentas una forma de calcular

dicha integral. De paso, mencionaremos que desde el punto de vista de teor��a de medida, lo que aqu�� hemos

denominado simplemente densidades de probabilidad (discretas y continuas), son realmente objetos con un

nombre muy rimbombante: derivadas de Radon-Nykodym con respecto a la medida de conteo y la medida de

Lebesgue.
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Luego veremos que la nomenclatura valor esperado es un tanto desafortunada6, pues no

signi�ca que esperamos que el valor de X sea �. De hecho, el valor de � es posible que sea

tal que P (X = �) = 0, por lo que ser��a absurdo \esperar" que la variable aleatoria X tome

el valor �. Cuando g(x) = xn en lo anterior, se obtiene otro caso especial:

De�nicin 5.34 (Momentos de una v.a.) Para k = 1; 2; : : : la cantidad E(Xk) se llama

el k-�esimo momento de la v.a. X. Se denota por �k.

Note que la media de X coincide con el primer momento, es decir, �X = �1. Cuando

g(x) = (x� �1)k, se obtiene otro caso especial:

De�nicin 5.35 (Momentos centrales de una v.a.) Para k = 1; 2; : : : la cantidad

E((X � �1)k)

se llama el k-�esimo momento central de la v.a. X. Se denota por �0k.

El primer momento central es igual a 0 (veri�que), y adem�as se puede notar que los

momentos centrales siempre pueden escribirse en t�erminos de los momentos (no centrales),

haciendo uso de la propiedad de linealidad del valor esperado (Ejercicio 9). Por ejemplo,

�03 = E((X � �1)3) =

E(X3 � 3X2�1 + 3X(�1)
2 � (�1)3) =

E(X3)� 3�1E(X2) + 3(�1)
2E(X)� (�1)3 = �3 � 3�1�2 + 3(�1)3 � (�1)3:

De�nicin 5.36 (Varianza de una v.a.) El segundo momento central, �02, recibe el

nombre de varianza de X, y se denota por �2X , VAR(X), o por �
2, si no hay peligro de

ambig�uedad.

De�nicin 5.37 (Desviaci�on est�andard de una v.a.) La ra��z cuadrada positiva de la

varianza, se llama la desviaci�on est�andard. Se denota por �X , SD(X), o por �, si no hay

peligro de ambig�uedad.

6Proviene de la traducci�on del ingl�es, expected value, y el sentido en el que se usa este sustantivo, tiene

m�as bien que ver quiz�as con la desigualdad de Chebychev, que veremos un poco m�as adelante.
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Ejemplo 5.53 Sea X una variable aleatoria discreta con densidad dada por

fX(0) = 1=4, fX(1) = 1=2, fX(2) = 1=4. Encuentre �, �
2, �, �2, y �

0
3.

Ejemplo 5.54 Sea X una variable aleatoria continua con densidad dada por

fX(x) = 1(0;1)(x). Encuentre �, �
2, �; �2, y �

0
3.

Existen tambi�en algunas de�niciones de otras cantidades que son funciones de los mo-

mentos anteriores. Dos ejemplos comunes son los siguientes.

De�nicin 5.38 (Coe�ciente de simetr��a de una v.a.) De�nimos el coe�ciente de

simetr��a7 de una v.a., denotado por , como �03=�
3, es decir

 =
E((X � �)3)

�3
:

De�nicin 5.39 (Coe�ciente de kurtosis de una v.a.) De�nimos el coe�ciente de

kurtosis8 de una v.a., denotado por �, como �04=�
4 � 3, es decir

� =
E((X � �)4)

�4
� 3:

5.6.2 Interpretaciones

�X ; media La media de X es una descripci�on de la localizaci�on central de la distribuci�on

de probabilidad. Puede tomar cualquier valor real. Nos indica entonces una posici�on

de la distribuci�on de probabilidad.

�2; varianza La varianza de X es una descripci�on de la dispersi�on de la distribuci�on de

probabilidad. Toma valores no-negativos. Hay que notar que la varianza no es m�as

7En ingl�es, skewness.
8En ingl�es, kurtosis, o en algunas ocasiones excess.
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que el valor esperado de (X � �X)2, y que entre m�as distancia tienda a haber entre X

y �X , mayor ser�a la varianza. Varianza cero es un caso extremo, que corresponde a la

varianza de una variable aleatoria constante.

; coe�ciente de simetr��a Toma cualquier valor real. Si una densidad es sim�etrica, en-

tonces el valor del coe�ciente es cero. Un valor negativo indica asimetr��a hacia la

izquierda (valores mayores de probabilidad a la izquierda) y un valor positivo indica

asimetr��a hacia la derecha (valores mayores de probabilidad a la derecha).

�; coe�ciente de kurtosis Toma cualquier valor real. Pretende ser indicativa de la forma

del pico de una densidad alrededor de su centro. Un valor negativo indica una densidad

aplanada en el centro, mientras que un valor positivo indica un pico m�as a�lado. Un

valor de cero indica que el pico es similar al de una distribuci�on normal est�andard.

En teor��a de probabilidad puede mostrarse que la sucesi�on in�nita de momentos �1; �2;

�3; : : :, salvo en casos muy excepcionales, determina por completo la distribuci�on de pro-

babilidad de una v.a. Por esto los momentos son importantes instrumentos en desarrollos

te�oricos en probabilidad y estad��stica9. Dos variables aleatorias con distribuciones distintas,

en general no tienen los mismos momentos. Pero si coinciden entre s�� en los primeros momen-

tos, digamos del primero al cuarto o quinto, estas dos distribuciones son cualitativamente

bastante parecidas. Con esta interpretaci�on, los momentos son caracter��sticas descriptivas

de una distribuci�on de probabilidad sobre R. Con respecto a la analog��a anunciada, relativa

al escenario de polic��as y ladrones, la comparaci�on es la siguiente.

� Para dar una descripci�on gr�a�ca de un individuo, podemos recurrir a una fotograf��a.

Para dar una descripci�on gr�a�ca de una distribuci�on de probabilidad, podemos recurrir

a una gr�a�ca de su funci�on de densidad.

9No ser�a tema de estudio del presente curso, pero aqu�� se puede mencionar de paso que otro de los

instrumentos poderosos que existen en teor��a de probabilidad para especi�car una medida de probabilidad

PX (aparte del empleo de funciones de densidad, como hemos visto), es mediante el uso de cierta funci�on

llamada funci�on generadora de momentos (fgm). La fgm proporciona un modo de especi�car momentos, y

por lo tanto, distribuciones de probabilidad. Un ejemplo: la fgm de la densidad exponencial (Ejemplo 5.4),

es m(t) = �=(� � t); y puede veri�carse que el primer momento es dm(t)=dtjt=0; que el segundo momento

es d2m(t)=dt2jt=0; y as�� sucesivamente.
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� Aunque no tengamos una fotograf��a, podemos pretender describir a un individuo con

otros m�etodos, porque podemos hacer alusi�on a una in�nidad de caracter��sticas f��sicas:

su edad, su estatura, su complexi�on, su peso, el color de su piel, el color de su cabello,

el tipo de cabello, la longitud de su cabello, el color de sus ojos, etc. Para describir una

distribuci�on de probabilidad, podemos hacer alusi�on a una in�nidad de caracter��sticas:

�1; �2; �3; : : :

� Entre m�as grande sea la lista de caracter��sticas f��sicas a las que uno haga alusi�on acerca

de un individuo, m�as precisa ser�a la descripci�on del mismo. Podemos llegar hasta el

detalle de longitud de las pesta~nas, circunferencia del dedo gordo del pie derecho,

di�ametro del iris del ojo izquierdo, longitud de la u~na del dedo ��ndice, y aun m�as, si

se quisiera. Entre m�as grande sea la lista de momentos a las que uno haga alusi�on

acerca de una distribuci�on de probabilidad, m�as precisa ser�a la descripci�on de la misma.

Podemos llegar hasta el detalle de �122; �123; �124, y aun m�as, si se quisiera.

� Con s�olo unas pocas descripciones f��sicas, por ejemplo, edad, estatura, peso, y color de

piel, podemos llegar a una muy buena idea de c�omo es un individuo. Prueba de ello

es que estas son de las primeras caracter��sticas que se le preguntan a los testigos en

la escena de un delito. Con s�olo unos pocos momentos, por ejemplo, �X , �
2, , y �,

podemos llegar a una muy buena idea de c�omo es una distribuci�on de probabilidad.

Prueba de ello es que estos momentos son de los primeros que se reportan en los

paquetes computacionales de estad��stica, y aun en muchas calculadoras de bolsillo.

� La longitud de las pesta~nas, circunferencia del dedo gordo del pie derecho, di�ametro

del iris del ojo izquierdo, y longitud de la u~na del dedo ��ndice, sin duda me dicen algo

acerca del individuo, pero no mucho. Los momentos �122; �123; �124, sin duda me dicen

algo acerca de la distribuci�on de probabilidad, pero no mucho.

� >Para obtener una descripci�on general de un individuo, qu�e preferir��a usted, que le

dijeran peso y estatura, o que le dijeran di�ametro del iris y circunferencia del dedo

gordo? >Para obtener una descripci�on general de una distribuci�on de probabilidad,

qu�e preferir��a usted, que le dijeran �X y �
2
X , o que le dijeran �872 y �4125?
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� Una descripci�on de un individuo basada solamente en su estatura, es muy pobre, por no

decir raqu��tica. Una descripci�on de una distribuci�on de probabilidad basada solamente

en su valor esperado, es muy pobre, por no decir raqu��tica10.

5.7 Algunas interpretaciones probabil��sticas de algunos momentos

Al margen de las interpretaciones f��sicas mencionadas anteriormente para los momentos,

existen en teor��a de probabilidad numerosos resultados acerca de propiedades anal��ticas de

los momentos. Mencionamos en esta secci�on algunos de los m�as importantes en cursos

introductorios.

5.7.1 La desigualdad de Chebychev

Un resultado que involucra a la media y a la desviaci�on est�andard de una variable aleatoria

con una aseveraci�on en t�erminos de una probabilidad, es el siguiente. Note la generalidad al

respecto del teorema, ya que no se involucran mayores detalles acerca de PX excepto por los

valores de su media y su desviaci�on est�andard. A �nal de cuentas es un resultado que habla

de una propiedad muy general que tiene cualquier PX .

Teorema 5.3 (Desigualdad de Chebychev) Si X es una variable aleatoria con media

�X y desviaci�on est�andard �X <1, entonces

P (jX � �X j � r �X) �
1

r2
; 8r > 0:

Equivalentemente,

P (jX � �X j < r �X) � 1�
1

r2
; 8r > 0:

10Una muy, muy buena pregunta es entonces: >por qu�e en la pr�actica la gente hace precisamente �esto? Es

decir, >por qu�e, cuando confrontados ante una variable aleatoria, oimos mucho decir en noticias, revistas,

medios publicitarios, y conversaciones cotidianas, cosas tales como \el promedio de longevidad del mexicano

es hoy 72 a~nos" o \la temperatura m�axima para ma~nana ser�a de un promedio de 27 grados" o \la vida

nominal de un foco incandescente de 40 Watts es 1000 horas"?
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Demostracin: Supongamos que X es una v.a. continua con densidad fX . Entonces

�2X = E(X � �X)2 =
Z 1

�1
(x� �X)2fX(x) dx =Z

fx j (x��X)2�r2�2Xg
(x� �X)2fX(x) dx+

Z
fx j (x��X)2<r2�2Xg

(x� �X)2fX(x) dx �Z
fx j (x��X)2�r2�2Xg

(x� �X)2fX(x) dx �
Z
fx j (x��X)2�r2�2Xg

r2�2X fX(x) dx =

r2�2XP ((X � �X)2 � r2�2X) = r2�2XP (jX � �X j � r�X):

Al dividir la desigualdad �2X � r2�2XP (jX��X j � r�X) entre r2�2X , se obtiene la desigualdad

de Chebychev. Si X es discreta, la demostraci�on es similar.

Note que la interpretaci�on que da este resultado es que la probabilidad de encontrar X

lejos de �X es peque~na. Esto quiz�as dota de signi�cado al empleo de la palabra \esperado"

en el t�ermino valor esperado. En particular, tomando r = 2, encontramos que P (jX��X j <

2�X) � 1 � 1=22 = 3=4, es decir, que para cualquier variable aleatoria, por lo menos 75%

de la masa de probabilidad de X se encuentra concentrada sobre el intervalo �X � 2�X . De

paso, tambi�en se con�rma una interpretaci�on de �X como medida de dispersi�on, pues si este

valor crece, entonces el intervalo mencionado es de longitud mayor.

Ejemplo 5.55 Longevidad de un foco incandescente. El empaque de un foco de

40W a�rma que la \vida nominal" del mismo es de 1000 horas. Supongamos que

esto se interpreta como un modo velado de decir que si X es la longevidad de

un foco seleccionado al azar, que 1000 es �X : Es decir, que el empaque no nos

dice m�as que el primer momento de X: Ser��a poco realista que el fabricante|al

darse cuenta que somos conocedores de teor��a de probabilidad|incluyera en su

empaque informaci�on para determinar la densidad fX , lo cual ser��a sumamente

interesante. La �nalidad ser��a dotarnos de informaci�on para poder nosotros cal-

cular, por ejemplo, la probabilidad de que el foco se funda antes de alcanzar 500

horas como P (X < 500) =
R 500
0
fX(x) dx, la probabilidad de que dure m�as de

1500 horas como P (X > 1500) =
R1
1500

fX(x) dx, o bien cualquier otra probabili-

dad relacionada con X: Sin embargo, supongamos que el fabricante nos hubiera
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facilitado, si no la densidad fX , por lo menos un momento de segundo orden, y

que nos hubiera informado adem�as que la desviaci�on est�andard es �X = 30 ho-

ras. Podemos imaginarnos que la leyenda en el empaque dir��a algo as�� como \vida

nominal: 1000 horas; variaci�on nominal: 30 horas". En tal caso, por lo menos

podr��amos obtener algo de informaci�on a trav�es de la Desigualdad de Chebychev:

P (jX � 1000j < 3 � 30) � 1� 1=32;

es decir, P (910 < X < 1090) � :8888: Este ejemplo muestra que con s�olo dos mo-

mentos, podemos comenzar a hacer alguna aseveraci�on acerca de la distribuci�on

de X, cosa que no hubiera podido hacerse11 si s�olo contaramos con �X :

5.7.2 La ley de los grandes n�umeros

El siguiente resultado es de mucha importancia en la teor��a de probabilidad y estad��stica, y

provee de una interpretaci�on probabil��stica al valor esperado de una variable aleatoria. Es un

ejemplo de un resultado l��mite en teor��a de probabilidad, en el sentido de que se incorpora en

la hip�otesis una sucesi�on de variables aleatorias. Desde el punto de vista de la materia que

nos ocupa|probabilidad y estad��stica|la consideraci�on de sucesiones de variables aleatorias

adquiere relevancia porque las observaciones emp��ricas de un fen�omeno aleatorio (es decir,

los datos), se pueden concebir matem�aticamente como una sucesi�on de v.a.'s. Tambi�en

es un primer resultado que establece una propiedad acerca de un promedio de variables

aleatorias. Antes debe formularse lo que signi�ca el que dos o m�as variables aleatorias sean

independientes, lo cual se fundamenta en el concepto de independencia mutua para eventos

(ver De�nici�on 4.3). Aunque la de�nici�on formal de independencia parece a primera vista ser

muy aparatosa, el signi�cado de que variables aleatorias sean independientes es muy simple:

11Si nos atrevemos a suponer que la longevidad de un foco sigue la densidad exponencial, y si nos dicen

que �X = 1000; entonces la densidad de hecho estar��a dada por

fX(x) = 1(0;1)(x)
1

1000
e�x=1000:

Esto a su vez determinar��a que �X fuese en realidad 1000; en lugar del valor de 30 que se emple�o

hipot�eticamente en el ejemplo.

79



que la ocurrencia de una o varias de ellas no afecta la probabilidad de ocurrencia de ninguna

de las dem�as. Por ejemplo, si X y Y son dos variables aleatorias independientes, entonces

P (X > 5 j Y � 4) = P (X > 5), o m�as generalmente, P (X 2 A j Y 2 B) = P (X 2 A).

La de�nici�on siguiente la inclu��mos s�olo para ilustrar c�omo se matematiza este concepto.

Durante este curso, la independencia ser�a m�as bien una suposici�on que ata~ne a la modelaci�on,

m�as que un concepto que tenga que demostrarse. Es decir, si el contexto de un problema

indica que los valores que tomen algunas variables NO inuyen sobre las probabilidades

de eventos relacionados con las dem�as, las variables son independientes \por decreto", y

entonces por suposici�on de modelaci�on, cumplir��an la siguiente de�nici�on.

De�nicin 5.40 (Independencia entre variables aleatorias) Se dice que las variables

aleatorias en una sucesi�on X1, X2, : : : son independientes, si para toda sucesi�on de n�umeros

reales x1; x2; : : :, los eventos X1 � x1, X2 � x2, . . . son independientes. Es decir, para toda

colecci�on �nita de m ��ndices diferentes j1, j2, : : :, jm, se cumple

P (Xj1 � xj1 ; Xj2 � xj2 ; : : : ; Xjm � xjm) = P (Xj1 � xj1)P (Xj2 � xj2) � � �P (Xjm � xjm):

Teorema 5.4 (Ley de los grandes n�umeros) Sea X1, X2, : : : una sucesi�on de variables

aleatorias independientes, cada una con la misma densidad12 fX . Suponga que para una

funci�on13 g : R! R, se cumple VAR(g(X)) <1. Entonces, 8" > 0,

lim
n!1

P

 
j 1
n

nX
i=1

g(Xi)� E(g(X))j > "
!
= 0:

En lo anterior, el s��mbolo lim es como en c�alculo (se trata del l��mite de una sucesi�on

de probabilidades), y el s��mbolo E(g(X)) es como en la De�nici�on 5.6.1. La condici�on

VAR(g(X)) <1 es una condici�on t�ecnica que es requerida para poder demostrar el teorema.

Veremos la demostraci�on en cap��tulo posterior, a prop�osito de distribuciones muestrales; en

12A una sucesi�on X1, X2, : : : de variables aleatorias independientes e id�enticamente distribuidas se le llama

sucesi�on i.i.d. (tambi�en en ingl�es, de independent and identically distributed).
13Medible.
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ella aparecer�a el uso de la Desigualdad de Chebychev. Lo importante por ahora es la inter-

pretaci�on del resultado: lo que dice es que el promedio de variables aleatorias independientes

converge al valor esperado, pues no importa cu�an tan peque~na sea la constante ", la proba-

bilidad se va a cero. Se utiliza la siguiente notaci�on abreviada para denotar la convergencia

se~nalada en la LGN:
1

n

nX
i=1

g(Xi)
P! E(g(X)),

concepto que en teor��a de probabilidad se llama convergencia en probabilidad. Notemos que,

con acuerdo en la notaci�on que hemos establecido, que j 1
n

Pn
i=1 g(Xi) � E(g(X))j > " es el

evento f! 2 
 : j 1
n

Pn
i=1 g(Xi(!))�E(g(X))j > "g. Tomando varios casos particulares para

g, se obtiene la siguiente colecci�on de ejemplos. En todos ellos, supondremos que la se trata

de una sucesi�on X1, X2, : : : de variables aleatorias independientes, cada una con la misma

densidad fX :

Ejemplo 5.56 Si g(x) = x, la LGN dice que

1

n

nX
i=1

Xi
P! �X :

Notemos que este resultado dota de inmediato de otra interpretaci�on al valor esperado

�X = E(X), pues �este coincide con el valor al cual converge un promedio in�nito de variables

aleatorias.

Ejemplo 5.57 M�as generalmente, si g(x) = xk, la LGN dice que

1

n

nX
i=1

Xk
i

P! E(Xk):
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Ejemplo 5.58 Si A es un conjunto boreliano, y si g(x) = 1A(x), entonces la

LGN dice que
1

n

nX
i=1

1A(Xi)
P! E(1A(X)):

Sin embargo, notemos que (si fX es densidad continua)

E(1A(X)) =

Z 1

�1
1A(x) fX(x) dx = PX(A) = P (X 2 A)

(ver De�nici�on 5.4). Por otra parte,

1

n

nX
i=1

1A(Xi) =
n�umero de veces que Xi 2 A

n
:

Es decir, lo que LGN est�a diciendo en realidad es

n�umero de veces que Xi 2 A
n

P! P (X 2 A);

lo cual no es otra cosa m�as que la de�nici�on cl�asica o frecuentista de probabilidad.

Ejemplo 5.59 Como caso particular del anterior, si g(x) = 1(�1;y](x), entonces

obtenemos
1

n

nX
i=1

1
(�1;y]

(Xi)
P! P (X � y):

De�nicin 5.41 (Funci�on de distribuci�on) En teor��a de probabilidad, a P (X � y)

visto como funci�on de y, se le llama funci�on de distribuci�on acumulada (fda), o simple-

mente funci�on de distribuci�on, de la variable aleatoria X. Se le denota por FX(y). Note

que si X tiene densidad fX , entonces FX(y) =
R y
�1 fX(x) dx en el caso continuo

14, y

FX(y) =
P

x�y fX(x) en el caso discreto. Correspondientemente, a la cantidad aleatoria

1
n

Pn
i=1 1(�1;y]

(Xi) se le llama funci�on de distribuci�on emp��rica (fde). Note que la fde no es

m�as que la proporci�on de veces que un dato no excede el valor y.

14Note adem�as, que en este caso, debido al teorema fundamental del c�alculo, se cumple fX(x) =
d
dxFX(x).

82



Note que una cosa es la distribuci�on de X (denotada por PX , una medida de probabilidad

sobre B) y otra cosa distinta es la funci�on de distribuci�on de X (una funci�on de R a R). La

relaci�on que hay entre ambos conceptos es PX((�1; x]) = FX(x) 8x 2 R.

Ejemplo 5.60 Considere el experimento de lanzamiento de tres monedas, y sea

X =n�umero de �aguilas observadas de los tres lanzamientos. La fda de la variable

aleatoria X es :

FX (x) =

8>>>>>>>>><>>>>>>>>>:

0; si �1 < x < 0

1
8

si 0 � x < 1
1
2

si 1 � x < 2
7
8

si 2 � x < 3

1 si 3 � x <1

:

En general, si X es una variable aleatoria discreta, entonces la fda ser�a una

funci�on escalonada no decreciente con saltos en x de magnitud P (X = x).

Ejemplo 5.61 SiX tiene densidad exponencial fX(x) = �e
��x, entonces FX(y) =

1� e��y (use c�alculo para veri�car).

Ejemplo 5.62 Si X es una variable aleatoria discreta sobre S, con densidad fX ,

tomando g(x) = 1fsg(x) para s 2 S, la LGN nos dice

1

n

nX
i=1

1fsg(Xi)
P! P (X = s) = fX(s):

Ejemplo 5.63 Si X es una variable aleatoria continua, y a; b 2 R son tales que

a < b, entonces la LGN nos dice

1

n

nX
i=1

1
(a;b)
(Xi)

P! P (X 2 (a; b)) =
Z b

a

fX(x) dx:
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M�as adelante durante el curso, al tocar el tema de estad��stica descriptiva, veremos que

1
n

Pn
i=1 1fsg(Xi) y

1
n

Pn
i=1 1(a;b)(Xi) se llaman histogramas, y que la gra�caci�on de estos objetos

como funci�on de s o de (a; b), proporciona un instrumento �util para determinar la naturaleza

de la distribuci�on de una variable aleatoria X. Vale la pena tocar un ejemplo donde la

conclusi�on de la LGN no se cumple, a manera de entender la relevancia de las suposiciones

que intervienen. La observaci�on importante que debe hacerse es que no cualquier promedio

de variables aleatorias converge al valor esperado de ellas:

Ejemplo 5.64 Considere X1 una variable aleatoria con distribuci�on uniforme

en (0; 1): Ahora t�omese X2 = X1, X3 = X1, X4 = X1, etc. Es claro que to-

das las variables tienen la misma distribuci�on uniforme sobre (0; 1); con media

1=2, y con varianza 1=12 < 1, pero NO son independientes (>por qu�e?). En-

tonces se obtendr��a 1
n

Pn
i=1Xi =

1
n
(nX1) = X1: Tomemos " = 1=4, usemos la

densidad uniforme para calcular una probabilidad, y notaremos entonces que

P
�
j 1
n

Pn
i=1Xi � E(X)j > "

�
= P (jX1 � 1=2j > 1=4) = 1=2; y que esta probabi-

lidad, siendo constante, NO converge a 0.

Ejemplo 5.65 Integraci�on de Monte Carlo. La LGN justi�ca cierta t�ecnica

t��picamente vista en m�etodos num�ericos, para integrar una funci�on. Un ejem-

plo sencillo es el siguiente. Sea g : (0; 1) ! R una funci�on integrable dada,

y supongamos que interesa calcular num�ericamente el valor de
R 1
0
g(x) dx: Sea

X una v.a. con densidad fX que es uniforme en (0; 1): Entonces E(g(X)) =R 1
0
g(x) fX(x) dx =

R 1
0
g(x) dx: Con ello, si en la computadora se genera una

sucesi�on X1, X2, : : :, Xn i.i.d. de uniformes, la LGN dice que 1
n

Pn
i=1 g(Xi)

resultar�a ser aproximadamente igual a
R 1
0
g(x) dx:
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5.8 Momentos muestrales

De�nicin 5.42 (Momentos muestrales) Si X1, X2, : : :, Xn es una colecci�on de variables

aleatorias, y k 2 N, a la variable aleatoria 1
n

Pn
i=1X

k
i se le llama k-�esimo momento muestral.

Se denota por �̂k. La variable aleatoria
1
n

Pn
i=1(Xi� �̂1)k se llama k-�esimo momento central

muestral, y se donota por �̂0k.

Notemos que un momento �k es un n�umero (igual a E(X
k)), mientras que un momento

muestral, �̂k, es una variable aleatoria. Notemos adem�as que lo que dice la LGN (Ejemplo

5.7.2) es entonces, que si X1, X2, : : :, Xn son independientes y todos con distribuci�on PX ,

que los momentos muestrales convergen en probabilidad a los momentos, es decir,

�̂k
P! �k; 8k 2 N: (5.4)

Otra observaci�on importante, especialmente para �nes de estad��stica matem�atica, es que

mientras que los momentos �k s�� dependen de PX , los momentos muestrales NO dependen

de PX . Dependen s�olo de los datos, X1, X2, : : :, Xn, y una vez observados los datos, se

puede calcular �̂k.

De�nicin 5.43 (Media muestral) El primer momento muestral, recibe el nombre de

media muestral. Se le denota indistintamente por �̂1, por �̂X o �X. Note que el primer

momento muestral no es otra cosa que la llamada media aritm�etica de los datos X1, X2, : : :,

Xn.

De�nicin 5.44 (Varianza muestral) El segundo momento central muestral recibe el

nombre de varianza muestral, denotada por �̂2, o en ocasiones por s2, o por S2: Es decir,

�̂2 =
1

n

nX
i=1

(Xi � �X)2:

De�nicin 5.45 (Desviaci�on est�andard muestral) La desviaci�on est�andard muestral,

denotada por �̂, o en ocasiones por s, o por S, se de�ne como la ra��z cuadrada positiva de

la varianza muestral.
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5.9 Funci�on generatriz de momentos

(Material pendiente de transcribir a notas)

5.10 Ejercicios

1. Considere la variable aleatoria X con distribuci�on uniforme sobre (0; 1). Veri�que

expl��citamente que la desigualdad de Chebychev para r = 3 se cumple, mediante el

c�alculo de P (jX � �X j � 3�X) y su comparaci�on con la cota 1=3
2. Note que como

parte del ejercicio, antes deben encontrarse los valores de �X y �X .

2. Considere la variable aleatoria X con distribuci�on de Poisson con par�ametro � =

1, es decir, con densidad dada por fX(x) = e�1=x! para x = 0; 1; : : : . Veri�que

expl��citamente que la desigualdad de Chebychev para r = 4 se cumple, mediante el

c�alculo de P (jX � �X j � 4�X) y su comparaci�on con la cota 1=4
2. Note que como

parte del ejercicio, antes deben encontrarse los valores de �X y �X .

3. Veri�que que la funci�on de distribuci�on de una variable aleatoria est�a dada por FX(x) =8<:
P

t�x f (t) ; si X es variable aleatoria discretaR x
�1 f (t) dt; si X variable aleatoria continua

:

4. Muestre que �̂2 = 1
n

Pn
i=1X

2
i � ( �X)2. Compare con el Ejercicio 11.

5. Demuestre, usando la LGN, que la media muestral converge a la media, y que la

varianza muestral converge a la varianza.

6. Integraci�on de Monte Carlo. Todos los lenguajes de programaci�on de alto nivel, por

ejemplo C, incluyen una funci�on que proporciona n�umeros aleatorios. La funci�on

t��picamente se llama RND, o RANDOM, etc., y de ordinario generan v.a.'s indepen-

dientes con distribuci�on uniforme sobre (0; 1). Adopte su funci�on integrable favorita so-

bre (0; 1), para la cual s�� pueda calcular te�oricamente la integral, por ejemplo g(x) = ex,

o g(x) = sin(x). Escriba un programa de computadora que genere n n�umeros aleato-

rios, y que calcule 1
n

Pn
i=1 g(Xi), para veri�car entonces que este valor se acerca aR 1

0
g(x) dx. La m�axima funcionalidad de un m�etodo num�erico se aprecia cuando la in-

tegral es dif��cil de obtener te�oricamente, por ejemplo cuando g(x) = x2esin(x) log(x+1).
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7. Veri�caci�on emp��rica de la LGN, y de la desigualdad de Chebychev, usando un pro-

grama de c�omputo.

(a) Escriba un programa que genere n n�umeros aleatorios con distribuci�on uniforme

en (0; 1), y que calcule el promedio muestral y la varianza muestral. Veri�que,

ejecutando varias veces el programa, que aunque en cada simulaci�on se generan

distintos n�umeros aleatorios (cuide que cada vez que se corra, que var��e la semilla

del generador de n�umeros aleatorios), que siempre suceder�a que la media muestral

se acerca a 1=2 y que la varianza muestral se acerca a 1=12. Ejecute el programa

para diversos valores ascendentes de n, y observe lo que ocurre a medida que �estos

aumentan.

(b) Haga lo mismo que en el inciso (a), con el siguiente cambio: en lugar de generar

uniformes en (0; 1), genere variables con distribuci�on normal est�andard (suponiendo

que el lenguaje de programaci�on que usted maneja tambi�en tiene un generador

de normales). Veri�que que la media muestral se acerca a 0 y que la varianza

muestral se acerca a 1.

(c) Genere n n�umeros aleatorios con distribuci�on uniforme sobre (0; 1), y calcule la

proporci�on de veces que dichos n�umeros se alejan del valor 1=2 en una distancia

mayor que 1=
p
12. Compare con la cota predicha por la desigualdad de Cheby-

chev.

8. Describa de manera cualitativa, el tipo de densidad de probabilidad que podr��a pro-

ponerse para las siguientes situaciones (diga por ejemplo, si es continua o discreta, cu�al

ser��a su soporte, su forma gen�erica, etc.):

(a) el tiempo que tarda un cliente en pasar por una caja en una tienda de autoservicio.

(b) el n�umero de autom�oviles que pasan por una caseta de cobro entre las 9 y 10 de la

ma~nana.
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(c) el n�umero de veces que enciende un foco antes de fundirse.

(d) el tiempo que dura un foco encendido antes de fundirse.

9. Muestre que el operador valor esperado es lineal, es decir, que E(a+ bX) = a+ bE(X),

para constantes a; b 2 R.

10. Muestre que el valor esperado de una v.a. constante, es la misma constante (tome

g(x) = c).

11. Muestre que la varianza de una v.a. puede calcularse como �2 � (�1)2, es decir,

VAR(X) = E(X2)� (E(X))2.

12. Muestre que la varianza de una v.a. constante es cero.

13. Considere un modelo de probabilidad donde 
 = fa; b; c; d; eg; con P (fag) = P (fbg) =

P (fcg) = :1; P (fdg) = :4; y P (feg) = :3:De�na la variable aleatoriaX comoX(a) = 0;

X(b) = 2; X(c) = 3; X(d) = 4; y X(e) = 5:

(a) Encuentre y gra�que la funci�on de densidad de X; fX(x):

(b) Calcule el valor esperado de X:

(c) Calcule la varianza de X:

(d) Calcule el tercer momento de X:

14. Considere la funci�on f(x) = 1
2
x1(0;1](x) +

1
2
1(1;2](x)� 1

2
(x� 3)1(2;3](x):

(a) Veri�que que f(x) es una funci�on de densidad para una variable aleatoria continua,

X:

(b) Calcule P (X < 1
2
):

(c) Calcule P (X > 3
2
):

(d) Calcule P (1 < X < 2):

15. Suponga que se sabe que 10% de una cierta poblaci�on de individuos es zurda. Se

examinar�a una muestra independiente de 50 individuos de esta poblaci�on. Sea X el

n�umero de zurdos en esta muestra.
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(a) Diga cu�al es la distribuci�on de X:

(b) Encuentre los valores de E(X) y VAR(X):

(c) Calcule la probabilidad de encontrar en la muestra a lo m�as 2 zurdos.
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6 Familias de distribuciones

En este cap��tulo haremos un breve recuento de algunas distribuciones de probabilidad, que

son importantes en un curso introductorio tal como el que nos ocupa. Cabe mencionar

que existen tomos enteros15 que versan sobre distribuciones de probabilidad, y que �estos

pueden llegar a un grado de especializaci�on muy, muy espec���co. Por ejemplo, distribuciones

discretas de conteo, distribuciones multivariadas, distribuciones para extremos, distribu-

ciones de \colas pesadas", distribuciones que surgen como l��mites de promedios de variables

aleatorias, y distribuciones discretas, por mencionar algunas. El grado de especializaci�on

es tal, que tambi�en existen tomos enteros (libros16) acerca de una sola distribuci�on. La

raz�on por la que es posible llegar a tal grado de especializaci�on, es que en torno a una

sola distribuci�on de probabilidad, existen much��simas cuestiones relativas a la misma. Por

ejemplo, su g�enesis (es decir, la justi�caci�on de d�onde y por qu�e surge como distribuci�on de

probabilidad), sus propiedades matem�aticas (incluyendo momentos, aproximaciones, rela-

ciones con otras distribuciones, funciones generadoras de momentos, etc.), extensiones a

vectores aleatorios, m�etodos de simulaci�on num�erica, estimaci�on de par�ametros, etc. Re-

cientemente, hasta en el WWW existen p�aginas dedicadas a las distribuciones de probabi-

lidad. Explore, por ejemplo, http://www.anesi.com/poisson.htm y/o http://www.stat.

berkeley.edu/users/stark/Java/ProbCalc.htm.

Hemos visto que para determinar una distribuci�on de probabilidad PX para una variable

aleatoria X, uno de los recursos que existen es el empleo de funciones de densidad|sean

15Algunos ejemplos disponibles en la biblioteca son: Dictionary and Classi�ed Bibliography of Statistical

Distributions in Scienti�c Work, G.P. Patil, M.T. Boswell, S.W. Joshi, et al., International Co-operative

Publishing House, 1984; Continuos Univariate Distributions, N.L. Johnson, S. Kotz, and N. Balakrishnan,

John Wiley, 1994; Univariate Discrete Distributions, N.L. Johnson, S. Kotz, and A.W. Kemp, John Wiley,

1992; Symmetric Multivariate and Related Distributions, K. Fang, S. Kotz, K. Wang, Chapman and Hall,

1990.
16Ejemplos disponibles en la biblioteca: The Multivariate Normal Distribution, Y.L. Tong, Springer-Verlag,

1990; Generalized Poisson Distributions: Properties and Applications, P.C. Consul, Marcel Dekker, 1989;

Properties of Estimators for the Gamma Distribution, K.O. Bowman, and L.R. Shenton, Marcel Dekker,

1988; The Inverse Gaussian Distribution: Theory, Methodology, and Applications, R.S. Chhikara, and J.L.

Folks, 1989.
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de tipo discreto o continuo. Naturalmente, entonces ser�a usual que para describir una la

distribuci�on PX de una variable aleatoria X, que se anote la forma que tiene la densidad

de probabilidad. Es importante recordar que lo que est�a permitiendo a �nal de cuentas una

densidad de probabilidad, es el c�alculo de PX(B) para cualquier conjunto de Borel, B, a

manera de hacer viable la utilizaci�on del espacio de probabilidad (R;B; PX).

Es posible, como en todos los casos que se abarcan en este cap��tulo, que se hable de \una"

densidad cuando en realidad se trata de varias. Por ejemplo de \la densidad Poisson" cuando

en realidad de lo que se trata es de una familia de distribuciones, dada por e���x=x!. Esto

es, hay una densidad de Poisson para cada valor � > 0. Correspondientemente, para cada

valor de �, hay una PX distinta. Hablamos entonces de familias param�etricas. El par�ametro

puede ser unidimensional, como en la Poisson, bidimensional, como en la familia normal, o

de mayor dimensi�on a�un.

En lo que sigue, el formato que se procurar�a seguir es: la de�nici�on de la densidad, la

indicaci�on de los valores posibles de los par�ametros, notaci�on espec���ca para la familia, la

media y la varianza de la distribuci�on, y comentarios generales acerca de situaciones t��picas

en las que surge y se utiliza cada distribuci�on.

Notacin 6.1 Cuando una variable aleatoria X tenga una distribuci�on PX de�nida a trav�es

de una funci�on de densidad fX , escribimos X � fX , que se lee \X tiene densidad fX" o en

corto, \X es fX". M�as a�un, si la densidad fX pertenece a alguna familia param�etrica como

las que veremos a continuaci�on, es posible que exista una notaci�on espec���ca para denotar

a la familia. Por ejemplo, la familia Poisson tiene densidades dadas por e���x=x!, y en tal

caso escribiremos X � Poisson(�), o X � Poisson(4), si se trata de una variable aleatoria

Poisson espec���ca (aquella que corresponde a � = 4). Tambi�en se puede emplear X � PX

directamente, no habiendo ambig�uedad porque una densidad determina PX y viceversa. Por la

misma raz�on, tambi�en podemos emplear X � FX , donde FX es una funci�on de distribuci�on.

La raz�on por la que se estudian de manera espec���ca las distribuciones de probabili-

dad, es que uno desea armarse de un arsenal de modelos probabil��sticos para aplicar a una

situaci�on surgida en la pr�actica. En el arte de modelaci�on de fen�omenos aleatorios, es nece-

sario estar familiarizados con una gran variedad de modelos de probabilidad, con el objeto de
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poder proponer modelos matem�aticos sensatos que describan la aleatoriedad de un fen�omeno.

Para poder postular un modelo, es naturalmente necesario conocer las propiedades te�orico-

matem�aticas de las distribuciones. Por otra parte, es importante se~nalar que por muy grande

que sea el arsenal de distribuciones que conozcamos a fondo, nunca podremos agotar la to-

talidad de las distribuciones de probabilidad posibles, por lo que es necesario contar tambi�en

con conocimiento matem�atico s�olido para profundizar en alguna distribuci�on previamente

desconocida para nosotros, as�� como para veri�car si un modelo de probabilidad parece ser

sustentado o no por datos en una situaci�on espec���ca. Por ello, las bases que se obtienen

en el estudio de teor��a de probabilidad son tambi�en relevantes para las aplicaciones. En la

Secci�on 6.3 veremos algunas herramientas|que son ciencia, en el sentido de ser resultados

matem�aticos|auxiliares en el arte de modelaci�on matem�atica de fen�omenos aleatorios.17

17Lo que se dice en el p�arrafo anterior, tiene una analog��a muy directa con el arte de la aplicaci�on de la

medicina, y la formaci�on profesional que recibe un m�edico durante su carrera. El m�edico aprende, en las

aulas de una facultad de medicina, la etiolog��a (causas de las enfermedades) y la prognosis (la evoluci�on de los

s��ntomas) de una gran cantidad de enfermedades. Ante un paciente con ciertos s��ntomas, el m�edico hace una

evaluaci�on y propone un cuadro que explica los s��ntomas, lo cual se llama el arte de realizar el diagn�ostico de

la enfermedad. Una vez hecho el diagn�ostico correcto, el tratamiento es otra cuesti�on, totalmente diferente,

y m�as parecida a ser ciencia (aunque puede haber una componente de arte en esto tambi�en). Es bien posible

que los s��ntomas no los conozca previamente el m�edico. Para ello, el m�edico tambi�en recibe instrucci�on en

�siolog��a, en anatom��a, en histolog��a, en patolog��a, en bioqu��mica y otras �areas de conocimiento m�edico-

te�orico que le permiten relacionar los s��ntomas con otras enfermedades. Para ser un m�edico competente, el

m�edico debe ser capaz de cultivar un arte, con el auxilio de la ciencia (conocimientos te�oricos, tecnolog��a para

an�alisis cl��nicos, im�agenes tomogr�a�cas, etc.). El diagn�ostico es de�nitivamente un arte. Si fuera ciencia, no

existir��an los m�edicos, porque existir��a en su lugar un software automatizado al que uno pudiera alimentar

s��ntomas para obtener un diagn�ostico, y por ende, un tratamiento. La modelaci�on matem�atica tambi�en es

un arte. Si fuera ciencia, existir��a un gran teorema que nos dir��a en todo momento y para cualquier situaci�on

en la pr�actica, cu�al es el modelo matem�atico apropiado para resolver todo problema.

Es muy interesante notar que un m�edico no aprende a ejercer su arte exclusivamente en el aula, sino que

durante su formaci�on profesional reside un a~no entero en un hospital atendiendo casos|es decir, tratando

pacientes|bajo supervisi�on de m�edicos experimentados. En analog��a, la formaci�on ideal de un matem�atico

aplicado, deber��a incluir en alg�un momento la incorporaci�on de numerosos casos de estudio, lo cual desafor-

tunadamente est�a lejos de ser est�andar en carreras de matem�aticas. Ser��a dif��cil sostener que un estudiante

de medicina puede aprender el arte de curar pacientes, mediante el aprendizaje exclusivo de anatom��a, des-

cripciones de metodolog��a quir�urgica, y farmacolog��a. Para la disciplina de estad��stica aplicada, la situaci�on
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an�aloga ser��a pretender que un estudiante aprenda a resolver problemas estad��sticos planteados por otros,

ense~n�andole teor��a de probabilidad, inferencia estad��stica, y numerosos m�etodos estad��sticos, exclusivamente.

Imag��nense que un m�edico aprendiera acerca de �ulceras de la siguiente manera. En un libro de texto, y

sentado en un aula de clase, lee un libro de texto acerca de lo que son las �ulceras, sus caracterizaciones, sus

causas, sus efectos, los tratamientos adecuados, y la sintomatolog��a que se asocia con ellas. Hacia el �nal del

cap��tulo, viene en el libro de texto un ejercicio que dice:

\Suponga que un paciente se queja de s��ntomas de ardor estomacal, que una radiograf��a

muestra ...(t�erminos m�edicos), que un an�alisis (t�erminos m�edicos)... resulta positivo en ... (m�as

t�erminos m�edicos). Indique el tratamiento que es indicado para este caso."

Claramente, es un ejercicio que contribuye poco a la formaci�on de un m�edico en su preparaci�on para

la vida profesional. En la vida real, llegar�a a su consultorio un paciente con un problema de salud; no

habr�a personaje alguno que le diga \Suponga...", y tampoco un personaje que le diga cu�ales pruebas cl��nicas

espec���cas ensayar. El m�edico tendr�a que desarrollar una capacidad para hacer suposiciones por s�� mismo,

validarlas por diversos medios t�ecnicos con�rmatorios, y luego hacer una integraci�on de su conocimiento

m�edico para resolver el problema de su paciente. Esta habilidad va m�as all�a de la medicina.

Similarmente, una educaci�on en matem�aticas, en la que un cap��tulo se estudie, por ejemplo, regresi�on

lineal simple, y que al �nal se incluya un problema del siguiente estilo:

\Suponga que X es el tiempo de secado de un proceso industrial y que Y es la dureza del

material terminado. Ajuste un modelo de regresi�on lineal a los siguientes datos. Construya

un intervalo de con�anza 95% para el valor esperado de la dureza obtenida tras 30 minutos de

secado.",

no contribuye m�as que de manera ��n�ma a la formaci�on de un matem�atico en el arte de modelaci�on

matem�atica. Simplemente ejercita un aspecto mecanicista de una t�ecnica estad��stica; no constituye una

aplicaci�on cierta de la estad��stica matem�atica. En la vida real, llegar�a a su despacho un cliente con un pro-

blema matem�atico; no habr�a personaje alguno que le diga \Suponga" y tampoco un personaje que le diga

cu�al modelo matem�atico ensayar. El matem�atico tendr�a que desarrollar una capacidad para hacer suposi-

ciones por s�� mismo, validarlas por diversos medios t�ecnicos con�rmatorios, y luego hacer una integraci�on

de su conocimiento matem�atico para resolver el problema de su cliente. Esta habilidad va m�as all�a de la

matem�atica.

En resumen, la aplicaci�on de las matem�aticas es un arte, y es muy dif��cil ense~nar un arte en la demarcaci�on

del aula de clases; debe complementarse con una exposici�on intensa e intencional, a una variedad de problemas
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6.1 Distribuciones discretas

6.1.1 Distribuci�on uniforme (discreta)

De�nici�on Si S = fx1; : : : ; xng es un conjunto �nito de R, decimos que X tiene distribuci�on

uniforme sobre S si fX(xi) = 1=n, 8i.

Par�ametros Los par�ametros son los n�umeros x1; : : : ; xn, y n.

Notaci�on X � Unif(x1; : : : ; xn).

Momentos � = 1
n

Pn
i=1 xi, �

2 = 1
n

Pn
i=1 x

2
i � ( 1n

Pn
i=1 xi)

2.

Comentarios Surge en experimentos de urnas, ruletas, loter��as, etc. En el caso particular

S = f1; 2; 3; : : : ; ng entonces hay un solo par�ametro, n.

6.1.2 Distribuci�on binomial

De�nici�on fX(x) =
�
n
x

�
px(1� p)n�x, para x = 0; 1; 2; : : : ; n.

reales, as�� como a los due~nos de los mismos. En el CIMAT, en fechas recientes, se ha formalizado el concepto

de un laboratorio. Existen actualmente tres: de estad��stica, de matem�aticas aplicadas, y de computaci�on.

El objetivo es proporcionar instancias que concentran y resuelven problemas de matem�aticas provenientes

del exterior, y que eventualmente, los alumnos puedan exponerse a ellos, y participar en su soluci�on bajo

supervisi�on.

Lo anterior lo ofrezco como visi�on muy personal de lo que deber��a ser una educaci�on integral en

matem�aticas, m�as aun cuando uno de los per�les terminales de la carrera sea la posibilidad de ser con-

tratado, como matem�atico, en diversas instituciones (es decir, para ejercer matem�aticas aplicadas). La

raz�on por la cual durante el presente curso introductorio he enfatizado tambi�en aspectos no-matem�aticos

(es decir, relacionados con el arte de modelaci�on) es que pienso que es �util estar expuestos a ellos desde

temprano para entender el papel que juegan los modelos matem�aticos en la soluci�on de problemas. Estoy

convencido que esto dota de una visi�on m�as amplia para el estudio posterior de temas matem�aticos, aunque

�estos pertenezcan al �ambito de matem�aticas puras. Esto es particularmente cierto en el �area de probabilidad

y estad��stica, pues es muy f�acil adquirir la visi�on de que la probabilidad y estad��stica es un conjunto grande

de recetas, que no tienen conexiones entre s��. Por ejemplo, muchos de ustedes han manifestado conocer

lo que son los histogramas, y c�omo se construyen. Pero estoy casi seguro que pocos me podr��an explicar

para qu�e sirven los histogramas, y c�omo pueden ser �estos instrumentales en la soluci�on de un problema

estad��stico/probabil��stico.
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Par�ametros n = 1; 2; : : : ; 0 � p � 1.

Notaci�on X � Bin(n; p).

Momentos � = np, �2 = np(1� p).

Comentarios Surge de contar en n�umero de �exitos en un experimento binomial, que consiste

en n repeticiones independientes de un experimento Bernoulli, es decir, aquel en el cual

hay s�olo dos resultados posibles, llamados �exito y fracaso, y siendo p la probabilidad de

obtener un �exito (ver Ejemplo 5.1). Cuando n = 1, la distribuci�on resultante se llama

distribuci�on de Bernoulli, y se denota X � Ber(p). Note entonces que si X � Ber(p),

E(X) = p y VAR(X) = p(1 � p). Note que para la distribuci�on binomial, siempre se

tiene �2 � �.

6.1.3 Distribuci�on Geom�etrica

De�nici�on fX(x) = p(1� p)x, para x = 0; 1; 2; : : :.

Par�ametros 0 < p � 1.

Notaci�on X � Geom(p).

Momentos � = 1�p
p
, �2 = 1�p

p2
.

Comentarios Surge de contar el n�umero de fracasos antes de obtener el primer �exito en un

experimento binomial, donde p es la probabilidad de obtener un �exito (si se obtiene un

�exito en el primer ensayo, el n�umero de fracasos es cero). Note que para la distribuci�on

geom�etrica, siempre se tiene � � �2. En algunos textos y paquetes de c�omputo, se le

llama distribuci�on geom�etrica a la densidad fX(x) = p(1 � p)x�1 para x = 1; 2; : : :, lo

cual corresponde a contar el n�umero de ensayos antes de obtener el primer �exito en un

experimento binomial. Esto no debe causar confusi�on.

6.1.4 Distribuci�on de Poisson

De�nici�on fX(x) = e
���x=x!, para x = 0; 1; 2; : : :.
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Figura 4: Sim�eon Denis Poisson (1781{1840)

Par�ametros � > 0. El par�ametro � en ocasiones se llama la intensidad de la distribuci�on

de Poisson18.

Notaci�on X � Poisson(�), o X � P(�)

Momentos � = �, �2 = �.

Comentarios Surge en situaciones en las que se cuenta el n�umero de eventos que suceden

en intervalos en la l��nea o en el tiempo, en la super�cie, o en el espacio, que tienen

ciertas caracter��sticas, como son:

� Que se est�a contando el n�umero de eventos que suceden en un �area (o intervalo de

tiempo, o volumen) determinada.

� Que la probabilidad de que suceda un evento sobre un �area muy peque~na, es tambi�en

muy peque~na. En este sentido, en ocasiones se asocia a la densidad de Poisson con el

estudio de \eventos raros".

18Ver biograf��a en www.maths.tcd.ie/pub/HistMath/People/Poisson/RouseBall/RB Poisson.html
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Figura 5: Densidades de Poisson para distintos valores del par�ametro �

� Que en un mismo lugar (o en el mismo tiempo), no pueden suceder m�as de uno solo

de los eventos que se est�an contando.

� Que si se duplica el tama~no de la super�cie (intervalo de tiempo, etc.), entonces se

duplica la probabilidad de registrar ah�� un evento.

La densidad de Poisson tiene m�ultiples aplicaciones en comunicaciones (n�umero de lla-

madas que se reciben en un conmutador telef�onico en un intervalo de tiempo), resistencia de

materiales (n�umero de �suras que aparecen al azar en tramos, super�cies, o vol�umenes de ma-

teriales), astronom��a (n�umero de supernovas en un sector del universo), medicina (n�umero de

afectados por una epidemia en un radio determinado), radioactividad (n�umero de part��culas

captadas por un contador Geiger), meteorolog��a (n�umero de celdas de tormentas el�ectricas

sobre un �area determinada), etc.
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Note que para una distribuci�on de Poisson, siempre se tiene que � = �2. Otra propiedad

importante de esta distribuci�on es que si X1 � Poisson(�1) y X2 � Poisson(�2) siendo X1 y

X2 independientes, entonces X1 +X2 � Poisson(�1 + �2).

6.2 Distribuciones continuas

6.2.1 Distribuci�on uniforme (continua)

De�nici�on fX(x) =
1
b�a1(a;b)(x), para x 2 R.

Par�ametros �1 < a < b <1.

Notaci�on X � U(a; b)

Momentos � = a+b
2
, �2 = (b�a)2

12
.

Comentarios Cuando a = 0 y b = 1, la distribuci�on resultante se llama uniforme est�andar,

y es la que de ordinario se simula en los lenguajes de programaci�on con funciones

de generaci�on de n�umeros aleatorios. Una raz�on por la que la distribuci�on uniforme

est�andar es muy importante, es porque a partir de ella se pueden simular n�umeros

aleatorios con cualquier otra distribuci�on.

6.2.2 Distribuci�on exponencial

De�nici�on fX(x) = �e
��x1(0;1)(x), para x 2 R.

Par�ametros � > 0.

Notaci�on X � exp(�).

Momentos � = 1
�
, �2 = 1

�2
.

Comentarios Surge en problemas de tiempos de falla, con�abilidad, y supervivencia, es

decir, en el an�alisis de tiempos hasta que ocurra una falla (donde \falla" puede ser

que se descomponga una m�aquina, que recaiga o muera un paciente, que se sufra

un accidente que requiera cobertura por parte de una compa~n��a aseguradora, que

arribe un cliente a un negocio, etc.). Para esta densidad, la funci�on de distribuci�on es
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FX(x) = 1 � e��x. Una peculiaridad de esta distribuci�on es que cumple la propiedad

de carencia de memoria, que es P (X > x+ hjX > x) = P (X > h). Note adem�as que

la distribuci�on exponencial cumple � = �.

6.2.3 Distribuci�on normal

De�nici�on fX(x) =
1p
2��
e�

1
2
(x��

�
)2 , para x 2 R.

Par�ametros �1 < � <1, � > 0.

Notaci�on X � N(�; �). Precauci�on: algunos textos usan N(�; �2), por lo que si vemos

escrito N(2; 4), debemos aclarar si 4 es � o es �2.

Momentos Los s��mbolos usados en la parametrizaci�on anterior no son incidentales. Resulta

que la media es precisamente �, y que la desviaci�on est�andar es �, es decir, que la

varianza es �2.

Comentarios Cuando � = 0 y � = 1, la densidad resultante se llama normal est�andard. La

distribuci�on normal es protagonista en un teorema importante de teor��a de probabili-

dad y estad��stica, que se llama el Teorema del L��mite Central (TLC), que se ver�a en un

cap��tulo siguiente. El TLC hace que la distribuci�on normal adquiera importancia por

s�� sola, pero surge tambi�en de manera natural en muchos problemas, como por ejem-

plo, errores de medici�on. La funci�on de distribuci�on normal est�andard, denotada de

manera especial por �, est�a dada por �(x) = 1p
2�

R x
�1 e

� 1
2
y2 dy. Esta integral no puede

resolverse expl��citamente, por lo cual deben emplearse m�etodos num�ericos o tablas de

probabilidades normales. La distribuci�on normal tiene numerosas propiedades te�oricas,

entre las que se encuentran las siguientes:

� Si X � N(�; �), entonces a+ bX � N(a+ b�; �b).

�

Si X � N(�; �), entonces X � �
�

� N(0; 1): (6.5)

� La densidad normal es de forma acampanada, sim�etrica alrededor de �.

� La densidad normal tiene puntos de inexi�on en �� �, y un m�aximo en �.
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� Si X � N(�; �), entonces P (� � 2� � X � � + 2�) = :9544 (aprox. 95%), y

P (�� 3� � X � �+3�) = :9974 (aprox. 99%). Recuerde que la Desigualdad de

Chebychev garantiza que dichas probabilidades son por lo menos :7500 y :8888,

respectivamente.

Uso de tablas La densidad normal no tiene una forma cerrada, expl��cita, para la inte-

gral
R b
a
fX(x) dx. Debido a que la distribuci�on normal es de suma importancia, casi

cualquier libro de texto incluye entre sus ap�endices por lo menos una Tabla de Dis-

tribuci�on Normal Est�andard. Se trata de valores tabulados de la funci�on �(x) =R x
�1

1p
2�
e�

1
2
y2 dy sobre una ret��cula de valores de x. Es decir, se trata de la funci�on

de distribuci�on de una variable aleatoria normal est�andard, Z. Esta tabla es �util para

cualquier densidad normal, debido a la propiedad (6.5). Por ejemplo, si X � N(�; �),

y se desea hallar el valor de P (a � X � b), entonces la tabla para � es �util notando

que P (a � X � b) = P (a��
�
� X��

�
� b��

�
) = P (a��

�
� Z � b��

�
) = �( b��

�
)� �(a��

�
).

Por supuesto, que con los avances tecnol�ogicos, el uso de tablas impresas tambi�en

tiende a caer en desuso, porque las computadoras cuentan con funciones que calculan

num�ericamente muchas distribuciones; sin embargo es interesante el percibir el valor

hist�orico que tuvo el empleo de tablas (logar��tmicas, trigonom�etricas, probabil��sticas)

en el desarrollo de la humanidad.

6.2.4 Distribuci�on Gumbel

De�nici�on La funci�on de distribuci�on es FX(x) =
R x
�1 fX(y) dy = exp(�e

�x��
� ), lo cual da

lugar a que la funci�on de densidad es fX(x) =
1
�
exp

�
�x��+�e�

x��
�

�

�
, para x 2 R.

Par�ametros �1 < � <1, � > 0.

Notaci�on X � Gumbel(�; �).

Momentos � = �+ �, donde  = :577216, �2 = �2�2

6
.

Comentarios Esta es una de las distribuciones que surgen en el estudio de extremos, que

tiene aplicaci�on en problemas donde el concepto relevante es el de una variable aleatoria
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que es un m�aximo. Por ejemplo, niveles m�aximos de mareas, velocidades m�aximas

de viento, precipitaciones m�aximas, etc. La teor��a de extremos es una rama de la

probabilidad y la estad��stica que tiene que ver con las propiedades matem�aticas de

dichas variables aleatorias. En esta teor��a se demuestra que (asint�oticamente), s�olo

existen tres distribuciones capaces de modelar extremos, y la Gumbel es una de ellas.

Las otras dos se llaman Frechet y Weibull.

6.2.5 Distribuci�on log-normal

De�nici�on fX(x) =
1

x
p
2��
expf�(ln x� �)2=2�2g1(0;1)(x), para x 2 R.

Par�ametros �1 < � <1, � > 0.

Notaci�on X � lnN(�; �).

Momentos E(X) = exp(�+ 1
2
�2), VAR(X) = exp(2�+ 2�2)� exp(2�+ �2).

Comentarios El nombre log-normal proviene de la siguiente propiedad: si X � lnN(�; �),

entonces ln(X) � N(�; �). Esta distribuci�on surge en problemas de mediciones de

concentraciones de alguna substancia contaminante, as�� como para describir tama~nos

(por ejemplo, tama~nos de piedrecillas en el lecho de un r��o, meteoritos, alturas de

�arboles, etc.).

6.2.6 Distribuci�on Weibull

De�nici�on fX(x) =
k
�

�
x
�

�k�1
e�(x=�)

k
1(0;1)(x), para x 2 R.

Par�ametros k > 0, � > 0.

Notaci�on X �Weibull(k; �).

Momentos E(X) = ��(1 + 1=k), VAR(X) = �2�(1 + 2=k)� �2.

Comentarios En las expresiones para momentos, � es la funci�on gamma de�nida por �(z) =R1
0
e=ttz�1 dt: Dicha funci�on cumple que al evaluarla en un n�umero natural n, se cumple

�(n) = (n� 1)!:El par�ametro k se llama de forma, y el par�ametro � se llama de escala.
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Cuando k = 1; se obtiene la distribuci�on exponencial. Esta distribuci�on se utiliza

en teor��a de supervivencia y con�abilidad, es decir, para modelar situaciones donde

la variable aleatoria de inter�es es un tiempo de espera. Tambi�en se utiliza en teor��a

de valores extremos. Ha tenido aplicaciones en muy diversas disciplinas, tales como

ingenier��a, meteorolog��a, actuar��a, hidrolog��a, y f��sica.

6.3 Ajuste de distribuciones

6.3.1 Notas sobre el proceso de modelaci�on

Es esta secci�on comenzaremos a preparar el camino hacia la realizaci�on de inferencia es-

tad��stica. Supongamos que estamos estudiando una variable aleatoria X, y que nos interesa

hacer a�rmaciones acerca de alguna probabilidad, por ejemplo P (X > 50), es decir, a�r-

maciones acerca de su distribuci�on, PX . Si PX fuese conocida, no hay nada que hacer, ya

que simplemente podr��a calcularse PX((50;1)) de primera intenci�on. Sin embargo, si PX
se desconoce, entonces habr��a que establecer PX mediante la exploraci�on de una muestra

de observaciones de valores aleatorios de X, digamos X1, X2, : : :, Xn. En esta secci�on

supondremos que los n valores emp��ricos de una variable aleatoria ya han sido observados.

Veremos algunas herramientas �utiles para comenzar a dilucidar cu�al puede ser la naturaleza

de PX . Este ser�a el primer paso en la modelaci�on probabil��stica de X. El siguiente paso,

y el m�as dif��cil, es la cuanti�caci�on acerca de la incertidumbre que uno acarrea en torno a

las a�rmaciones que hagamos en relaci�on a PX que resulta por no conocer PX con certeza,

y por ende tampoco podemos hacer la a�rmaci�on con entera certeza.

La primera noci�on a reconocer es la de un modelo estad��stico, cuya de�nici�on matem�atica

es elemental:

De�nicin 6.46 (Modelo estad��stico) Un modelo estad��stico es una colecci�on de distribu-

ciones de probabilidad. En lenguaje de teor��a de conjuntos, si P es el universo de todas las

distribuciones posibles para X; un modelo estad��stico es un subconjuntoM� P :

Si bien la de�nici�on matem�atica de modelo estad��stico es sumamente elemental, debe

reexionarse sobre el papel que juega M en la tarea de realizar inferencia estad��stica. El
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modelo estad��sticoM es el punto de partida, y se debe elegir de tal manera que contenga a

la distribuci�on desconocida, PX : Representa entonces una restricci�on del conjunto P sobre

el cual se considerar�an candidatos para PX . En este tema es relevante entonces la siguiente

noci�on:

De�nicin 6.47 (Error de especi�caci�on) Si PX es la distribuci�on de los datos, y PX =2M,

decimos que en el proceso de modelaci�on se ha cometido error de especi�caci�on.

Notar queM = P yM = fPg, donde P es una �unica distribuci�on de probabilidad dada,

son elecciones v�alidas y extremas de modelo estad��stico. Es claro que si se eligieraM = P ,

entonces nunca se cometer��a error de especi�caci�on, mientras que si M = fPg; entonces

siempre se cometer��a error de especi�caci�on (a menos de que P = PX , una elecci�on demasiado

fortuita dado que el problema de inferencia estad��stica est�a planteado precisamente porque

NO conocemos PX). Es evidente que entonces hay alguna raz�on por la cual uno no siempre

realiza la elecci�on M = P , y que alguna ventaja implica reducir el modelo estad��stico a

un conjunto menor. La raz�on radica en que entre m�as grande seaM, m�as incierta ser��a la

conclusi�on inferida a partir de datos, ya que PX tendr��a m�as posibilidades. Pero entre m�as

chico se eligeM, m�as posible es cometer error de especi�caci�on. Este \toma y daca" entre

imprecisi�on de inferencia y error de especi�caci�on ilustra que la idea a conseguir en la pr�actica

es entonces: elegirM lo m�as chico posible sin que se cometa error de especi�caci�on. As��, el

modelo estad��stico tiene la interpretaci�on de recoger todo lo que uno pueda conocer acerca

de la distribuci�on de probabilidad PX , para luego utilizar los datos para realizar inferencia

dentro de un subconjunto espec���co.

Ejemplo 6.66 Supongamos que se est�a estudiando la variable aleatoria X; donde

X es el n�umero de clientes que ingresan a una tienda departamental en una hora.

Si bien la distribuci�on exacta de X puede no conocerse del todo, s�� hay algunas

caracter��sticas generales que podemos a�rmar respecto a PX . Por ejemplo, sabe-

mos sin lugar a dudas que X toma valores enteros positivos, y que se trata de una

variable aleatoria discreta. As��, exclu��mos de inmediato la colecci�on entera de

distribuciones continuas para X, y aun para las discretas, se descartan aquellas
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cuyo soporte incluya tambi�en enteros negativos. Esto en s�� mismo constituye ya

una restricci�on del conjunto P . Una restricci�on aun mayor, es considerar que X

es una distribuci�on de Poisson, conclusi�on a la que podr��a llegarse si el contexto

dicta que los axiomas de la Secci�on 6.1.4 son posibles. En tal caso, podr��amos

decir X � Poisson(�), y entonces el modelo estad��stico ser��aM = fP (�)j� > 0g;

donde P (�) representa la distribuci�on de Poisson con par�ametro �.19

El ejemplo anterior toca de manera directa la siguiente importante noci�on:

De�nicin 6.48 (Modelo estad��stico param�etrico) Si X es una variable aleatoria con

una densidad (discreta o continua) de probabilidad perteneciente a alguna familia param�etrica,

denotaremos por � al par�ametro, y usaremos la notaci�on gen�erica f(x; �) para denotar a la

densidad de X que depende de �; para � en un conjunto �. Si convenimos en identi�car una

distribuci�on con una densidad de probabilidad, entonces el conjunto M = ff(x; �)j� 2 �g

recibe el nombre de modelo estad��stico param�etrico, y � se llama el espacio param�etrico.

Ejemplo 6.67 Si X � Bin(n; p), entonces � = (n; p) y f(x; �) =
�
n
x

�
px(1�p)n�x;

y � = N � [0; 1]. Podemos escribir entonces un modelo estad��stico como M =

19Mediante otra analog��a, podemos explicar de mejor manera este concepto de \toma y daca" entre

di�cultad para inferencia y error de especi�caci�on: Un polic��a ministerial est�a investigando un delito. Se trata

de un proceso inherentemente inferencial, pues con base en pistas (llam�emosle datos, X) �el est�a tratando

de encontrar una explicaci�on a los hechos observados. Su objetivo primordial es encontrar al culpable

(llam�emosle PX), y para ello lo primero que hace es restringir su b�usqueda a una subcolecci�on de sospechosos

(llam�emosle M). Por ejemplo, si testigos de los hechos declaran que el delincuente era var�on, de unos 25

a~nos de edad, y de complexi�on robusta, esta descripci�on autom�aticamente restringe el conjunto de sospechos

posibles y descarta a otros (mujeres, y personas fuera de ese rango de edad). Su labor se restringe a buscar

entre sospechosos que cumplan esas caracter��sticas. Es claro que si su conjunto de sospechosos es demasiado

amplio, su labor de investigaci�on es correspondientemente m�as dif��cil. Pero si su conjunto de sospechosos es

demasiado peque~no, el polic��a ministerial corre gran riesgo de cometer error de especi�caci�on. Un error de

especi�caci�on claro se dar��a si el delincuente es adolescente y �el restringe su b�usqueda a adultos mayores.

As��, la investigaci�on �optima procede cuando el conjunto de sospechosos es lo m�as chico posible sin cometer

error de especi�caci�on. La elecci�onM = P corresponde en esta analog��a a que la investigaci�on abarca todos

los habitantes del pa��s.
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ff(x; �)j� 2 �g: Note que dependiendo de la situaci�on, el par�ametro � puede ser

unidimensional, o multidimensional.

Un modelo param�etrico es entonces un subconjunto de P que es representable mediante

un sistema de r�otulos (�), cuya variaci�on a lo largo de un conjunto (�), genera M (una

especie de curva en P generada por el par�ametro �). Un modelo no-param�etrico ser��a un

subconjunto que no es posible representar de esta manera. Se tratar��a de un subconjunto que

por su complejidad, no admite de una representaci�on simpli�cada, y en este sentido un no-

param�etrico es m�as \grande" que un param�etrico. Conclusi�on: los modelos no-param�etricos

surgen cuando uno quiere protegerse contra el que un modelo param�etrico cometa error de

especi�caci�on. Pero a cambio, un modelo no-param�etrico introducir��a mayor incertidum-

bre en la inferencia. Un modelo estad��stico bien puede ser un subconjunto de medidas

de probabilidad que no pueda describirse por una familia param�etrica, y en estos casos se

habla de estad��stica no-param�etrica. Lo que este t�ermino en general signi�ca es t�ecnicas

para analizar datos que no requieren de suponer una forma gen�erica espec���ca (tal como un

modelo param�etrico) sino que son v�alidos bajo condiciones m�as generales.

La primera pregunta natural que alguien pudiera formular acerca de este proceso, es c�omo

saber cu�al modelo estad��stico espec���co considerar para representar el fen�omeno X: En gen-

eral, no existe un procedimiento universal que logre el objetivo de identi�car correctamente

talM. Su determinaci�on resulta de aplicar varios criterios por parte del modelador de datos,

que toman en cuenta el contexto del problema, algunas consideraciones te�oricas, experiencia

previa, retroalimentaci�on, y hasta instintos (ver Ejemplo 6.3.1). Cualquier modelo estad��stico

(de hecho, cualquier modelo matem�atico) que pretenda representar una situaci�on dada ser�a

a �nal de cuentas una propuesta por parte del modelador, y el grado de aproximaci�on que

logre el modelo podr��a ser adecuado para un objetivo e inadecuado para otro.

Con relaci�on a modelos estad��sticos, motivados por el hecho de que una distribuci�on

de probabilidad PX no se conoce plenamente, a continuaci�on se describe una clasi�caci�on

ilustrativa por medio de ejemplos, de situaciones en las cuales existen diversos grados de

\desconocimiento" de PX , y por lo tanto, diversos grados de especi�caci�on deM:

1. Modelo estad��stico �nito. Aunque no muy com�un, esta ser��a una situaci�on en la cual
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se conociera por alg�un motivo que PX radica en una colecci�on �nita de distribuciones.

Un ejemplo es una f�abrica que cuenta con dos m�aquinas para producir tornillos de

di�ametro X, una que produce art��culos bajo una distribuci�on P1 (conocida) y la otra

bajo distribuci�on P2 (conocida). Si se obtiene una muestra de X y no se conoce cu�al

m�aquina produjo X; lo que s�� se sabr��a es que PX 2M =fP1; P2g:

2. La familia s�� es conocida; el valor espec���co del par�ametro no lo es. Esta situaci�on s�� es

muy com�un. Ocurre cuando por alg�un motivo, s�� se conoce la clase de densidades que

son factibles (otra vez, ver Ejemplo 6.3.1). Hay dos motivos principales por los cuales

uno podr��a conocer dicha clase:

(a) Por contexto directo. Un ejemplo es un experimento binario, en el cual uno elige

al azar una persona y X es un indicador de masculino-femenino o de derecho-

zurdo. En esta situaci�on claramente una distribuci�on para X es Bernoulli, pero el

par�ametro p = P (X = 1) no es conocido. Surgen muchos otros ejemplos de esta

situaci�on en problemas de muestreo o de conteo. Las distribuciones geom�etrica,

binomial, y uniforme t��picamente ocurren bajo este contexto.

(b) Por contexto y una consideraci�on te�orica. Un ejemplo es alguna situaci�on que

por contexto pudiera dar lugar a un experimento Poisson (n�umero de clientes

que entran a un comercio, o n�umero de fallas de maquinaria en un intervalo

de tiempo). En este caso se puede adoptar tentativamente la familia Poisson por

razones te�oricas (si alguien no conociera los axiomas que dan lugar a una densidad

de Poisson no podr��a dar con esta argumentaci�on). Un segundo ejemplo es adoptar

una familia de distribuciones de extremos si el contexto de los datos es observar

m�aximos o m��nimos de alguna variable aleatoria (si alguien no conociera teor��a de

extremos, tampoco podr��a dar con esta propuesta). Esta situaci�on tambi�en abarca

las situaciones en las que se pudiera involucrar a un probabilista te�orico para

�nes de estudiar las propiedades te�oricas del mecanismo que produce datos. Por

ejemplo, en �nanzas hay procesos aleatorios cuyas propiedades distribucionales

pueden calcularse usando suposiciones elementales.

3. La familia no es conocida, pero se adopta de una familia param�etrica (obviamente,
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el valor del par�ametro posible tambi�en se desconoce). Esta situaci�on tambi�en es fre-

cuente en la pr�actica. Cuando el an�alisis del contexto no permite proponer familias

espec���cas, la opci�on es recurrir a modelos estad��sticos basados �unicamente en consid-

eraciones emp��ricas. Es decir, el argumento para defenderlos radica en que un proceso

de validaci�on produce a�nidad entre datos observados y modelo propuesto. Un ejemplo

t��pico es cuando se adopta un polinomio en an�alisis de regresi�on; el polinomio puede

no tener signi�cado f��sico, pero de cualquier forma se adopta para �nes de analizar si

los datos son explicables con ese polinomio.

4. La familia no es conocida, y no hay a�nidad con alg�un modelo param�etrico (ni siquiera

emp��ricamente). Esta situaci�on representa el grado de desconocimiento acerca de la

distribuci�on de X m�as extremo. Un ejemplo ilustrativo es el caso en que X es el error

cometido por un instrumento de medici�on. Quiz�as no hay condiciones para suponer un

modelo param�etrico espec���co (tal como la familia normal) pero s�� las hay para suponer

densidades sim�etricas. Las densidades sim�etricas son tan numerosas y generales, que

no admiten una representaci�on param�etrica.

6.3.2 Histogramas

Los histogramas son instrumentos gr�a�cos �utiles en la exploraci�on de posibles densidades

para una variable aleatoria X. Consideraremos los dos casos para X, discreta y continua:

Si X1, X2, : : :, Xn son realizaciones de una variable aleatoria discreta, entonces existe un

conjunto S = fx1; : : : ; xmg sobre el que estas realizaciones toman valores (m � n). Por la

LGN (ver Ejemplo 5.7.2), la cantidad

fn(x) =
# de Xi que fueron iguales a x

n

converge a P (X = x) = fX(x), sin importar cu�al sea la densidad deX ni que la conozcamos o

no. El histograma es simplemente la gr�a�ca de fn(x) como funci�on de x 2 S. El histograma

puede verse entonces como una gr�a�ca aproximada de la funci�on de densidad de X, fX .

Note que el histograma no depende de ninguna forma postulada para la densidad de X.

S�olo depende de las observaciones X1, X2, : : :, Xn. Es decir, para dibujar un histograma, no
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importa cu�al sea la densidad de X; �esta no interviene en su construcci�on, y por lo tanto no

tiene relevancia el que no la conozcamos.

Si X1, X2, : : :, Xn son realizaciones de una variable aleatoria continua, entonces la idea

anterior no es practicable porque para una continua,

# de Xi que fueron iguales a x

n

siempre converger�a a 0 para cualquier valor de x. Sin embargo, si en lugar de puntos aislados

pensamos en intervalos, la situaci�on es diferente. Supongamos que las observaciones suceden

sobre alg�un intervalo I = (a; b]. Sean a = a0 < a1 < � � � < ak = b n�umeros que determinan

una partici�on del intervalo I, en el siguiente sentido: I = [ki=1(ai�1; ai]. La partici�on es

regular, si ai � ai�1 es constante, es decir, que la partici�on consiste de sub-intervalos de la

misma longitud. Aunque puede construirse un histograma para una partici�on irregular, lo

m�as usual es que se haga sobre una partici�on regular. Por la LGN (ver Ejemplo 5.7.2), si

a < b la cantidad

fn(a; b) =
# de Xi que cayeron en el intervalo (a; b]

n

converge a P (X 2 (a; b]) =
R b
a
fX(x) dx, sin importar cu�al sea la densidad de X ni que la

conozcamos o no. El histograma es una gr�a�ca de una funci�on escalonada sobre el intervalo

I, dibujada de tal modo que el �area de un rect�angulo sobre el sub-intervalo (ai�1; ai] es

igual a fn(ai�1; ai). El histograma puede verse entonces como una gr�a�ca aproximada de la

funci�on de densidad deX, fX , en el sentido de abarcar �areas similares sobre los sub-intervalos

(ai�1; ai].

Note, similarmente, que el histograma en el caso continuo no depende de ninguna forma

postulada para la densidad de X. S�olo depende de las observaciones X1, X2, : : :, Xn.

S�� depende de algunas elecciones arbitrarias, que son, el n�umero de subintervalos, k, y la

partici�on sobre el intervalo I. Si se acuerda que la partici�on sea regular, entonces, lo que

queda por establecer en la pr�actica, es s�olo determinar el valor de k. Lo que queremos es que

el histograma nos sea informativo en cuanto a la posible naturaleza de PX . Si k es demasiado

peque~no, el histograma tendr�a un aspecto demasiado burdo para ser informativo, y si k es

demasiado grande, entonces el histograma tendr�a un aspecto demasiado rugoso como para
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recoger aspectos relevantes (muchos subintervalos estar��an vaci�os, por lo que fn ser�a 0). Con

la experiencia, se adquiere un don para determinar el n�umero k. Entre mayor sea n, mayor

puede y debe ser k. Una regla emp��rica es tomar k = log2(n), aunque no debe tornarse este

aspecto de selecci�on de k como un aspecto de vida o muerte (esta regla emp��rica prescribe

que para n = 1000 se tomen alrededor de k = 10 clases). Para lo que queremos emplear un

histograma, poca diferencia cualitativa habr�a entre hacer un histograma con 10 clases o con

12 clases.

En resumen, debido a la LGN, los histogramas proporcionan una primera fotograf��a

acerca de la distribuci�on PX . Su construcci�on y la convergencia que los avala no depende

de cu�al sea PX . Evidentemente, si n no es muy grande, por ejemplo n = 5, el concepto de

histograma debe tomarse con much��sima reserva, es decir, que no podemos otorgarle la misma

signi�cancia que cuando n fuera 200 o 1000. Podemos sin duda construir un histograma para

n = 5, pero la pregunta es, >tiene sentido? Los paquetes de c�omputo sin duda, si se les pide,

gra�car�an con bombos y platillos histogramas para n = 5, pero nuestro rol como analistas

de informaci�on deber�a tomar �estos con la debida reserva.

6.3.3 Estimaci�on por el m�etodo de momentos

Ahora, a diferencia de la secci�on anterior, supondremos que X1, X2, : : :, Xn tienen una den-

sidad descrita por alg�un modelo param�etrico, f(x; �). Es decir, supondremos que conocemos

que la densidad pertenece a la familia, y que lo �unico que nos hace falta por discernir es

el valor particular del par�ametro �. Un ejemplo sencillo que da lugar a esta situaci�on es la

siguiente. Suponga que se lanzar�a una moneda, y que X es la variable aleatoria que toma el

valor 1 si cae �aguila y 0 si cae sol.

Caso moneda balanceada En este caso, podemos sin duda postular que X � Ber(1=2),

ya que el ser balanceada signi�ca que P (X = 0) = P (X = 1) = 1=2, lo cual no es

m�as que la densidad Bernoulli con par�ametro 1/2. En este caso se conoce entonces

la distribuci�on de X. No es necesario invocar conceptos de observaci�on emp��rica. El

modelo de probabilidad (R;B; PX) est�a completo.

Caso moneda deforme Supongamos que la moneda ha sido distorsionada, por lo que la
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suposici�on de balanceada ha dejado de poderse sostener. Sabr��amos entonces que

P (X = 1) toma alg�un valor, digamos p, y que P (X = 0) ser��a 1 � p. Pero el valor

espec���co de p no necesariamente es 1=2. Lo que estamos diciendo, en otras palabras,

es X � Ber(p), donde p 2 [0; 1]. Un n�umero n de lanzamientos experimentales de dicha

moneda son variables aleatorias X1, X2, : : :, Xn � Ber(p). En este caso, conocemos

que la densidad de X pertenece a la familia Bernoulli, y lo �unico que nos hace falta por

discernir es el valor particular del par�ametro p. Para acabar de especi�car el modelo

de probabilidad (R;B; PX), hace falta entonces especi�car el valor de p.

El problema en general se llama problema de estimaci�on param�etrica. Con base en datos

X1, X2, : : :, Xn � f(x; �) deben encontrarse valores plausibles de �. Llamaremos un esti-

mador puntual de � a una funci�on �̂(X1, X2, : : :, Xn) de los datos X1, X2, : : :, Xn que tiene

por objeto aproximarse al valor desconocido de � (en alg�un sentido), sin importar cu�al sea

�este. El m�etodo de momentos es una de las t�ecnicas de uso general que pueden utilizarse para

este �n. Intuitivamente, consiste en igualar momentos muestrales con momentos te�oricos.

Supongamos que � es de dimensi�on T . Consideremos los momentos muestrales �̂01; : : : ; �̂
0
T .

Tambi�en pueden usarse momentos muestrales centrados, o alguna combinaci�on de centrados

y no-centrados. Ahora consideremos, dado que la familia f(x; �) est�a dada, las contrapartes

te�oricas de la distribuci�on, es decir, �01; : : : ; �
0
T . Notemos que las cantidades �01; : : : ; �

0
T

ser�an todas funci�on del par�ametro �, porque todas ellas son funci�on de f(x; �). Ahora

establezcamos el siguiente sistema de T ecuaciones con T inc�ognitas:

�̂01 = �
0
1

�̂02 = �
0
2

...

�̂0T = �
0
T :

A la soluci�on de este sistema, la llamaremos �̂, y recibe el nombre de estimador por el m�etodo

de momentos. Es importante notar que la soluci�on �̂ depende de los datos X1, X2, : : :, Xn;

depende de haber supuesto que la familia es f(x; �), pero no presupone conocer el valor de

�.
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Cuando T = 1, lo m�as usual es utilizar �̂01 y �
0
1 (es decir, medias). Cuando T = 2, lo m�as

usual o conveniente es usar �̂01, �̂2 y �
0
1, �2 (es decir, medias y varianzas). A continuaci�on,

algunos ejemplos.

Ejemplo 6.68 Densidad Bernoulli. En este caso, X � Ber(p), se tiene T = 1.

Los datos son una colecci�on X1, X2, : : :, Xn de ceros y unos al azar. La media

muestral es �̂01 =
1
n

Pn
i=1Xi y la media te�orica es �

0
1 = E(X) = p (recuerde

propiedades de la densidad Bernoulli). Haciendo el sistema (de una sola ecuaci�on)

�̂01 = �01 se obtiene directamente p̂ =
1
n

Pn
i=1Xi. Observe que el estimador

puntual de p por el m�etodo de momentos no es m�as que la proporci�on de veces

que la variable X toma el valor 1.

Ejemplo 6.69 Densidad de Poisson. Aqu�� tambi�en se tiene T = 1. Para la

familia Poisson, el valor esperado es �. Siendo el primer momento muestral

1
n

Pn
i=1Xi, obtenemos de inmediato �̂ =

1
n

Pn
i=1Xi.

Ejemplo 6.70 Densidad exponencial. De nuevo, T = 1. La media de una

exponencial es 1=�. Igualando esto con la media muestral, obtenemos la ecuaci�on

1=� = 1
n

Pn
i=1Xi, de donde se concluye �̂ = n=

Pn
i=1Xi.

Ejemplo 6.71 Densidad geom�etrica. El valor esperado de una geom�etrica con

par�ametro p es 1�p
p
. Igualando con el primer momento muestral, obtenemos

1�p
p
= 1

n

Pn
i=1Xi, de donde resolviendo por p obtenemos p̂ =

1
1+ 1

n

Pn
i=1Xi

.
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Ejemplo 6.72 Densidad normal. Aqu��, T = 2. El primer momento te�orico es �,

y la varianza es �2. El primer momento muestral es �X = 1
n

Pn
i=1Xi y la varianza

muestral es S2 = 1
n

Pn
i=1(Xi� �X)2. Haciendo el sistema de dos ecuaciones � = �X

y �2 = S2, y resolviendo, encontramos que �̂ = �X y que �̂ = S.

Ejemplo 6.73 Distribuci�on log-normal. Recuerde que para esta distribuci�on,

E(X) = exp(� + 1
2
�2), VAR(X) = exp(2� + 2�2) � exp(2� + �2). Hay dos

par�ametros (T = 2). Tomando media y varianza muestral, se plantea el siguiente

sistema de dos ecuaciones:

�X = exp(�+
1

2
�2)

S2 = exp(2�+ 2�2)� exp(2�+ �2):

La soluci�on a este sistema de ecuaciones proporciona

�̂ = �1
2
ln
S2 + �X2

�X2
+ ln �X

�̂ =

r
ln
S2 + �X2

�X2
:

Observe en todos los ejemplos que las soluciones al sistema de ecuaciones planteado por

el m�etodo de momentos, dependen de los datos X1, X2, : : :, Xn.

La raz�on por la cual el m�etodo de momentos proporciona un m�etodo justi�cable matem�aticamente,

radica en la LGN. En efecto, la LGN nos a�rma (ver convergencia (5.4)) que no importa

cu�al sea la densidad f(x; �) ni cu�al sea el valor particular del par�ametro �, que �̂0k
P! �0k.

Esto es lo que provoca que las soluciones al sistema de ecuaciones converjan a �, es decir,

�̂
P! �, 8�. Note que para que se cumpla esta convergencia, no es necesario conocer el valor

particular de �. Teniendo a la mano datos X1, X2, : : :, Xn, uno puede calcular �̂, y la LGN

entonces lo que me dice a �nal de cuentas es que a medida que crece n, que el valor de �̂ se

parecer�a a �.
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6.3.4 Estimaci�on por el m�etodo de m�axima verosimilitud

(Este concepto no le he transcrito a�un a las presentes notas. Por favor basarse en notas

tomadas en clase y/o ayudant��a para este tema.)

De�nicin 6.49 (Densidad ajustada) Si bajo la suposici�on X1, X2, : : :, Xn � f(x; �), �̂ es

el estimador por alg�un m�etodo (por ejemplo, momentos o m�axima verosimilitud), llamamos

a f(x; �̂) la densidad ajustada por los datos.

Note que si en efecto, X1, X2, : : :, Xn � f(x; �), entonces la densidad ajustada f(x; �̂)

converger�a a f(x; �). Pero si en realidad, la densidad de X es una, y para el m�etodo de

momentos considero una alternativa diferente, entonces el m�etodo de momentos no necesa-

riamente producir��a que la densidad ajustada se parezca a la densidad verdadera de X. Con

un ejemplo, ilustraremos esto expl��citamente.

Ejemplo 6.74 Error de especi�caci�on de un modelo. Supongamos que en la

realidad X1, X2, : : :, Xn � P(5), pero que yo al no saber esto cometo un error:

supongo que X1, X2, : : :, Xn � Geom(p). Es decir, las v.a.'s en la realidad

tienen densidad e�55x=x! mientras que yo estoy suponiendo que su densidad es

de la forma p(1 � p)x. Aplico el m�etodo de momentos tomando en cuenta esta

familia geom�etrica, y encuentro (ver Ejemplo 6.3.3) que el estimador para el

par�ametro p es p̂ = f1+ 1
n

Pn
i=1Xig�1. Por otra parte, por la LGN, sabemos que

1
n

Pn
i=1Xi ! 5, porque el valor esperado de las Xi en la realidad es 5, con lo que

p̂! f1 + 5g�1 = 1=6. Con esto, mi densidad ajustada p̂(1� p̂)x ! (1=6)(5=6)x,

lo cual como funci�on de x no se parece a la densidad real, e�55x=x!. Note que

si yo no hubiera cometido el error de especi�caci�on del modelo, es decir, que

mi suposici�on hubiera sido correcta en cuanto a que X1, X2, : : :, Xn � P(�)

para alguna �, entonces mi actitud con el m�etodo de momentos hubiera sido

entonces calcular el estimador (ver Ejemplo 6.3.3) como �̂ = 1
n

Pn
i=1Xi. En este

caso, tambi�en por la LGN, �̂ ! 5, y mi densidad ajustada e��̂�̂
x
=x! s�� hubiera

convergido a la densidad real, e�55x=x!.
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6.3.5 Comparaci�on gr�a�ca de histogramas con densidades ajustadas

Repasemos los dos conceptos importantes vistos en las secciones anteriores, para despu�es

pasar a ponerlas a trabajar juntas en la tarea de modelaci�on probabil��stica.

Primero, contamos con un instrumento gr�a�co llamado histograma, que cumple aproxi-

marse a la verdadera densidad de X, cualquiera que �esta sea. No depende de suponer nada

acerca de la naturaleza de la verdadera densidad de X. El histograma siempre converge a la

densidad real, sin depender de ninguna suposici�on al respecto de ella.

Segundo, un dispositivo llamado estimaci�on por el m�etodo de momentos, que produce una

densidad ajustada bajo la suposici�on espec���ca de una familia particular, f(x; �). Cuando

la suposici�on espec���ca es correcta, entonces la densidad ajustada ser�a muy parecida a la

densidad verdadera deX. Cuando la suposici�on espec���ca es incorrecta, entonces la densidad

ajustada no necesariamente es parecida a la densidad verdadera de X (ver Ejemplo 6.3.4).

Lo anterior sugiere el siguiente dispositivo, que se basa en un sencillo argumento de tipo

l�ogico. Supongamos que se observa una v.a. X cuya funci�on de densidad desconocemos.

Supongamos que se postula o se sospecha que una familia f(x; �) espec���ca es �util para

explicar la variaci�on de la v.a. X. Supongamos que se cuenta con una muestra X1, X2,

: : :, Xn de realizaciones emp��ricas de X, y que se realizan las siguientes dos actividades: se

construye un histograma, y se calcula una densidad ajustada por el m�etodo de momentos

basada en la familia f(x; �). Ahora se comparan el histograma, y la densidad ajustada.

Si estas dos gr�a�cas tienden a coincidir, entonces la interpretaci�on es que la familia pos-

tulada est�a siendo efectiva para explicar la densidad de X, es decir, que no hay causa para

sospechar que he cometido error de especi�caci�on. La l�ogica es: dado que densidad ajustada

se parece a histograma, entonces densidad ajustada se parece a densidad real (porque his-

tograma siempre se parece a densidad real), entonces no hay error agrante de especi�caci�on

(porque si lo hubiera, dif��cilmente se hubiera dado el parecido entre histograma y densidad

ajustada).

Por otra parte, si histograma y densidad ajustada resultaran ser visiblemente diferentes,

entonces la interpretaci�on ser��a que la postulaci�on de la familia f(x; �) debe ser err�onea. La

l�ogica es: si no fuera err�onea, entonces me hubieran salido bastante parecidas.
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Hemos abordado una t�ecnica exploratoria para examinar la naturaleza de la distribuci�on

de probabilidad de una variable aleatoria, a trav�es del an�alisis de realizaciones emp��ricas

de la misma. Lo anterior lo hemos hecho por ahora a un nivel gr�a�co-intuitivo, y usando

un estimador puntual espec���co, relativamente f�acil de calcular y entender, basado en el

m�etodo de momentos. Cabe mencionar que el problema de determinar si un juego de datos

es o no explicado por una familia f(x; �) puede abordarse desde un punto de vista anal��tico

formal, por medio de herramientas de estad��stica matem�atica. Existe una disciplina entera

(dentro de estad��stica matem�atica) conocida con el nombre de bondad de ajuste, que tiene

por objetivo confrontar una densidad de probabilidad con un juego de datos. Por otra

parte, en la llamada teor��a de estimaci�on param�etrica, se abordan muchos otros principios

generales y m�etodos para realizar estimaci�on, entre los cuales el m�etodo de momentos es

s�olo un caso particular. Finalmente, podemos se~nalar que en otra rama llamada inferencia

no-param�etrica, se estudian m�etodos de an�alisis para casos en los que no puede prescribirse

una familia param�etrica f(x; �) para modelar la situaci�on.

6.4 Ejercicios

1. Acuda a la biblioteca, consulte un libro de texto elemental sobre probabilidad y es-

tad��stica, busque en �el una tabla de distribuci�on normal est�andard, y obtenga una

copia para su uso personal en lo que resta del curso (tareas y ex�amenes).

2. Veri�que las expresiones anotadas arriba para E(X) y VAR(X), para las siguientes

distribuciones: uniforme discreta, geom�etrica, binomial, Poisson, uniforme continua, y

exponencial.

3. Encuentre estimadores por el m�etodo de momentos para los par�ametros de todas las

densidades (discretas y continuas) que se anotaron en este cap��tulo. Note que algunas

ya se cubrieron a manera de ejemplos; en este caso, s�olo verif��quelos.

4. Veri�caci�on emp��rica en la computadora, de estimaci�on por el m�etodo de momentos.

Genere una colecci�on de n datos X1, X2, : : :, Xn, de alguna familia f(x; �). Ahora

calcule el estimador correspondiente �̂, y veri�que que �̂ �= �. Repita el experimento
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para diversos valores de n y de �.

5. Paqueter��a estad��stica de c�omputo. En este momento del curso se considera adecuado

familiarizarse con el empleo de paqueter��a comercial de estad��stica. La Facultad de

Matem�aticas cuenta con uno, llamado Statistica. Cabe se~nalar que el software para

estad��stica constituye una industria pujante y altamente competida, y que Statistica

representa tan solo uno de los ejemplos que existen en el mercado. Su interfase es t��pica

para aplicaciones de Windows, siendo relativamente f�acil adiestrarse en sus funciones.

La siguiente es una lista de habilidades que se consideran deseables manejar en la

presente etapa del curso:

(a) La creaci�on de una base de datos en formato Statistica (*.sta) (Men�u File!New

Data).

(b) La importaci�on de datos en otro formato (por ejemplo *.txt) para ser convertido

a una base de datos en formato Statistica (men�u File!Import Data).

(c) El c�alculo de momentos muestrales para una lista de datos (m�odulo Basic Statistics!

Descriptive Statistics).

(d) La construcci�on de histogramas dada una lista de datos (men�u Graphs!Stats 2D

Graphs!Histograms).

(e) La superposici�on de histogramas con densidades ajustadas para diversos modelos

(men�u Graphs!Stats 2D Graphs!Histograms!Fit type).

(f) Crear y guardar gr�a�cas, para �nes de impresi�on, preparaci�on de materiales es-

critos y presentaciones.

6. Utilice tablas de distribuci�on normal para encontrar las siguientes cuatro probabilida-

des:

(a) P (X > 7) si X s N(5; 4)

(b) P (�1 < X < 3) si X s N(1; 1)

(c) P (X < :5) si X s N(0; 1)
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(d) P (jX � 2j > 2) si X v N(1; 1)

7. Suponga que la estatura de seres humanos en cierta poblaci�on tiene distribuci�on normal

con media 1.60m y desviaci�on est�andard 0.07m.

(a) Suponga que se construye un marco para una puerta, cuyo claro es de 1.70m. Si

se elige al azar a una persona de esta poblaci�on, >cu�al es la probabilidad de que

por su estatura �esta pueda pasar por debajo?

(b) >De qu�e altura debe construirse el marco de una puerta para que pase por debajo

de ella 95% de la poblaci�on?

8. Considere X s Poisson(�). Encuentre:

(a) El valor esperado de la variable aleatoria 2X:

(b) La varianza de 2X:

(c) La densidad de 2X, es decir, f2X(x).
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7 Introducci�on a inferencia estad��stica

7.1 Modelos estad��sticos

De�nicin 7.50 (Modelo estad��stico) Sea 
 un espacio muestral, y A una �-�algebra de

eventos de 
. Un modelo estad��stico es un conjunto de modelos de probabilidad f(
;A; P ) j

P 2 Pg.

Note que P es un conjunto de medidas de probabilidad, y que un modelo estad��stico es un

conjunto de modelos de probabilidad. Si 
 y A est�an dados, y �jos, entonces los elementos

de un modelo estad��stico se diferencian por la medida P . Es usual entonces, por abuso de

lenguaje, decir que P es el modelo estad��stico, en lugar de que f(
;A; P ) j P 2 Pg lo sea.

En particular, cuando 
 = R y A = B, entonces los miembros del modelo estad��stico quedan

determinados por medidas de probabilidad P sobre R. Como hemos visto, una medida

de probabilidad sobre R no es m�as que lo que llamamos la distribuci�on de una variable

aleatoria X (recuerde el Teorema de Extensi�on de Kolmogorov). M�as aun, vimos que la

distribuci�on de X a su vez se puede determinar a trav�es de una funci�on de densidad, o de una

funci�on de distribuci�on acumulada, o a trav�es de otros medios (como funciones generadoras

de momentos y funciones caracter��sticas, que no hemos visto con detalle durante el presente

curso). Correspondientemente, existe un segundo abuso de notaci�on y de lenguaje, cuando

en lugar de explicitar las medidas P , se explicitan en su lugar densidades, f (se considerar�an

ejemplos de esto m�as adelante).

En lo que resta del presente curso, consideraremos modelos estad��sticos para 
 = R

y A = B. Un modelo estad��stico P puede consistir de un solo elemento, por ejemplo, si

P consiste s�olo de la medida de probabilidad P que corresponde a Bin(5; :25). Entonces

el modelo estad��stico contiene uno y s�olo un modelo de probabilidad, (R,A,P ). Note que

conceptualmente hay diferencia entre (R,A,P ) (un modelo de probabilidad) y f(R,A,P )g

(un modelo estad��stico que contiene un solo elemento). Un modelo estad��stico, en el otro

extremo de complejidad, puede consistir de todas las medidas de probabilidad sobre A.

De�nicin 7.51 (Modelos param�etricos y no-param�etricos) Hay modelos P que pue-

den describirse a trav�es de par�ametros. En general, un modelo estad��stico recibe el nombre
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de param�etrico si es de la forma P = fP� j � 2 �g. Aqu��, � es alg�un subconjunto de

Rd, d � 1, llamado el espacio param�etrico. Los elementos del conjunto P se obtienen

barriendo el par�ametro � sobre �. Cuando esto no es posible, el modelo recibe el nombre de

no-param�etrico.

Ejemplo 7.75 Consideremos la familia de distribuciones dada por las distribu-

ciones de Poisson, es decir, aquellas cuya densidad (discreta) es f(x;�) = e���x=x!.

Sea P� la medida de probabilidad sobre R dada por P�(B) =
P

x2B f(x;�). Es-

tas densidades constituyen un modelo estad��stico propiamente dicho cuando se

les mira con el siguiente enfoque: f(R,A,P�) j � > 0g. Dicho modelo estad��stico,

abusando de notaci�on, se escribe tambi�en como fP� j � > 0g, o m�as aun, como

ff(x;�) j � > 0g. Lo importante es denotar que un modelo estad��stico con-

siste de un conjunto de medidas de probabilidad. Este modelo estad��stico es

param�etrico, con d = 1, � = � y � = (0;1).

Ejemplo 7.76 Otro modelo estad��stico es f(R,A,P�) j � 2 f1; 2gg. Este modelo

contiene solamente dos elementos: los modelos de probabilidad que corresponden

a distribuciones de Poisson para dos valores de � (1 y 2). Tambi�en es un modelo

param�etrico, con d = 1, � = � y � = f1; 2g.

Ejemplo 7.77 Otros modelos estad��sticos param�etricos son (usando ya la no-

taci�on convenida) P1 = fN(�; �)g j � 2 R; � > 0g y P2 = fN(0; �)g j � > 0g.

Note que en este ejemplo, se tiene que P2 � P1. En este sentido se puede hablar

de modelos estad��sticos \m�as grandes" que otros, o de contenci�on de un mo-

delo estad��stico en otro. De hecho, los modelos estad��sticos se pueden ilustrar

gr�a�camente a trav�es de diagramas de Venn en el universo de las medidas de

probabilidad.
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Ejemplo 7.78 El modelo descrito por ff(x) j f es una densidad continua,

sim�etrica alrededor del origeng, es un modelo estad��stico no-param�etrico. La

raz�on es que no es posible barrer la totalidad de este conjunto de densidades

mediante el barrido de un par�ametro de dimensi�on �nita.

7.2 Raz�on de ser

Suponga que se est�a enfrentado ante un fen�omeno aleatorio, cuanti�cable a trav�es de una

variable aleatoria X. La distribuci�on de X, PX , es el ingrediente necesario para conformar

un modelo de probabilidad (R,A,PX). Sin embargo, es posible que no se conozca PX . En

este caso es necesario formular un modelo estad��stico. Un modelo estad��stico constituir�a la

infraestructura matem�atica para hacer conclusiones v�alidas acerca de la naturaleza descono-

cida de PX , utilizando para ello el registro de observaciones emp��ricas del fen�omeno aleatorio

X.

Decimos que un modelo estad��stico P est�a correctamente especi�cado, si PX 2 P , es decir,

si la distribuci�on verdadera (pero desconocida) de X est�a contenida en el modelo. Decimos

que se comete error de especi�caci�on, si PX =2 P . Es claro que entre \mayor" sea un modelo

P , menor es la posibilidad de cometer error de especi�caci�on. En particular, si P consiste

de todas las medidas de probabilidad posibles, entonces no hay error de especi�caci�on. Sin

embargo, intuitivamente, se desprende que si un un modelo estad��stico es \mayor", entonces

m�as dif��cil ser�a precisar PX dentro de P . El arte de modelaci�on estad��stica de un fen�omeno

X consiste entonces en proponer un modelo estad��stico P que sea lo m�as \chico" posible, sin

que se cometa error de especi�caci�on. El precisar PX como miembro del modelo estad��stico,

una vez formulado el mismo, es una tarea en la que intervienen datos (observaciones del

fen�omeno aleatorio X) X1; : : : ; Xn.

Si se comete error de especi�caci�on, es decir, si se estipula un modelo P tal que PX =2 P ,

y a pesar de ello se procede a realizar an�alisis y conclusiones acerca de PX en t�erminos de los

datos X1; : : : ; Xn, los resultados generalmente no ser�an v�alidos. La teor��a estad��stica estudia

modelos estad��sticos, particularmente los procedimientos para analizarlos correctamente. Se

llama inferencia estad��stica al acto de concluir algo acerca de PX con base en piezas de
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informaci�on X1; : : : ; Xn.

Si en alguna situaci�on, la medida PX s�� fuese conocida, no es entonces relevante el con-

cepto de un modelo estad��stico. Formular entonces alg�un modelo estad��stico, hablar de

errores de especi�caci�on, y de inferencia acerca de PX , ser��a por dem�as una actividad ociosa

(aunque posible, dados datos X1; : : : ; Xn). La estad��stica es relevante cuando alguna carac-

ter��stica de PX no se conoce por completo.

Ejemplo 7.79 [Encuesta de opini�on] Suponga que se seleccionar�a al azar una

muestra de n individuos para preguntarles su opini�on respecto a alg�un punto

espec���co. Suponga que la respuesta es binaria, que pueden dar una respuesta

favorable (1) o desfavorable (0). La muestra es X1; : : : ; Xn, donde por contexto

se puede establecer que Xi � Ber(p), para alguna p 2 [0; 1]. Podemos entonces

establecer un modelo estad��stico para la variable aleatoria X, dado por el con-

junto de todas las distribuciones Bernoulli. En este caso, el par�ametro p tiene la

interpretaci�on de ser la proporci�on de individuos en la poblaci�on muestreada que

tienen opini�on favorable. El valor de este par�ametro es desconocido|por eso se

piensa en una encuesta. Si se conociera el valor de p, la encuesta es una actividad

ociosa, porque se sabr��a de entrada que Xi � Ber(p). >Qu�e puede decir acerca

de error de especi�caci�on en este caso?

Ejemplo 7.80 [Problema de medici�on] Suponga que se est�a midiendo una carac-

ter��stica f��sica de alg�un objeto con un instrumento sensible y preciso. Al repetir el

proceso de medici�on, no se obtienen exactamente las mismas lecturas. La raz�on

es que el instrumento es sensible a liger��simas variaciones del medio ambiente

(humedad, temperatura, etc.) que inuyen en el proceso de la medici�on misma,

aunque el objeto que se est�e midiendo sea siempre el mismo. Las mediciones son

observaciones X1; : : : ; Xn de una variable aleatoria X. Es variable aleatoria sim-

plemente porque antes de realizar la medici�on, no podemos predecir cu�al ser�a la

lectura correspondiente. Supongamos que se adopta el modelo estad��stico dado
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por fN(�; �)g para �nes de determinar la distribuci�on de X. En este caso, el

par�ametro � tiene la interpretaci�on de ser el valor esperado de X, lo cual puede

concebirse como la magnitud f��sica desconocida que uno est�a deseando medir,

siempre y cuando el instrumento no introduzca un sesgo. El par�ametro � tiene

la interpretaci�on de ser la variabilidad de las mediciones, lo cual es una carac-

ter��stica del instrumento de medici�on m�as que del objeto que se pretende medir.

El par�ametro � (y posiblemente tambi�en �) es desconocido. Si se conociera �,

entonces no tendr��a necesidad de medir|por eso se est�a recurriendo al instru-

mento de medici�on. >Qu�e puede decir acerca de error de especi�caci�on en este

caso?

7.3 Estad��stica: mitos y realidades

No pretendo que los objetivos que se~nalar�e enseguida son exhaustivos, ni que constituyan

una de�nici�on formal de estad��stica. Es una tarea dif��cil (si no imposible) determinar qu�e

constituye materia de estudio de una disciplina y qu�e no lo constituye. Lo siguiente pretende

dar un sabor de boca acerca de cu�ales son los problemas a los que se dedica la estad��stica en

general.

Suponga que se tiene un fen�omeno aleatorio. No se conoce la medida de probabilidad

que lo rige, pero se cuenta con la posibilidad de acceder a observaciones emp��ricas del mismo

(es decir, datos). Note con ello que hay por lo menos dos ingredientes importantes: la

noci�on de aleatoriedad, y la noci�on de datos. Note adem�as que el no conocer una medida

de probabilidad o tener acceso s�olo a algunas observaciones de un fen�omeno aleatorio no

constituyen defectos de la matem�atica ni de la estad��stica; son simplemente condiciones

impuestas por la realidad en la que vivimos. La disciplina llamada estad��stica, en todas sus

ramas, hoy d��a abarca metodolog��a, principios y conceptos, que tienen como objetivos:

1. Resumir y describir informaci�on relevante contenida en datos (estad��stica descriptiva).

2. Explorar y discernir relaciones estructurales que pueden existir en un fen�omeno aleato-

rio (an�alisis exploratorio de datos).
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3. Explorar y discernir modelos estad��sticos apropiados, as�� como validar modelos es-

tad��sticos, en el sentido de confrontar datos con un modelo dado (selecci�on de modelos

y bondad de ajuste).

4. Dotar de medios para abordar las preguntas de inter�es que surjan respecto al fen�omeno

aleatorio (modelaci�on estad��stica).

5. Utilizar la informaci�on contenida en los datos para extraer de ellos conclusiones rele-

vantes y v�alidas acerca del fen�omeno aleatorio bajo consideraci�on. Esto incluye alguna

forma de determinar la incertidumbre en la que se incurre debido al hecho de que la

conclusi�on se extrae a partir de observaci�on parcial del fen�omeno aleatorio, as�� como

interpretar con correcci�on los resultados que se deriven de an�alisis de datos (inferencia

estad��stica).

6. Determinar cu�antos datos, d�onde, cu�ando y c�omo seleccionarlos, como funci�on del

objetivo espec���co que se pretende lograr con ellos, y de manera �optima con respecto a

la cantidad de informaci�on relevante que los datos son capaces de proporcionar (dise~no

muestral y dise~no experimental).

7. Desarrollar nuevos modelos estad��sticos, as�� como los m�etodos apropiados para re-

alizar an�alisis con ellos, elaborar criterios y nociones �utiles y relevantes en problemas

estad��sticos (investigaci�on en estad��stica matem�atica).

8. Desarrollar metodolog��a num�erica y gr�a�ca para realizar los puntos anteriores (inves-

tigaci�on en c�omputo estad��stico).

Cuando para todo lo anterior se utilizan modelos matem�aticos, se habla de estad��stica

matem�atica. Es importante notar, contrario a la concepci�on popular de estad��stica, que

la estad��stica tiene relevancia aun antes de obtener los datos. Esto es, es muy com�un la

creencia de que la estad��stica tiene que ver s�olo con el an�alisis de datos, y que por tanto,

su rol comienza una vez que se hayan realizado y concluido los procesos correspondientes de

recolecci�on de datos. Esto es, la estad��stica matem�atica puede contribuir tamb��en de manera

muy importante en la fase de planeaci�on y formulaci�on de un estudio en el que se recabar�a

informaci�on por medio de muestreo.
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Otra concepci�on popular de la palabra estad��stica es que se equipara a gr�a�cas, tablas,

n�umeros, porcentajes, y diagramas. Estos conceptos tienen que ver b�asicamente con el

punto llamado estad��stica descriptiva en el panorama anterior. Cabe notar que la relaci�on

de estad��stica con modelos de probabilidad se pierde totalmente si se le concibe de esta

manera, siendo que la de�nici�on misma que hemos se~nalado para un modelo estad��stico

conlleva en su parte constitutiva modelos de probabilidad.

Otra interpretaci�on err�onea de estad��stica tiene que ver con el hecho de que con m�etodos

de estad��stica descriptiva se pretenden objetivos de inferencia estad��stica, o por lo menos

el p�ublico general as�� lo percibe. Por ejemplo, en el peri�odico de hoy (El Correo de Hoy,

3 de mayo de 2000) hay en la primera plana un encabezado que dice textualmente: \A

60 d��as de las elecciones para gobernador del estado, el 51.4 por ciento de los ciudadanos

votar��an por Juan Carlos Romero Hicks, candidato del PAN, cuyo m�as cercano competidor,

Juan Ignacio Torres Landa, del PRI, tiene una preferencia electoral de 32.3 por ciento".

No es dif��cil encontrar ejemplos de este tipo en medios electr�onicos e impresos cotidianos,

en los que se menciona que el resultado es producto de un \estudio estad��stico". Si se

lee con atenci�on la cita anterior, se trata de una a�rmaci�on con relaci�on a una poblaci�on

mayor (el padr�on electoral estatal, entero), con base en el an�alisis de una muestra (de 800

individuos, seg�un el diario). >Ser�a absolutamente cierto que el 51.4% de los ciudadanos

hoy votar��an por el PAN? La respuesta es que no exactamente, no obstante la redacci�on

empleada para construir el encabezado. Para conocer con absoluta certeza cu�al es dicho

porcentaje, habr��a que haber encuestado a todos los ciudadanos, ejercicio que obviamente no

es posible realizar. Para dar el salto hacia inferencia estad��stica m�as formal, ser��a necesario

conocer acerca de c�omo cuanti�car incertidumbre. Esto tiene que ver con conocer acerca

de probabilidad. Obviamente, la cultura popular no est�a capacitada para entenderlo, y la

realidad es que tampoco los medios est�an capacitados para explicarlo al p�ublico, dando por

resultado a�rmaciones vagas tales como la ejempli�cada.

Existe una reputaci�on estereot��pica que se ha formado con relaci�on a la estad��stica. Por

ejemplo, existen chistes como \Hay tres tipos de mentiras: las buenas, las malas, y las

estad��sticas", y libros tales como \How to lie with statistics" (C�omo mentir con estad��stica).

Lo anterior sugiere, de manera indebida, que la estad��stica como disciplina es dolosa por
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naturaleza. La estad��stica s�� tiene que ver con extraer conclusiones bajo condiciones de

incertidumbre. Sin embargo, dicha incertidumbre no es introducida por la estad��stica misma

como disciplina, sino por un contexto impuesto por una situaci�on real. Por ejemplo, el que

el porcentaje 51.4 arriba mencionado contenga incertidumbre (posibilidad de error), no es

consecuencia de un m�etodo estad��stico. Dicha incertidumbre es consecuencia de que bajo la

imposibilidad de encuestar al padr�on entero, se vislumbra como una de las �unicas alternativas

viables de ser implementadas, la obtenci�on de informaci�on por medio de una encuesta. Es

el hecho de aceptar el proceso de encuesta lo que introduce incertidumbre, no la estad��stica

misma. Sin embargo, note que la asociaci�on de estad��stica con mentiras se da porque se

argumenta que es la estad��stica como disciplina la que no proporciona respuestas con 100%

de certidumbre.

Los modelos estad��sticos son modelos matem�aticos, y como cualquier modelo matem�atico,

la correcci�on de las respuestas que se obtengan dependen de que los modelos sean adecuados

y v�alidos. Por ejemplo, si para calcular la altura de un �arbol situado sobre un terreno plano

con pendiente, se resuelve un tri�angulo rect�angulo, la respuesta ser�a err�onea. Esto de ninguna

manera signi�ca que la trigonometr��a haya mentido. Un libro titulado \C�omo mentir con

trigonometr��a" adquirir��a una interpretaci�on absurda, que curiosamente no adquiere de la

misma manera el t��tulo \C�omo mentir con estad��stica". En este tenor, retomo una frase que

alguna vez escuch�e (G.P. Patil), que me parece muy pertinente: \Es muy f�acil mentir con

estad��stica. Pero es mucho m�as f�acil, mentir sin ella".

La estad��stica propiamente interpretada en su concepci�on m�as amplia, procede a cuan-

ti�car la incertidumbre en la que se incurre. Es decir, la estad��stica no rehuye a la incertidum-

bre; por el contrario, la reconoce de entrada como una realidad, la enfrenta directamente y

procura cuanti�carla.

Tambi�en he oido decir que \la estad��stica no es una ciencia exacta, porque las respuestas

que da son aproximadas". Esto tambi�en es un error muy grave de concepci�on entre lo que

signi�ca dar respuestas, ser cient���co, ser exacto, y ser aproximado. Dicha a�rmaci�on denota

que no se ha entendido lo que s�� hace la estad��stica y lo que no hace. Ante un escenario

provisto de incertidumbre, es imposible producir una respuesta con entera certeza. Pero

esto de ninguna manera signi�ca que no puede tomarse una actitud cient���ca al respecto,
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o que no pueda invocarse una ciencia exacta para ello (matem�aticas). Efectivamente, la

palabra aproximaci�on puede tener cabida, en la medida en que cualquier modelo matem�atico

representa o aproxima una realidad utilizando conceptos abstractos. Por otra parte, una

respuesta incierta no signi�ca lo mismo que una respuesta aproximada. En este sentido, tras

un arreglo de palabras, podr��amos decir que la estad��stica versa sobre \modelos matem�aticos

que aproximan los aspectos aleatorios de la realidad, y que tienen por objeto cuanti�car de

manera exacta la incertidumbre en que se incurre cuando se dan respuestas", lo cual modi�ca

sustancialmente la a�rmaci�on anterior.

7.4 Estad��sticas y distribuciones muestrales

Sean X1; : : : ; Xn variables aleatorias, que representan el proceso de obtenci�on de informaci�on

(datos), por medio de la observaci�on de realizaciones emp��ricas de un fen�omeno aleatorio.

De�nicin 7.52 (Estad��stica) Una funci�on T : Rn ! R evaluada en (X1; : : : ; Xn) se llama

una estad��stica.

Note que una estad��stica es una variable aleatoria porque los datos son variables aleato-

rias, y que no depende de par�ametros desconocidos. Depende s�olo de los datos; dados los

datos, el valor de una estad��stica se puede calcular.

Ejemplo 7.81 T (x1; : : : ; xn) = n
�1Pn

i=1 xi da lugar a una estad��stica, que antes

hab��amos llamado media muestral, �Xn.

Ejemplo 7.82 Los momentos muestrales son estad��sticas.

Ejemplo 7.83 T (X1; : : : ; Xn) = X1 es una estad��stica.
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Ejemplo 7.84 T (X1; : : : ; Xn) = max(X1; : : : ; Xn) y T (X1; : : : ; Xn) = min(X1; : : : ; Xn)

son estad��sticas.

Ejemplo 7.85 Sea x 2 R, y de�na T (x1; : : : ; xn) = n�1
Pn

i=1 1(�1;x](xi). Esto

da lugar a una estad��stica que antes hab��amos llamado la funci�on de distribuci�on

emp��rica en el punto x (ver De�nici�on 5.7.2).

Ejemplo 7.86 T (X1; : : : ; Xn) = (Xi � �)=� no es estad��stica (a menos de que

los valores de � y � se conozcan), pero T (X1; : : : ; Xn) = (Xi � �Xn)=
p
Sn s�� lo es

(Sn es la desviaci�on est�andard muestral).

7.5 Distribuciones muestrales

Una estad��stica T es una variable aleatoria. Por lo tanto, tiene sentido hablar de la dis-

tribuci�on de T , es decir, de la medida de probabilidad PT (B) = P (T 2 B). Tambi�en tiene

entonces sentido hablar de momentos de T , es decir, media de T , varianza de T , etc.

De�nicin 7.53 (Distribuci�on muestral) La distribuci�on de una estad��stica T recibe el

nombre de distribuci�on muestral de T .

La distribuci�on de T depende, entre otras cosas, de cu�al sea la distribuci�on de los datos

X1; : : : ; Xn, as�� como de n. En particular, si la distribuci�on de los datos depende de alg�un

par�ametro, la distribuci�on muestral de T en general depender�a del par�ametro. Una es-

tad��stica no depende del par�ametro, pero la distribuci�on muestral de la estad��stica s�� puede

depender de par�ametros.

Ejemplo 7.87 Sean X1; X2 independientes, cada una con distribuci�on discreta

dada por la densidad f(x) = 1=3 para x = 1; 2; 3. Sea T (X1; X2) = X1 + X2.

Notemos que T es una variable aleatoria discreta, con soporte f2; 3; 4; 5; 6g. La
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densidad de T , es decir, la distribuci�on muestral de T , est�a dada por fT (2) =

P (X1 = 1; X2 = 1) = (1=3)(1=3) = 1=9, fT (3) = P (X1 = 1; X2 = 2) + P (X1 =

2; X2 = 1) = (1=3)(1=3) + (1=3)(1=3) = 2=9, fT (4) = P (X1 = 1; X2 = 3) +

P (X1 = 2; X2 = 2)+P (X1 = 3; X2 = 1) = (1=3)(1=3)+(1=3)(1=3)+(1=3)(1=3) =

3=9, fT (5) = P (X1 = 2; X2 = 3) + P (X1 = 3; X2 = 2) = (1=3)(1=3) +

(1=3)(1=3) = 2=9, fT (6) = P (X1 = 3; X2 = 3) = (1=3)(1=3) = 1=9. El valor

esperado de T es entonces E(T ) = 2(1=9) + 3(2=9) + 4(3=9) + 5(2=9) + 6(1=9) =

4.

7.5.1 Distribuci�on muestral de �Xn

Veremos en esta secci�on algunos resultados importantes acerca de la distribuci�on muestral

de la estad��stica �Xn. Los siguientes resultados dan todos alguna propiedad acerca de la

distribuci�on de la variable aleatoria �Xn, con distintas suposiciones acerca de la distribuci�on

de los ingredientes X1; : : : ; Xn.

Teorema 7.1 Si X1; : : : ; Xn son variables aleatorias cada una con media � y varianza �
2,

entonces E( �Xn) = � y VAR( �Xn) = �
2=n.

Esto dice que la media del promedio coincide con la media de los ingredientes. Note

adem�as que un corolario de esto es VAR( �Xn) ! 0 cuando n ! 1, es decir, que a medida

que aumenta n, la distribuci�on de �Xn concentra probabilidad cada vez m�as y m�as en torno

a �, lo cual no es m�as que lo que concluye la ley de los grandes n�umeros.

Teorema 7.2 Si X1; : : : ; Xn son variables aleatorias i.i.d. cada una con distribuci�on N(�; �),

entonces �Xn tiene distribuci�on N(�; �=
p
n).

Esto dice que el promedio de normales es tambi�en normal. La conclusi�on del Teorema

7.1 se replica, al notar que si �Xn � N(�; �=
p
n), entonces E(Xn) = � y VAR( �Xn) = �

2=n.

Note que el Teorema 7.2 tiene hip�otesis m�as fuertes que el Teorema 7.1. Note adem�as que

no es cierto en lo general que el promedio permanece cerrado en cuanto a su distribuci�on

gen�erica; v�ease por ejemplo el Ejercicio 5, en el que los ingredientes son Bernoulli, pero el

promedio no es Bernoulli (ni siquiera es binomial).
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Recuerde una propiedad de la distribuci�on normal, que dice que si X � N(�; �), entonces

a + bX � N(a + b�; �b). Aplicando este resultado, se observa que si �Xn � N(�; �=
p
n),

entonces ( �Xn � �)=(�=
p
n) =

p
n( �Xn � �)=� � N(0; 1). A la cantidad

p
n( �Xn � �)=� se

le llama la estandarizaci�on de �Xn. Note que estandarizar signi�ca restar la media y dividir

entre la desviaci�on est�andard. Note entonces que la conclusi�on del teorema es equivalente a

decir
p
n( �Xn � �)=� tiene distribuci�on N(0; 1).

Teorema 7.3 (Teorema central del l��mite) Si X1; : : : ; Xn son variables aleatorias i.i.d.

con media � y varianza �2 < 1, y n es grande, entonces la distribuci�on de
p
n( �Xn � �)=�

es aproximadamente N(0; 1). M�as precisamente, cuando n!1, 8x se cumple

P (( �Xn � �)=� � x)! �(x) =
1p
2�

Z x

�1
e�u

2=2 du:

Este Teorema Central del L��mite (TCL) es de suma importancia en teor��a estad��stica.

Note que en las hip�otesis no se pide que las variables sean normales. De hecho, no hay

suposici�on acerca de la distribuci�on de las variables excepto por su media y su varianza;

la conclusi�on es v�alida si las variables son exponenciales, Poisson, binomiales, normales,

uniformes, o con cualquier otra distribuci�on (continua o discreta). Esto dice que el promedio

de muchas variables i.i.d. es aproximadamente normal, sin importar su distribuci�on original.

Si las variables de entrada fueran normales, el Teorema 7.2 lo que dice es que en el Teorema 7.3

se veri�ca aceptando que \es exactamente" es un caso particular de \es aproximadamente".

Note que decir \la distribuci�on de
p
n( �Xn � �)=� es aproximadamente N(0; 1)" es equi-

valente a decir \la distribuci�on de �Xn es aproximadamente N(�; �=
p
n)".

Observacin: Resumimos teoremas acerca de la distribuci�on de �Xn de la siguiente manera:

Siempre se cumple E( �Xn) = � y VAR( �Xn) = �2=n. M�as aun, si las Xi's son normales,

entonces �Xn es exactamente N(�; �=
p
n), y si las Xi's no son normales y n es grande,

entonces �Xn es aproximadamente N(�; �=
p
n).

Un corolario importante del TCL es que autom�aticamente se obtiene un resultado acerca

de la distribuci�on muestral de otra estad��stica,
Pn

i=1Xi. Se sigue de notar que
Pn

i=1Xi =

nXn.
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Teorema 7.4 Si X1; : : : ; Xn son variables aleatorias i.i.d. con media � y varianza �
2 <1,

y n es grande, entonces la distribuci�on de
Pn

i=1Xi es aproximadamente N(n�;
p
n�).

Ejemplo 7.88 Suponga que X1; : : : ; Xn son variables aleatorias i.i.d. cada

una con distribuci�on U(0; 1). Si n es grande, entonces �Xn es aproximadamente

N(1=2; 1=
p
12n). Si n no es grande, entonces (por lo menos con lo teoremas vistos

aqu��) no podemos decir nada acerca de la distribuci�on de �Xn, excepto por el hecho

de que �esta es una distribuci�on que cumple E( �Xn) = 1=2 y VAR( �Xn) = 1=(12n),

cualquiera que sea el valor de n.

Ejemplo 7.89 Suponga que X1; : : : ; Xn son variables aleatorias i.i.d. cada una

con distribuci�on P(5), con n grande. >Cu�al es la probabilidad de que el promedio

de las n variables diste en m�as que 1 unidad de su media? Como E( �Xn) = 5,

lo que se busca es P (j �Xn � 5j > 1) = 1 � P (4 � �Xn � 6). Pero por el TCL,

P (4 � �Xn � 6) � P (
p
n(4�5)=

p
5 � Z �

p
n(6�5)=

p
5) = P (�

p
n=
p
5 � Z �

p
n=
p
5) = �(

p
n=
p
5)��(�

p
n=
p
5). Como ejercicio, encuentre valores (usando

tablas de normal est�andard) de la probabilidad que se pide para n = 30; 50; 100.

Recordemos que con LGN, ya sab��amos que la probabilidad de �Xn se concentra alrededor

de �: Una observaci�on important��sima obtenida del ejemplo anterior es: con el TCL, si n es

grande, ahora puede calcularse la probabilidad de que �Xn resulte en una vecindad de �. Es

decir, podemos ahora cuanti�car la posibilidad de que �Xn caiga cerca de �.

Ejemplo 7.90 Suponga que una compa~n��a a�erea sabe que las piezas de equipaje

que portan los pasajeros tienen un peso que tiene media � y desviaci�on est�andard

�. Suponga que para un vuelo, se documentan 123 piezas de equipaje. Si usted

ha viajado en avi�on, notar�a que durante el proceso de documentaci�on, se cuen-

tan, pero no necesariamente se pesan todas las piezas. Sean X1; : : : ; X123 los
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correspondientes pesos en kilogramos de las piezas de equipaje. Para calcular

par�ametros de vuelo, los pilotos requieren de conocer el peso de la carga, y en par-

ticular, saber si no excede en peso cierto m�aximo L. Es decir, es relevante saber

si el peso total de equipaje,
P123

i=1Xi, excede la cantidad L. El TCL sirve para

calcular la probabilidad de que lo anterior ocurra, de la siguiente manera: Sea Y

una variable aleatoria con distribuci�on N(123�;
p
123�) y Z una variable normal

est�andard. Entonces (
P123

i=1Xi > L) � P (Y > L) = P ((Y � 123�)=
p
123� >

(L�123�)=
p
123�) = 1�P (Z � (L�123�)=

p
123�) = 1��((L�123�)=

p
123�).

Note que con el TCL, no obstante el que no se hayan pesado las maletas y que no

se explicite la distribuci�on de las Xi's, se puede determinar el riesgo de exceder

el l��mite L usando una probabilidad normal.

7.6 Formulaci�on de problemas estad��sticos: estimaci�on y pruebas

de hip�otesis

En este curso abarcaremos dos tipos de problemas estad��sticos llamados estimaci�on y prueba

de hip�otesis. Esto no signi�ca que no existen muchos otros problemas estad��sticos. Sin

embargo, con nociones de estos dos problemas se adquiere capacidad para abordar un nu-

meroso conjunto de problemas que se dan en la pr�actica, incluyendo encuestas, aplicaciones

en control estad��stico de calidad en procesos industriales, veri�caci�on de hip�otesis en ciencias

experimentales, y muchos otros.

Supongamos que estamos ante un fen�omeno aleatorio cuya distribuci�on no se conoce, y

que se tiene acceso a observaciones X1; : : : ; Xn en forma de variables aleatorias, que no son

m�as que realizaciones emp��ricas del fen�omeno. Supongamos tambi�en que tras la aplicaci�on

de t�ecnicas de estad��stica descriptiva (es decir, c�alculo de momentos muestrales, gra�caci�on

de histogramas, densidades, densidades ajustadas, y otros similares) que se ha vislumbrado

un modelo estad��stico param�etrico ff(x; �) j � 2 �g, donde f(x; �) es una densidad y � es un

par�ametro, cuyo valor se desconoce. Recuerde que si � se conociera, no habr��a necesidad de

formular un modelo estad��stico. La raz�on por la cual los modelos estad��sticos son relevantes

se debe precisamente a que el valor de � no se conoce. En virtud de este desconocimiento

131



acerca del valor de �, hay dos tipos de preguntas que pueden formularse de inmediato. En

lo que sigue, sea �0 � �, un subconjunto propio del espacio param�etrico.

Tipo 1 de pregunta >Cu�al es el valor de �?

Tipo 2 de pregunta >El valor de �, se encuentra contenido en �0, s�� o no?

Cu�al de las dos preguntas estad��sticas pueda ser relevante en una situaci�on dada, depende

del contexto y de la pregunta de inter�es formulada en el �ambito de la aplicaci�on concreta.

Veremos ejemplos m�as adelante. Cuando la pregunta relevante sea de Tipo 1, hablamos

de un problema de estimaci�on (param�etrica) y cuando la pregunta relevante es de Tipo 2,

hablamos de un problema de prueba de hip�otesis. Luego veremos que el conjunto �0 recibir�a

el nombre de hip�otesis nula.

En un principio puede parecer que si se contesta la pregunta de Tipo 1, que autom�aticamente

se contesta la pregunta del Tipo 2. Sin embargo, este razonamiento l�ogico no procede, y se

debe a que cualquier respuesta que podemos dar con respecto a la pregunta de Tipo 1 estar�a

dotada necesariamente de incertidumbre. Por esta raz�on, basar una respuesta a la pregunta

de Tipo 2 con base a una respuesta incierta a la pregunta de Tipo 1, no constituye un pro-

cedimiento l�ogico. Por otra parte, intuitivamente se desprende que la pregunta del Tipo 2 es

m�as sencilla de contestar que la pregunta de Tipo 1, por lo que las nociones de precisi�on en

cada caso no son equivalentes, ni cualitativa ni cuantitativamente hablando. Por ejemplo,

suponga que un ser extraterrestre est�a interesado en determinar si las monedas terrestres

son legales (es decir, que tienen probabilidad de \�aguila" igual a 1/2) o no, y para ello lanza

50 veces una moneda. Encuentra que ocurren 28 \�aguilas", calcula que un estimador para

la probabilidad de �aguila es p̂ = 28=50 = : 56. Luego concluye, debido a que :56 6= :50, que

la moneda no ha de ser legal. Esto es un error, y se debe a que el extraterrestre confundi�o

las nociones de estimaci�on con prueba de hip�otesis20.

20Nos burlamos del extraterrestre, pero hay muchas instancias terrestres de razonamientos similares. Por

ejemplo, hemos todos oido hablar de casos parecidos al siguiente: Se realiz�o una encuesta, en la cual 56%

favorece al candidato A, y 44% favorece al candidato B. Por lo tanto, A tiene mayores votos que B. Este

razonamiento es tan errado como lo ser��a que el extraterrestre concluyera que las �aguilas son m�as numerosas

que los soles porque en la muestra le salieron m�as �aguilas que soles.
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Ejemplo 7.91 Retomar el Ejemplo 7.2, en el que un modelo estad��stico para

describir los resultados de una encuesta est�a dado por fBer(p) j p 2 [0; 1]g.

Recordemos que el par�ametro p tiene la interpretaci�on de ser la proporci�on de la

poblaci�on que posee opini�on favorable acerca de un punto espec���co. Supongamos

que el interesado en la encuesta pregunta \>Cu�al es la proporci�on de individuos

que pre�eren mi producto?" Se tratar��a entonces de un problema de estimaci�on.

Pero si el interesado en la encuesta pregunta \>Domino el mercado, s�� o no?"

entonces se tratar��a de un problema de prueba de hip�otesis, con �0 = (1=2; 1].

Ejemplo 7.92 Se nos presenta una moneda y se nos invita a jugar un juego

de azar. Se nos permite lanzar la moneda unas cuantas veces con el objeto de

determinar si es legal o no. Los lanzamientos son variables aleatorias Ber(p), por

lo que el modelo estad��stico es tamb��en fBer(p) j p 2 [0; 1]g. La pregunta de

inter�es aqu�� no es conocer el valor de p, sino determinar si es cierto o no es cierto

que p = 1=2. Se trata entonces de una prueba de hip�otesis, con �0 = f1=2g.

Ejemplo 7.93 En un experimento sobre parapsicolog��a, se estudia a una persona

que dice ser dotado de telepat��a. Se elaboran 5 cartas con diversos dibujos, se van

eligiendo al azar y se le solicita a la persona, situada en una habitaci�on aislada,

que nos adivine la carta que sali�o. Se repite el experimento n veces, y se registra

si hubo o no acierto en cada realizaci�on. Un modelo estad��stico es otra vez

fBer(p) j p 2 [0; 1]g, donde un �exito es acertar la carta, y p es la probabilidad de

acierto para el sujeto de prueba. En ausencia de poderes telep�aticos, estar��amos

de acuerdo en que p toma el valor 1/5, pero si existe telepat��a leg��tima, entonces

p > 1=5. La pregunta cient���ca de inter�es es \>El sujeto me est�a adivinando

al azar, o tiene telepat��a?". Esto constituye entonces un problema de prueba

de hip�otesis, con �0 = f1=5g. Aqu�� no es relevante el valor preciso de p, sino
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conocer si excede o no excede el valor 1/5 que se obtendr��a bajo la carencia de

poderes telep�aticos.

Ejemplo 7.94 En inspecci�on de lotes producidos en una f�abrica o en la inspecci�on

de materia prima, es usual que se de�na un l��mite de tolerancia de defectuosos,

por ejemplo, se dice que la proporci�on de defectos no deber�a exceder 0.05. Tras

un esquema de muestreo para inspecci�on de art��culos, si p es la proporci�on (de-

sconocida) de defectuosos, la pregunta relevante es \>p excede o no excede 0.05?".

Se trata de un problema de prueba de hip�otesis.

Ejemplo 7.95 Suponga que una m�aquina en una l��nea de producci�on se puede

calibrar a que produzca art��culos con una tama~no medio determinado. Suponga

que las especi�caciones de la l��nea de producci�on son que la medida nominal

de las piezas deber�a ser 2.5cm. Se hace una inspecci�on de algunos art��culos

seleccionados al azar, y se les mide su tama~no. Sea � la media de las piezas que

est�a produciendo la m�aquina en este momento. La pregunta relevante es \La

m�aquina se encuentra correctamente calibrada, o no?. Se trata de una prueba

de hip�otesis, pues la pregunta relevante en t�erminos del par�ametro es >\� = 2:5,

o � 6= 2:5?". La respuesta a esta pregunta determinar�a si se para la l��nea de

producci�on con el �n de recalibrar la m�aquina.

Ejemplo 7.96 Un fabricante de autom�oviles desea conocer el n�umero medio � de

kil�ometros por litro que proporciona cierto motor, porque existe una norma que

establece que este valor deber�a publicarse. Se trata de un problema de estimaci�on

de �.
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Ejemplo 7.97 Un cliente que compr�o un autom�ovil de la marca del ejemplo

anterior, nota que una calcoman��a pegada sobre el parabrisas dice que su auto

da 10.7 kil�ometros por litro. Sin embargo, el cliente sospecha que su autom�ovil

no da tanto, y desea documentar su caso con an�alisis de datos. Hace un registro

de consumo de gasolina y de kil�ometros recorridos. Para el cliente, el problema

es uno de prueba de hip�otesis, ya que su pregunta es en realidad \>� = 10:7

o � < 10:7?" Su pregunta, en principio, no es \>Cu�al es el valor de �?". Su

pregunta tiene m�as bien que ver con conocer si datos obtenidos de su autom�ovil

sugieren que la especi�caci�on del fabricante es correcta o no.

Ejemplo 7.98 Se sabe que la supervivencia media de pacientes de c�ancer bajo

cierto tratamiento preestablecido es 18.7 meses. Una nueva droga se est�a de-

sarrollando, y para ser liberada al mercado es necesario saber si la nueva droga

es mejor que la droga anterior o no lo es. Se trata entonces de un experimento

(llamado en este contexto un ensayo cl��nico) que tiene por objeto determinar si

la supervivencia media de la nueva droga es mayor que 18.7 meses o no lo es. Se

trata de una prueba de hip�otesis.

De�nicin 7.54 (Problema de estimaci�on) Considere un modelo estad��stico param�etrico

ff(x; �) j � 2 �g, donde f(x; �) es una densidad y � es un par�ametro. El problema es de

estimaci�on cuando el valor de � se desconoce y el objetivo es es discernir los valores plausibles

que �este puede tomar con base en la informaci�on contenida en una muestra.

De�nicin 7.55 (Problema de prueba de hip�otesis) Sea P0 el modelo de probabili-

dad (desconocido) que corresponde al fen�omeno aleatorio de inter�es. Sea M un modelo

estad��stico correctamente especi�cado, es decir que cumple P0 2 M. Sean P y Q dos mo-

delos estad��sticos tales que P ;Q�M, P [Q =M, y P \Q = �. Decimos que el problema

es de prueba de hip�otesis cuando el objetivo es discernir entre P0 2 P y P0 2 Q, con base

en la informaci�on contenida en una muestra.
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El problema llamado bondad de ajuste, en el que la pregunta es si los datos provienen o

no de una distribuci�on espec���ca, tambi�en es una prueba de hip�otesis en el siguiente sentido.

Por ejemplo, considere la pregunta que plantea si un fen�omeno sigue la distribuci�on normal o

si sigue alguna otra. Poniendo P = fdensidades normalesg y Q = fdensidades no normalesg,

se ve que se trata en realidad de una prueba de hip�otesis.

Cuando los modelos M, P y Q se encuentran en un contexto param�etrico, �estos como

hemos visto, se pueden describir en t�erminos de valores de par�ametros. Por ejemplo, siM

es el modelo de todas las densidades de Poisson, podemos escribirM = (0;1), P = (0; 5);

y Q = [5;1). En este caso, es usual y conveniente usar la notaci�on �; �0; y �1 en lugar de

M, P y Q.

Un ejemplo de un problema estad��stico importante que no est�a incluido en lo anterior,

es el llamado problema de predicci�on, en el cual la pregunta es cu�al es el valor que adquirir�a

una variable aleatoria en un momento futuro. Por ejemplo, predecir la inaci�on para el a~no

pr�oximo. Este no es ni prueba de hip�otesis ni estimaci�on de un par�ametro.

7.7 Ejercicios

1. Determine si para resolver las siguientes situaciones, se debe plantear una prueba de

hip�otesis o un problema de estimaci�on.

(a) Un ingeniero de producci�on desea determinar si un nuevo adhesivo tiene mejores

propiedades de adherencia que el adhesivo que actualmente se usa. El nuevo

adhesivo es m�as caro que el anterior, por lo que el ingeniero no desea recomendarlo

al menos que su superioridad sea exhibida con evidencia experimental. Se har�an

pruebas de adherencia sobre varias muestras de material.

(b) Una secretar��a de estado desea determinar si el ��ndice de desempleo hoy var��a con

respecto al desempleo del trimestre anterior, que fue de 6%.

(c) La misma secretar��a de estado desea determinar el desempleo de hoy.

(d) Una teor��a gen�etica predice que en ciertos cruces de plantas, que la distribuci�on

de cierto rasgo espec���co deber�a ocurrir en sus tres variantes con proporciones

.50, .25, .25. Se hace un experimento gen�etico para contrastar los datos obtenidos
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con la teor��a gen�etica, y determinar si la evidencia emp��rica contradice o no a la

teor��a.

(e) Se desea realizar un experimento para determinar la probabilidad de que cierto

tipo de microorganismo sea inhibido por un antibi�otico dado.

(f) Se desea contabilizar el n�umero de plantas de agave que existen en la zona de

denominaci�on de origen tequila, con base en muestreo aleatorio de los campos de

cultivo.

(g) Se desea determinar la vida media de cierto tipo de foco incandescente.

(h) Se desea determinar el n�umero de kilogramos de br�ocoli que t��picamente trans-

porta un tipo determinado de cami�on de carga.

(i) Se desea estudiar el n�umero medio de clientes que arriban a un comercio en cierto

horario, con el �n de determinar si es necesario contratar un nuevo empleado o

no.

2. Sean X1; X2 independientes, cada una con distribuci�on discreta dada por la densidad

f(1) = 1=5, f(2) = 2=5, y f(3) = 2=5. Sea T (X1; X2) = X1 + X2. Encuentre la

distribuci�on muestral de T . Encuentre el valor esperado de T . Note que este caso

es similar al ejemplo anterior, con la diferencia de que la distribuci�on de los datos ha

cambiado21.

3. Sean X1; X2 independientes, cada una con distribuci�on discreta dada por la densidad

f(1) = 1=5, f(2) = 2=5, y f(3) = 2=5. Sea T (X1; X2) = X1X2. Encuentre la

distribuci�on muestral de T y el valor esperado de T . Note que este caso es similar al

ejercicio anterior, con la diferencia de que la estad��stica ha cambiado.

4. Sean X1; X2 independientes, cada una con distribuci�on discreta dada por la densidad

f(1) = 1=5, f(2) = 2=5, y f(3) = 2=5. Sea T (X1; X2) = (X1 +X2)=2 = �X. Encuentre

la distribuci�on muestral de T . Encuentre tambi�en el valor esperado de T , y compare

�este con el valor esperado de X1 y X2.

21Como ejercicio adicional, tambi�en puede veri�car que E(T ) = E(X1) + E(X2).
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5. Sean X1; X2; X3 independientes, cada una con distribuci�on Ber(p). Sea T (X1; X2;

X3) = (X1 + X2 + X3)=3. Encuentre la distribuci�on muestral de T (en este caso, la

distribuci�on muestral depender�a de p). Calcule E(T ).
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8 Estimaci�on param�etrica

En este cap��tulo consideraremos los problemas de inferencia estad��stica llamados estimaci�on

param�etrica y prueba de hip�otesis param�etrica. Supongamos entonces que se cuenta una

muestra aleatoria X1, X2, : : :, Xn y alg�un modelo estad��stico ff(x; �)j� 2 �g, donde el

espacio param�etrico, �, puede ser un vector. El valor de � es desconocido. Por el momento

supondremos que el modelo ff(x; �)g est�a dado. Constituyen problemas estad��sticos de muy

distinta ��ndole los que versan con preguntas tales como \>Cu�al es el modelo?", \>El modelo

ff(x; �)g es correcto?", o \>Cu�al modelo es mejor, ff(x; �)g o fg(x; �)g?".

Los conceptos que desarrollaremos aqu��, siendo �este un curso introductorio, se identi�can

con ciertas actitudes que uno puede tomar ante la incertidumbre y ante los problemas de

inferencia, denominados com�unmente como m�etodos frecuentistas, y en ocasiones, cl�asicos.

Es importante conocer estos conceptos simplemente por el hecho de que son los que con

m�as fuerza est�an radicados en las aplicaciones, y con los que los usuarios se encuentran m�as

familiarizados. Esto de ninguna manera indica que sean los �unicos conceptos que existen, ni

que sean correctos e indicados en todos los problemas de inferencia. Es tambi�en importante

se~nalar que en la medida en que se profundiza en el estudio de estad��stica matem�atica para

�nes de inferencia (a nivel maestr��a y doctorado), que existen varios otros procedimientos y

conceptos que no tenemos tiempo de tocar aqu��. Quiz�as la noci�on m�as importante que se debe

adquirir aqu�� es el de pensar estad��sticamente, m�as que esperar empaparse de un conjunto

de m�etodos espec���cos. Aqu��, pensar estad��sticamente signi�ca que se entiendan algunas

particularidades que introduce la variaci�on y la aleatoriedad en un modelo matem�atico,

entender que la incertidumbre acerca de una inferencia puede abordarse matem�aticamente,

y entender el papel que juegan en lo anterior los modelos de probabilidad.

8.1 Estimaci�on

Como vimos, el problema de estimaci�on es inferir valores plausibles del par�ametro �. Dos

palabras deben analizarse con detenimiento aqu��. Seg�un el diccionario de espa~nol, plausible

tiene las siguientes dos acepciones: 1) digno, merecedor de aplauso, y 2) atendible, admisible,

recomendable. El sentido de estimaci�on en estad��stica tiene que ver m�as con la segunda de
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estas acepciones. Por otra parte, inferir, en el diccionario de espa~nol, dice que tiene las

siguientes acepciones: 1) sacar consecuencia o deducir una cosa de otra, 2) llevar consigo,

ocasionar, conducir a un resultado, y 3) trat�andose de ofensas, agravios, heridas, etc., hacerlos

o causarlos.

Lamentablemente, estas acepciones son un tanto defectuosas para denotar lo que quere-

mos signi�car en inferencia estad��stica. La acepci�on que m�as se parece para plausible es la

segunda, y para inferir es la primera, aunque esta �ultima tiene un defecto grave en que se usa

a su vez la palabra deducir. Inferir y deducir son dos acciones que estrictamente hablando,

y sobre todo en un entorno de ciencia, no son sin�onimos, sino m�as bien ant�onimos. En el

diccionario de ingl�es, inferir signi�ca derivar como conclusi�on a partir de hechos. Inferir

tambi�en se relaciona estrechamente con la palabra inducir, que signi�ca extraer conclusiones

generales a partir de instancias particulares. En contraste, deducir signi�ca derivar una

conclusi�on a partir de l�ogica y de premisas universales y generales. En este sentido, la

matem�atica es una ciencia deductiva, pero el problema mismo que la estad��stica procura

resolver es de naturaleza inherentemente inductiva (los datos son los hechos, instancias par-

ticulares, y a partir de ellos debe extraerse una conclusi�on). Por otra parte, en ingl�es, un

signi�cado de plausible es \que aparece digno de ser cre��do".

As��, una explicaci�on m�as precisa acerca de cu�al es el problema de estimaci�on en estad��stica

podr��a ser: obtener una conclusi�on a la luz de datos, que apunte en la direcci�on de se~nalar

los valores del par�ametro � que puedan ser considerados dignos de credibilidad. De paso,

y aprovechando la breve discusi�on anterior, podr��amos mencionar que la ciencia como tal

contiene entre sus m�etodos tanto componentes deductivas como deductivas. La estad��stica

apoya la parte inductiva (descubrir algo nuevo de la naturaleza), y la estad��stica matem�atica

lo hace con base en herramientas deductivas (matem�aticas).

Hablaremos enseguida de dos actitudes diferentes que uno podr��a tomar para abordar

el problema de estimaci�on y producir una respuesta: estimaci�on puntual, y estimaci�on por

intervalos.
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8.2 Estimaci�on puntual de un par�ametro

Esta actitud consiste de producir un solo valor para dar un solo valor plausible de �. De

aqu��, el adjetivo puntual que se usa para denotarlo. El instrumento que se usa es una

estad��stica T (X1; X2; : : : ; Xn) para producir dicho valor �unico, que en este contexto recibe

el nombre de un estimador puntual para �. Recuerde que una estad��stica, por de�nici�on,

depende �unicamente de los datos, o sea que una vez seleccionada la muestra, el valor de la

estad��stica puede calcularse por completo. Cuando se trata de estimaci�on puntual, se utiliza

la notaci�on �̂ para denotar el valor del estimador puntual, �̂ = T (X1; X2; : : : ; Xn). Al

igual que lo comentado con respecto a las estad��sticas, �̂ puede signi�car dos cosas diferentes

dependiendo del contexto. Si se escribe �̂ = Xn, se trata de una variable aleatoria (la media

muestral), pero si se escribe �̂ = 15:78 signi�ca que una estad��stica ya fue evaluada sobre

los valores resultantes en la muestra, y que por lo tanto se trata de un n�umero real. Este

n�umero se llama entonces estimaci�on puntual.

Ejemplo 8.99 Suponga X1; X2; : : : ; Xn � Ber(p). Una estad��stica que puede

ser usada como estimador puntual del par�ametro p lo es p̂ = n�1
Pn

i=1Xi. Note

que este estimador existe de manera conceptual a�un antes de efectuar la muestra.

Puedo hablar del estimador p̂ como variable aleatoria. Supongamos que tras

realizar el muestreo para n = 10, se obtienen 4 �exitos. Entonces p̂ toma el valor

4=10, y escribimos de igual manera p̂ = :40, como n�umero real (p̂ ser��a llamada

la estimaci�on).

Ejemplo 8.100 Un estimador puntual para el par�ametro � de una densidad de

Poisson es �̂ = n�1
Pn

i=1Xi.

Ejemplo 8.101 En general, el m�etodo de momentos es un ejemplo de una t�ecnica

para producir estimadores puntuales de los par�ametros de un modelo estad��stico,
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por lo que todos los ejemplos cubiertos en el m�etodo de momentos constituyen

ejemplos de estimaci�on puntual.

Puede haber m�as de un estimador puntual para un par�ametro. Ante esto, el asunto es

ahora cuanti�car la incertidumbre o calidad de �̂ como estimador de �. Es decir, >c�omo

podemos valorar la cercan��a que tras obtenci�on de datos, resultar�a tener el valor calculado

de �̂? Es decir, >qu�e tan cerca estar�a �̂ del valor (desconocido) de �?, o equivalentemente,

>cu�al es la magnitud de j�̂��j? Es obvio que nunca podremos decir cu�al es el valor num�erico

de j�̂ � �j, pues con una muestra podemos conocer una realizaci�on de �̂ pero no conocemos

�. Ser��a entonces un razonamiento circular pretender calcular el valor de j�̂ � �j. Luego de

aceptar que no podemos dilucidar cu�al exactamente es el valor num�erico de j�̂� �j, es decir,

que su valor es aleatorio y desconocido, podemos recurrir al concepto de probabilidad. En

efecto, si se �ja " > 0, un concepto �util para cuanti�car la magnitud de j�̂��j es la cantidad22

P (j�̂� �j > "). Ahora bien, si E(�̂) = �, entonces la Desigualdad de Chebychev sostiene que

P (j�̂ � �j < r��̂) � 1� 1=r
2; 8r > 0;

donde ��̂ es la desviaci�on est�andar de la variable aleatoria �̂. Poniendo r = "=��̂, la De-

sigualdad de Chebychev concluye

P (j�̂ � �j < ") � 1� �2
�̂
="2:

Note que el lado derecho de esta desigualdad es una constante, que se podr��a calcular aunque

uno no conociera �, siempre y cuando uno s�� pudiera calcular ��̂. Tambi�en puede concluirse

por la Desigualdad de Chebychev, que

P (j�̂ � �j < 2��̂) � 1� 1=2
2 = :75; y

P (j�̂ � �j < 3��̂) � 1� 1=3
2 = :89:

De cualquier forma, lo anterior sugiere que el n�umero ��̂ puede ser instrumental en la

especi�caci�on de la precisi�on de �̂ como estimador puntual de �, y de hecho merece una

de�nici�on especial:

22Note que el concepto de probabilidad ha sido invocado dos veces durante el proceso. Primero, durante

la de�nici�on de un modelo estad��stico para describir un fen�omeno aleatorio, y luego, la probabilidad sirve

para describir tamb��en la incertidumbre asociada con una inferencia.
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De�nicin 8.56 (Error est�andar) Se llama error est�andar del estimador puntual a la

desviaci�on est�andar de la estad��stica �̂, es decir, ��̂. Se le denota tambi�en por ES(�̂) o por

SE(�̂) (del ingl�es, standard error).

Ejemplo 8.102 Suponga X1; X2; : : : ; Xn � Ber(p). Sabemos entonces, por

propiedades de la densidad Bernoulli, que E(Xi) = p y que V(Xi) = p(1 � p).

Sea p̂ = n�1
Pn

i=1Xi. Por propiedades de la distribuci�on muestral de la media

muestral, sabemos entonces que 8p se cumple E(p̂) = p y que V(p̂) = p(1� p)=n.

El error est�andar de p̂ es entonces �p̂ =
p
p(1� p)=n.

Ejemplo 8.103 Suponga X1; X2; : : : ; Xn � P(�). Sabemos entonces, por

propiedades de la densidad Poisson, que E(Xi) = � y que V(Xi) = �. Sea

�̂ = n�1
Pn

i=1Xi. Por propiedades de la distribuci�on muestral de la media mues-

tral, sabemos entonces que 8� se cumple E(�̂) = � y que V(�̂) = �=n. El error

est�andar de �̂ es entonces ��̂ =
p
�=n.

Note que en estos ejemplos, el error est�andar decrece con n. En t�erminos de precisi�on y de

las desigualdades arriba anotadas, esto signi�ca que entre m�as datos se tengan, la precisi�on

mejora. Note que en general, el error est�andard puede depender de �, el cual no se conoce.

Esto introduce un problema de circularidad en el argumento anterior, pues para cuanti�car

la precisi�on de �̂, puede usarse ��̂, pero para calcular ��̂ se necesitar��a �. Por lo tanto, se

motiva la siguiente de�nici�on.

De�nicin 8.57 (Error est�andar estimado) Si ��̂ = ��̂(�) es el error est�andar de un

estimador puntual �̂, llamamos a �̂�̂ = ��̂(�̂) el error est�andard estimado de �̂.

Note que el error est�andard estimado es una estad��stica, pues depende de �̂ y no depende

ya de �. Es usual que en aplicaciones y en paquetes computacionales de estad��stica, que se

omite el adjetivo estimado y se habla de error est�andar como si �este fuera �̂�̂.
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El modo correcto de reportar un resultado usando estimaci�on puntual, es anotando el

valor num�erico de �̂ as�� como el del error est�andar asociado. Es muy com�un que en apli-

caciones en la pr�actica se utilicen estimadores puntuales, y que se reporten valores de �̂

sin hacer referencia alguna a un error est�andar. Un estimador puntual desprovisto de una

estimaci�on de su error est�andard es dram�aticamente insu�ciente para realizar inferencia es-

tad��stica. Dos estimaciones puntuales pueden ser ambas de valor num�erico 10.55, pero el

error est�andar de uno de ellos podr��a ser diez veces menor que el segundo. Obviamente, se

tratar��a de dos situaciones muy diferentes de estimaci�on, a pesar de que ambas llegaran a

compartir el valor puntual 10.55.

Ejemplo 8.104 Suponga que n = 50, y que se trata de un modelo Poisson.

Suponga que utilizando datos de la muestra, se calcula �̂ = 2:39. El modo

correcto de reportar un resultado de estimaci�on puntual es �̂ = 2:39, con error

est�andard

q
�̂=n =

p
2:39=50 = : 22. En publicaciones cient���cas, es usual

que lo anterior se reporte as��: 2:39(0:22). No debe confundirse con la notaci�on

2:39�0:22, que m�as bien, como veremos, se reserva para estimaci�on por intervalos.

La interpretaci�on que tiene el n�umero 0:22 se sigue de las observaciones anterio-

res.

8.2.1 Propiedades de estimadores puntuales

En teor��a de estimaci�on puntual, es usual que se de�nan propiedades deseables que debe

poseer una estad��stica que pretende ser usada como estimador puntual de un par�ametro.

Ejemplos de estas propiedades son las siguientes:

De�nicin 8.58 (Estimador insesgado) Si un estimador puntual cumple E(�̂) = �, 8� 2

�, el estimador se dice insesgado para �.

De�nicin 8.59 (Estimador consistente) Si el error est�andar de un estimador puntual

converge a cero cuando n!1, decimos que el estimador es consistente.
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Ejemplo 8.105 El estimador �̂ = n�1
Pn

i=1Xi es insesgado y consistente para

el par�ametro de Poisson.

Ejemplo 8.106 El estimador p̂ = n�1
Pn

i=1Xi es insesgado y consistente para

el par�ametro de la densidad de Bernoulli.

Ejemplo 8.107 La varianza muestral de�nida como S2n = (1=n)
Pn

i=1(Xi�Xn)
2

NO es un estimador insesgado del par�ametro �2 (porque puede demostrarse que

E(S2n) =
n�1
n
�2, aunque s�� es consistente. Un estimador insesgado de la varianza

�2 estar��a dado por
1

n� 1

nX
i=1

(Xi �Xn)
2:

Note que S2n no es insesgado, pero s�� es asint�oticamente insesgado, en el sentido

de que E(S2n)! �2 cuando n!1. Algunas calculadoras de bolsillo que tienen

funciones estad��sticas, tienen dos teclas distintas para calcular varianza muestral

con denominador n o con denominador n� 1.

En la teor��a de estimaci�on puntual, existe un cap��tulo llamado estimaci�on insesgada de

varianza m��nima, que tiene por objeto la identi�caci�on de estad��sticas para ser usadas como

estimadores puntuales de un par�ametro, y que cumplan minimizar su varianza (es decir,

su error est�andar). Un resultado matem�atico ilustrativo en este sentido es el siguiente:

para observaciones de una densidad de Poisson, NO EXISTE un estimador insesgado cuya

varianza sea menor que �=n. Es decir, la media muestral es �optima en este sentido de

estimaci�on insesgada. Tambi�en existe un resultado importante llamado la Cota de Cramer-

Rao, que matem�aticamente establece cu�al es la varianza m�as chica posible que puede adquirir

en teor��a un estimador insesgado. Esto es un ejemplo de c�omo la estad��stica matem�atica

sirve para optimizar, en el sentido de encontrar la mejor forma de realizar una inferencia.
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8.3 Estimaci�on por intervalos

Esta es una actitud distinta que puede tomarse para atacar el problema de estimaci�on. En

lugar de ofrecer como valor plausible de � un �unico valor (una estimaci�on puntual), se procura

ofrecer un conjunto de valores. Desde varios puntos de vista, esto parece ser una actitud

m�as sensata ante el desconocimiento del valor de �. Cuando la dimensi�on de � es uno, este

conjunto de valores se reduce a un intervalo, y de aqu�� se desprende el t�ermino de estimaci�on

por intervalos. Procedemos primero a de�nir qu�e se entiende por un conjunto de con�anza,

antes de pretender buscarlos para casos espec���cos.

De�nicin 8.60 (Conjunto de con�anza) Sea � un par�ametro k-dimensional, es decir,

� � Rk. Sea C(X1; X2; : : : ; Xn) un subconjunto de Rk tal que es aleatorio en el sentido de

que depende de las variables aleatorias X1; X2; : : : ; Xn. Decimos que el conjunto C es un

conjunto de con�anza 1� � si se cumple

P (� 2 C(X1; X2; : : : ; Xn)) = 1� �; 8�:

Note que lo que es aleatorio es el conjunto, y que � es un n�umero entre cero y uno, que

coincide por la ley del complemento con la probabilidad P (� =2 C(X1; X2; : : : ; Xn)). Note

que la con�anza, 1 � �, no es m�as que la probabilidad de que el conjunto C cubra a �. Es

com�un parafrasear lo anterior como \1� � es la probabilidad de que el par�ametro caiga en

el conjunto C", pero esto no es correcto. El par�ametro � es un valor �jo, que no \cae" o

deja de caer en sitio alguno. Debemos hablar en t�erminos de que el conjunto C cubra a �,

no de que � caiga en C. El par�ametro no decide ni tiene oportunidad de \caer o no caer" en

C, porque � no se mueve; el conjunto C s�� tiene movimiento y por tanto la oportunidad de

cubrir o no cubrir a �.

En la pr�actica, uno establece cu�al es la con�anza que se desea tener (t��picamente se elige

un valor alto para 1 � �), y se procede a buscar un conjunto aleatorio C que cumpla la

propiedad de cobertura. Una vez habiendo observado los datos y habiendo calculado con

ellos el conjunto C y que �este ha dejado de ser aleatorio, no tiene sentido preguntarse por cu�al

es la probabilidad del evento � 2 C, porque en esta aseveraci�on ya no hay nada aleatorio.
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Por esto, si C ya es un conjunto �jo, ya calculado con los datos, decimos \tenemos con�anza

1� � de que � 2 C", en lugar de decir \la probabilidad de que � est�e en C es 1� a".

Durante el curso que nos ocupa, no abordaremos m�as que el caso k = 1. En este caso

de � � R, el concepto de conjunto de con�anza podemos restringirlo a un intervalo, de la

siguiente manera:

De�nicin 8.61 (Intervalo de con�anza) Sean L(X1; X2; : : : ; Xn) y U(X1; X2; : : : ; Xn)

dos estad��sticas tales que L � U . Decimos que (L;U) es un intervalo de con�anza 1 � � si

se cumple

P (L(X1; X2; : : : ; Xn) � � � U(X1; X2; : : : ; Xn)) = 1� �; 8�:

Note que lo que es aleatorio son los extremos del intervalo, es decir, el intervalo mismo

(que juega el rol del conjunto C en lo anterior) es aleatorio. La con�anza, 1 � �, es la

probabilidad de que el intervalo cubra a �. No es la probabilidad de que � \caiga" en el

intervalo.

Es muy importante remarcar que en la de�nici�on de un intervalo aparece un cali�cador:

8�. Esto es, sin importar cu�al sea el valor de �, la propiedad de cobertura se debe cumplir.

En particular, aunque uno no conozca �, la probabilidad de cobertura se cumple si (L;U) es

un intervalo de con�anza para �. Por esta raz�on, el intervalo (L;U) es �util y relevante para

un problema de estimaci�on, que se origina ante una situaci�on de desconocimiento de �. El

problema matem�atico en la pr�actica es entonces, determinar las dos estad��sticas L y U tales

que juntas cumplan la propiedad de cobertura que debe poseer un intervalo de con�anza,

incluyendo alguna manera de establecer el valor de 1� �.

>Por qu�e raz�on no insistir en que la con�anza sea siempre uno (� = 0)? Si se toma L =

�1 y U =1, es obvio que se cumple P (L(X1; X2; : : : ; Xn) � � � U(X1; X2; : : : ; Xn)) = 1.

Sin embargo, el intervalo (�1;1) es tan ancho que no resulta ser informativo. Debe

sacri�carse algo de con�anza con el �n de que el intervalo se vuelva informativo. Por ejemplo,

>cu�al de las siguientes dos aseveraciones resulta ser m�as informativa:

Estoy 100% con�ado en que �1 � � � 1; o

estoy 98% con�ado en que 4:6 � � � 6:8?
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El haber sacri�cado un poco de con�anza se traduce en la obtenci�on de extremos m�as

informativos, es decir, m�as precisos. Existe entonces una negociaci�on entre dos conceptos:

con�anza y precisi�on. Con�anza alta se asocia con precisi�on baja. Precisi�on alta se asocia

con con�anza baja. No pueden tenerse ambas, precisi�on, y con�anza, altas a la vez. En

el caso de intervalos de con�anza, la con�anza se asocia con la probabilidad de cobertura,

1� �, mientras que la precisi�on se asocia con el tama~no del intervalo (L;U).

La interpretaci�on que tiene un intervalo de con�anza es que de todos los intervalos cons-

truidos con muestras X1; X2; : : : ; Xn, una proporci�on 1 � � de ellos contendr�an a � y una

proporci�on � de ellos fallar�an. En la pr�actica, no se construyen muchos intervalos sino

uno solo, ya que se observa una sola muestra. La interpretaci�on es entonces que el intervalo

�unico que se construy�o usando la muestra dada, tiene \con�anza" 1�� de cubrir a �. Nunca

sabremos si este intervalo en particular realmente cubri�o o no cubri�o �, pues para saberlo

tendr��amos que conocer �. Pero matem�aticamente tendr��amos la certeza de que habiendo

de hecho seleccionado al azar uno de todos los intervalos posibles, que se ha cubierto � con

probabilidad 1��. Note el concepto de repetibilidad que en necesario invocar para dotar de

interpretaci�on a un intervalo de con�anza. Es por esta raz�on que los intervalos de con�anza

son conceptos llamados frecuentistas, en estad��stica matem�atica.

Notacin 8.1 (cuantiles de una normal) Sea � 2 (0; 1), y �(x) la funci�on de distribuci�on

normal est�andar. Denotamos por z� al n�umero que cumple 1� �(z�) = �. Esto es, si Z es

una variable normal est�andar, z� cumple P (Z > z�) = �, o bien �(z�) = 1� �.

8.3.1 Intervalos para la media de una distribuci�on normal

Para plantear un primer ejemplo de un intervalo de con�anza, supongamos que el modelo

estad��stico es fN(�; �)j � 1 < � < 1g, donde el par�ametro � se supone conocido, de

tal manera que el par�ametro de inter�es es la media, �. El siguiente resultado establece un

intervalo de con�anza para �. Debe entenderse bien la demostraci�on, pues en la demostraci�on

radica la base para muchos de los resultados subsecuentes.

Teorema 8.1 Considere X1; X2; : : : ; Xn � N(�; �), donde � es una constante conocida.

Sean L(X1; X2; : : : ; Xn) = Xn+z�=2�=
p
n y U(X1; X2; : : : ; Xn) = Xn�z�=2�=

p
n. Entonces
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(L;U) es un intervalo de con�anza 1� � para �.

Demostracin: Por demostrar, que P (L � � � U) = 1 � �, 8�. Por propiedades

de la distribuci�on muestral de Xn (Teorema 7.2), sabemos que Xn � N(�,�=
p
n), y por

propiedades de la distribuci�on normal (ver relaci�on 6.5), sabemos que

Xn � �
�=
p
n
� N(0; 1):

Con esto, 8� se cumple entonces

P (L � � � U) = P (Xn � z�=2�=
p
n � � � Xn + z�=2�=

p
n) =

P (�z�=2�=
p
n � ��Xn � z�=2�=

p
n) =

P (�z�=2�=
p
n � Xn � � � z�=2�=

p
n) =

P (�z�=2 �
Xn � �
�=
p
n
� z�=2) = �(z�=2)� �(�z�=2) = 1�

�

2
� (�

2
) = 1� �:

Hacemos varias observaciones con relaci�on a este resultado:

� Se puede controlar la con�anza 1� �, a trav�es de la constante z�=2.

� Si la con�anza crece, es decir, � disminuye, entonces z�=2 crece, con lo que se hace m�as

ancho el intervalo (para obtener mayor con�anza, se debe pagar el precio correspon-

diente en precisi�on).

� Si n crece, entonces el ancho del intervalo decrece (si hay m�as datos, la precisi�on

aumenta).

� Si � crece, entonces el ancho del intervalo crece (si el fen�omeno es muy variable, incide

desfavorablemente sobre la precisi�on).

Dado que Xn es un estimador puntual de �, y que el error est�andar de Xn es precisamente

�=
p
n, note que el intervalo de con�anza 1�� que acabamos de comprobar, a �nal de cuentas

es de la siguiente forma:

(estimador puntual)�z�=2(error est�andar):
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M�as a�un, note que en este caso la distribuci�on del estimador puntual es normal, lo cual se

asocia con el hecho de que en el teorema aparezcan las cantidades z�=2. Despu�es veremos que

esto es una forma de intervalos que ser�a com�un a muchas situaciones. El hecho de que haya

aparecido en la formulaci�on de un intervalo de con�anza un estimador puntual es meramente

incidental. Estimaci�on puntual y estimaci�on por intervalos son actitudes muy distintas que

se toman para abordar el problema de estimaci�on. Sin embargo, esta coincidencia muestra

que estudiar estimadores puntuales puede redituar despu�es para la construcci�on de intervalos

de con�anza.

Observacin: >Por qu�e raz�on un intervalo sim�etrico alrededor del estimador puntual? Sean �

y  dos constantes positivas tales que �+ = �. Note que el �ultimo paso de la demostraci�on

tambi�en se hubiera obtenido si se reemplaza z�=2 por z� y �z�=2 por �z. Demuestre que la

elecci�on � =  = �=2 produce que la longitud del intervalo de con�anza obtenido es m��nima.

En la demostraci�on del resultado, los siguientes hechos son cruciales:

(i) la distribuci�on del estimador puntual (Xn) es normal, y

(ii) el error est�andar del estimador puntual (�=
p
n) se conoce.

Note que el hecho de que las observaciones originales hubieran sido normales, no fue

relevante excepto para concluir queXn tambi�en es normal. Esto sugiere que si las condiciones

(i) y (ii) se sustituyen por

(i') la distribuci�on del estimador puntual es aproximadamente normal, y

(ii') el error est�andar del estimador puntual se conoce aproximadamente,

que entonces podr��amos construir intervalos que aproximadamente cumplen el requerimiento

de cobertura. En efecto, de teor��a de probabilidad conocemos resultados que provocan las

condiciones (i') y (ii') en el caso en que n sea grande: el Teorema Central del L��mite, y la

Ley de los Grandes N�umeros.

Por ejemplo, el siguiente resultado se obtiene al aproximar el error est�andard de Xn con

un estimador consistente, Sn=
p
n.
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Teorema 8.2 Considere X1; X2; : : : ; Xn � N(�; �), donde � no necesariamente es conocida.

Sean L(X1; X2; : : : ; Xn) = Xn+ z�=2Sn=
p
n y U(X1; X2; : : : ; Xn) = Xn� z�=2Sn=

p
n, donde

S2n = n
�1Pn

i=1(Xi�Xn)
2. Entonces, si n es grande, (L;U) es aproximadamente un intervalo

de con�anza 1� � para �.

Demostracin: Si n es grande, entonces por la LGN (ver Ejemplo 5.7.2), Sn � �, con lo

que la demostraci�on anterior se cumple con aproximaciones en lugar de igualdades.

Ejemplo 8.108 Se toman n = 150 observaciones de una distribuci�on normal

cuya media es desconocida. Suponga que se hacen c�alculos y se encuentra que

Xn = 4:9173 y Sn = :9567. Un intervalo de con�anza 90% es entonces

Xn � z:10=2Sn=
p
n,

es decir,

4:9173� 1:645(:9567=
p
150),

4:9173� :1285:

El intervalo de con�anza 90% para � es (4:7888; 5:0458).

8.3.2 Intervalos de Wald

El resultado anterior, se puede generalizar como sigue:

Teorema 8.3 (Intervalos de Wald) Sea �̂ = �̂(X1; X2; : : : ; Xn) un estimador puntual del

par�ametro � tal que la distribuci�on de �̂ es aproximadamente normal, y sea �̂�̂ una estimaci�on

consistente del error est�andar de �̂. Entonces, si n es grande,

�̂ � z�=2�̂�̂

es aproximadamente un intervalo de con�anza 1� � para �.
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Demostracin: Si n es grande, entonces por ser �̂�̂ consistente, �̂�̂ � ��̂, con lo que la

misma demostraci�on anterior se cumple con aproximaciones en lugar de igualdades.

En los intervalos que son de la forma �̂�z�=2�̂�̂, como los intervalos de Wald, es usual que

a la cantidad z�=2�̂�̂ se le denomine error de estimaci�on, o margen de error. Estos intervalos

son sim�etricos alrededor de su punto central, �̂.

8.3.3 Intervalos para medias, muestras grandes

A continuaci�on veremos un ejemplo de aplicaci�on de los intervalos de Wald, en el cual el

TCL es el resultado que proporciona un estimador puntual aproximadamente normal.

Teorema 8.4 (Intervalo de con�anza para medias, caso muestras grandes) Consi-

dere X1; X2; : : : ; Xn una muestra i.i.d. de una distribuci�on con media �. Si n es grande, y

S2n = n
�1Pn

i=1(Xi �Xn)
2, entonces Xn � z�=2Sn=

p
n es aproximadamente un intervalo de

con�anza 1� � para �.

Demostracin: Por el TCL y porque n es grande, Xn es aproximadamente normal, y

Sn=
p
n es un estimador consistente del error est�andar de Xn.

Ejemplo 8.109 Tomemos una muestra de n = 100 variables aleatorias. Se

calculan con los datos, Xn = :4888 y Sn = :2945. Un intervalo de con�anza 99%

es entonces

Xn � z:01=2Sn=
p
n,

es decir,

:4888� 2:576(:2945=
p
100),

:4888� :0759:

El intervalo para � es (:4129; :5647), y la con�anza es 99%23.

23De hecho, para elaborar este ejemplo, se generaron 100 n�umeros aleatorios con distribuci�on uniforme

en (0; 1), por lo que la media verdadera es � = :5. En este caso sabr��amos que el intervalo calculado s�� fue
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8.3.4 Intervalos para proporciones, muestras grandes

Hay un caso particular de los intervalos de Wald que es de importancia extrema. Se trata del

caso de estimaci�on de una proporci�on, p, con base en observaciones X1; X2; : : : ; Xn � Ber(p),

cuando n es grande.

Teorema 8.5 (Intervalo de con�anza para proporciones, caso muestras grandes)

Sea X1; X2; : : : ; Xn una muestra i.i.d. de una distribuci�on Bernoulli con par�ametro p. Si n

es grande, y p̂ = Xn, entonces p̂�z�=2
q

p̂(1�p̂)
n

es aproximadamente un intervalo de con�anza

1� � para p.

Demostracin: Por el TCL y porque n es grande, p̂ es aproximadamente normal, yq
p̂(1�p̂)
n

es un estimador consistente del error est�andar de p̂,
q

p(1�p)
n
.

Ejemplo 8.110 Suponga que se han encuestado con muestreo aleatorio i.i.d. a

n = 850 electores para determinar si votar�an por un candidato determinado. Sea

p la proporci�on de votos que ese candidato ganar�a. Suponga que en la muestra,

se encontraron 322 votos favorables al candidato. Un intervalo de con�anza del

95% est�a entonces dado por

p̂� z:05=2

r
p̂(1� p̂)
n

,

donde p̂ = 322=850 = : 379, es decir

: 379� 1:96
r
: 379(1� : 379)

850
.

El intervalo para p es entonces : 379 � :033, o bien (:346; :412). El margen de

error es :033, y la con�anza es 95%.

exitoso en contener a �, pero s�olo podemos veri�carlo porque sabemos que la media verdadera es � = :5.

Es importante enterder aqu��, que de haberse repetido este experimento digamos 1000 veces, encontrar��amos

que aproximadamente 10 de los casos no contendr�an al valor .5.
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Note que no es cierto que el margen de error sea igual 1�con�anza. Anoto a continuaci�on

una cita tomada del peri�odico del d��a 30 de mayo de 2000 (El Correo de Hoy), que denota

que a�un entre los directivos de las empresas encuestadoras, hay una confusi�on tremenda

entre lo que signi�can los t�erminos estad��sticos:

Eduardo Jones, subdirector de Estudios Pol��ticos y Sociales del Centro de Estudios de

Opini�on, acompa~nado de Carlos Jim�enez, investigador del Area de Estudios Pol��ticos

y Sociales, dieron a conocer los resultados y aseguraron que el margen de error de su

sondeo es de apenas el 5 por ciento, por lo que tiene una con�abilidad del 95 por ciento.

8.3.5 Problemas de dise~no

Un aspecto importante para considerar es que con conocimiento de estas f�ormulas para

construir intervalos de estimaci�on, que uno puede realizar dise~no. Una pregunta t��pica de

dise~no es >De qu�e tama~no debe ser la muestra para estimar p? Note que se trata de dise~no

porque es algo que se est�a considerando aun antes de obtener la muestra. Para contestar

esta pregunta, una de las alternativas que existen es especi�car con antelaci�on dos cosas: la

con�anza requerida, y el margen de error, e, que ser��a aceptable. Con estos dos n�umeros casi

podr��a determinarse el valor necesario de n, porque el margen de error es e = z�=2

q
p(1�p)
n
,

de donde se obtiene

n = (z�=2)
2p(1� p)

e2
:

Para soslayar el hecho de que esta expresi�on depende del valor desconocido de p, existen tres

alternativas:

1. Utilizar como valor de p alg�un valor que se juzgue acertado o aproximadamente correcto

antes de muestrear. Por ejemplo, puede ocurrir que recientemente se hizo una encuesta

similar y se encontr�o entonces que p̂ fue cercano a :30, por lo que quiz�as pueda suponerse

que el valor actual de p es algo de ese orden de magnitud.

2. Realizar muestreo previo de manera econ�omica, con �nes de determinaci�on aproximada

de p, quiz�as con medios diferentes de los que se emplear�an en la encuesta de�nitiva (por

ejemplo, haciendo una encuesta telef�onica expedita, antes de una labor de entrevistas

154



personales). En estudios de muestreo, un estudio preliminar obtenido para �nes de

dise~no se llama una muestra piloto, y es muy com�un recurrir a ella.

3. Tomar una actitud conservadora, y poner p = 1=2 en la f�ormula anterior. Se trata

de una actitud conservadora porque la cantidad p(1 � p) se maximiza en p = 1=2, de

modo que el tama~no de muestra prescrito por esta elecci�on es mayor que la que se

requerir��a si acaso p fuera otro valor. Esta puede ser una soluci�on aceptable, si no hay

consideraciones de tipo econ�omico en la obtenci�on de una muestra de tama~no n. Por

ejemplo, para estimar un valor de p en la vecindad de :40 se requiere una muestra 2:6

veces mayor que la necesaria para estimar un valor de p en la vecindad de :10.

Similarmente, para el caso de estimaci�on de una media �, el margen de error es e =

z�=2�=
p
n, de donde se obtiene

n =
�z�=2�

e

�2
:

Para determinar el tama~no de muestra necesario para estimar � con margen de error e y

con�anza 1 � �, es necesario establecer el valor de �, para lo cual puede recurrirse a las

primeras dos estrategias mencionadas para estimaci�on de proporciones (para este caso no

existe un an�alogo a la estrategia conservadora).

8.3.6 Funciones de estimadores puntuales

Para emplear el Teorema 8.3 y poder construir intervalos de con�anza de Wald, es necesario

contar con un estimador puntual que sea aproximadamente normal. El siguiente resultado

permite considerar estimadores puntuales que son funci�on de estad��sticas aproximadamente

normales, habilitando con ello la construcci�on de intervalos de Wald.

Teorema 8.6 (M�etodo delta) Suponga que �̂ es aproximadamente N(�; ��̂), y ��̂ � 0.

Suponga que g : R ! R es una funci�on derivable tal que g0(�) 6= 0. Entonces g(�̂) es

aproximadamente N(g(�); jg0(�)j��̂).

Demostracin: No la veremos, pero mencionaremos que intevienen en la demostraci�on

el Teorema de Taylor (de c�alculo), el TCL y la LGN.
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Note que la condici�on ��̂ � 0, se cumple, en particular, si �̂ es un estimador consistente

de �. Note adem�as que el teorema est�a dando una expresi�on aproximada para �g(�̂), dada

por jg0(�)j��̂. M�as aun, si interesa estimar g(�) usando el estimador puntual g(�̂), el m�etodo

delta proporciona no s�olo el error est�andar sino que tambi�en asegura la distribuci�on normal

que es requerida para invocar los intervalos de Wald, que ser��an entonces de la forma:

g(�̂)� z�=2�̂g(�̂).

Ejemplo 8.111 Para la distribuci�on geom�etrica con par�ametro p, vimos que el

estimador por el m�etodo de momentos es p̂ = 1
Xn+1

= g(Xn), donde g(x) =
1
x+1
.

Note que g0(x) = � 1
(x+1)2

. Sabemos, por el TCL, que Xn es aproximadamente

N(1�p
p
;
q

1�p
np2
). Notamos adem�as, que si n es grande, entonces

q
1�p
np2

� 0. Luego,

por el teorema, se concluye que g(Xn) es aproximadamente N((
1�p
p
+1)�1; (1�p

p
+

1)�2
q

1�p
np2
) = N(p; p

q
1�p
n
). Por lo tanto, si n es grande, el intervalo de Wald

para el par�ametro p estar��a dado aproximadamente por

p̂� z�=2p̂
r
1� p̂
n
:

Ejemplo 8.112 Suponga que es de inter�es estimar la probabilidad P (X > x)

para una variable aleatoria exponencial, donde x es un n�umero �jo. Sabemos en-

tonces que P (X > x) = exp(��x), donde � es el par�ametro de una exponencial.

Por el m�etodo de momentos, un estimador de � est�a dado por 1
Xn
. Un estimador

natural para P (X > x) est�a dado por exp(��̂x) = exp(�x=Xn) = gx(Xn), donde

gx(u) = exp(�x=u) y g0x(u) = x
u2
exp(�x=u). Ahora bien, por el TCL sabe-

mos que Xn es aproximadamente N(
1
�
;
q

1
n�2
). Como

q
1
n�2

� 0 para n grande,

el teorema concluye que gx(Xn) es aproximadamente N(gx(
1
�
); g0x(

1
�
)
q

1
n�2
) =

N(exp(��x); �x exp(��x)
q

1
n
). El intervalo de con�anza de Wald es aproxi-

madamente

exp(��̂x)� z�=2�̂x exp(��̂x)
r
1

n
,
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donde �̂ = 1
Xn
.

Hemos visto intervalos de con�anza para muestras grandes, incluyendo el importante caso

de estimaci�on de proporciones. Esto es lo que abarcaremos en el presente curso introductorio.

Cabe mencionar que existen muchas situaciones que no hemos cubierto con lo anterior, que

tendr��an que ser objeto de cursos adicionales de estad��stica matem�atica. Entre ellas, debe

tomarse en cuenta que:

Observacin:

� No siempre n es grande.

� No siempre �̂ es aproximadamente normal, aunque n s�� sea grande.

� No siempre dim(�) = 1.

� No siempre X1; : : : ; Xn son i.i.d.

� No siempre se conoce la distribuci�on muestral de �̂.

8.4 Ejercicios

1. Considere cada uno de los estimadores por el m�etodo de momentos para cada una de las

familias de distribuciones cubiertas en la Secci�on 6.3.3 y determine si los estimadores

resultantes, vistos como estimadores puntuales, son insesgados y consistentes.

2. Use tablas de distribuci�on normal est�andar para comprobar que z:005 = 2:576, z:01 =

2:326, z:025 = 1:960, z:05 = 1:645, z:10 = 1:282, y z:25 = :674.

3. Demuestre que �(�z�) = �.

4. Veri�que la siguiente interpretaci�on: si el intervalo de con�anza es exitoso en cubir a

�, entonces la distancia entre �̂ y � es a lo m�as el margen de error.
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5. En un experimento psicol�ogico, los individuos reaccionan A o B. El experimentador

desea estimar p =proporci�on de gente que reacciona como A. >Cu�antos sujetos de

prueba debe incluir para estimar p con con�anza 90% con un margen de error de 4%,

si a) sabe que p es alrededor de 0:2, y b) no tiene idea acerca de p?

6. Un investigador sabe que en una poblaci�on, � = 18. Desea estimar � con con�anza

95% y error de estimaci�on 2:5. >Qu�e tama~no de muestra debe emplear? >Si � fuera la

mitad, en cuanto se reduce el tama~no de muestra?

7. Suponga que �̂ = 32:86, y que n = 150. Encuentre un intervalo de 95% de con�anza

para la probabilidad P (X > 40).

8. Considere el modelo N(�; �). Suponga que es de inter�es el valor de k�2, donde k es una

constante positiva, dada. Use el m�etodo delta para encontrar un intervalo de con�anza

para k�2, con base en el estimador puntual para �, �̂ = Xn.
24

24Un ejemplo de esta situaci�on es la siguiente: por leyes de mec�anica, se sabe que la distancia recorrida

(d, en metros) en ca��da libre despu�es de t segundos es d = 9:81t2=2. Suponga entonces que se tienen

observaciones X1; : : : ; Xn tales que son observaciones de N(t; �). Luego, el ejercicio proporciona un intervalo

de con�anza para la distancia recorrida.
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