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Resumen

En el contexto de epidemiologia, resulta sumamente importante el uso de mo-
delos mateméticos para describir la dispersion de un agente infeccioso en una
poblacién con fines de aprender sobre las caracteristicas infecciosas del agente, o
bien, de predecir escenarios futuros para un brote.

Una forma de modelar matematicamente el proceso de dispersién de un agen-
te infeccioso, es mediante modelos epidemiologicos compartimentales, los cuales
consisten en clasificar a los individuos de una poblacion en distintas categorias de
acuerdo a su estado respecto a la enfermedad. Estos modelos dependen de para-
metros que regulan el contagio y la recuperacion de los individuos, por ejemplo,
y que son determinantes en el desarrollo y magnitud de un brote.

Este trabajo tiene como objetivo revisar y proponer, en algunos casos, me-
todologias para realizar inferencia estadistica, desde el enfoque bayesiano, de los
parametros que rigen este tipo de modelos. Los modelos compartimentales se con-
sideran, a su vez, bajo dos diferentes tipos de regimenes. El primero se denomina
“ley de accidon de masas” y corresponde al escenario en donde el ntimero de contac-
tos de cada individuo en la poblacion es muy similar. El segundo tipo incorpora
una red de contactos y puede considerar poblaciones con contactos individuales
que son muy diferentes entre si.
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Introduccion

Un paso importante en el método cientifico es la experimentacion, sin embar-
go, en el contexto de epidemiologia no es concebible (ni seria ético) experimentar
sobre una poblacién para ver como se dispersa un agente infeccioso. Esto hace que
en esta area sea sumamente importante el planteamiento de modelos matemati-
cos que intenten describir la evolucion de una enfermedad y que al mismo tiempo
puedan incorporar resultados de laboratorio o estimaciones originadas de brotes
anteriores. Al tener un modelo bien determinado, es posible plantearse distintos
escenarios bajo los cuales se desarrolle la dipersion de la enfermedad, y establecer
asi politicas publicas que intenten erradicar o disminuir la magnitud de un brote.

Una gran parte de los modelos epidemiologicos considera que un individuo
puede transitar por diversos estatus al ser infectado durante un brote. Esta clasi-
ficacion individual lleva naturalmente a dividir a la poblacion de estudio en grupos
o categorias disjuntas de acuerdo a su estado respecto a la enfermedad. Este tipo
de modelos epidemiologicos se denominan modelos compartimentales.

Por otro lado, los modelos epidemiolégicos pueden dividirse en dos grandes
categorias: deterministas o estocasticos. En un modelo determinista se considera
que se tiene control o conocimiento absoluto de los factores que intervienen en
el estudio del proceso o fenémeno y por tanto se pueden predecir con exactitud
sus efectos. En un modelo estocéastico no es posible controlar todos los factores
que intervienen y en consecuencia no se tienen resultados tnicos. Debido a esta
variabilidad en los modelos estocasticos, los resultados estdn acompanados con
distribuciones o afirmaciones probabilisticas. Por ejemplo, si modelamos la pro-
pagacion de una enfermedad usando un modelo compartimental en una poblaciéon
compuesta de N individuos, un modelo determinista nos permite obtener para un
tiempo fijo ¢ el ntimero (o proporcion) de individuos en cada uno de los comparti-
mentos, mientras que usando un modelo estocastico se obtendria la probabilidad
de que se tengan (ig, 41) individuos infectados (con ig < iy).

Supoéngase que se tiene un modelo compartimental con K categorias mutua-
mente excluyentes y que la salida de un grupo implica la entrada inmediata a uno
de los otros. Siguiendo la notacion de Haran (2009), para un tiempo fijo ¢, se puede
definir un sistema vector-valuado X(t) = (X;y(¢),..., Xk(t)), donde X;(t) es un
conteo que corresponde al nimero de individuos en el i-ésimo compartimento, o
un nimero real en el intervalo [0, 1], cuando lo que se describe es la proporcion de
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individuos en cada uno de los grupos. Asociado a estos estados, se puede definir un
proceso de flujo para cada par de compartimentos ¢, j. Denotemos N;;(t2) —N;;(t1)
el nimero de transiciones del compartimento ¢ al 7 entre los tiempos ¢, y t5, con
t1 < t9. Este flujo esta asociado con las tasas de transferencia entre compartimen-
tos Vij > 0, Z,] S {1,,K}

En los modelos epidemiolégicos compartimentales existe un parametro umbral
que determina si el namero de infectados decrece rapidamente hasta desaparecer,
o si la enfermedad se propaga en una gran parte de la poblacién y se presenta un
brote. Este parametro umbral se conoce como Ry y es una funcion de las tasas de
transferencia entre los compartimentos.

Dado un conjunto de observaciones, por ejemplo pensemos en reportes de nue-
vos infectados cada cierto intervalo de tiempo, y un modelo epidemiolégico que
describa adecuadamente los datos observados (puede consultarse Herrera Reyes,
2010 para mayor detalle sobre el tema de seleccion de modelos), es relevante po-
der realizar inferencia sobre los parametros que rigen el modelo para los datos, ya
que esto permitirfa un mejor entendimiento del comportamiento de la epidemia,
y ademés el establecimiento de medidas que ayuden a controlar el brote, evitando
un impacto mayor en la salud de la poblaciéon y en la economia.

El objetivo principal de este trabajo es presentar un proceso de inferencia en
modelos epidemioldgicos compartimentales planteados bajo escenarios distintos.
Se supondra que los datos observados son el nimero de nuevos infectados repor-
tados en un intervalo de tiempo y se trabajara con modelos de tipo bayesiano.

El trabajo se divide en cuatro capitulos. En el Capitulo 1 se presentan las bases
tedricas necesarias para el desarrollo de la inferencia de los modelos epidemiol6-
gicos que se presentan. Estos fundamentos se enfocan principalmente en métodos
de simulacién e inferencia bayesiana.

En el Capitulo 2 se revisa el planteamiento de los modelos compartimentales
desde el enfoque determinista, el cual supone una poblacién grande donde las in-
teracciones entre los individuos son homogéneas y se rigen bajo la ley de accion
de masas, por lo que el numero de contactos de los individuos de la poblacién es
muy similar, y el sistema de ecuaciones diferenciales asociado al modelo tiene una
solucién tnica para un tiempo fijo. También se presenta una forma de realizar
inferencia en este tipo de modelos y algunos ejemplos de su implementacion.
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Posteriormente, en el Capitulo 3 se anade un componente aleatorio relacio-
nado con los tiempos en que los individuos permanecen en cada compartimento.
De esta forma, los modelos compartimentales que aqui se consideran son cadenas
de Markov de saltos puros. En este caso también se plantea la metodologia de
inferencia y se presenta un ejemplo.

Por tltimo, en el Capitulo 4 se plantea el modelo estocastico en una red que
representa las interacciones entre los individuos de una poblacién. Este escena-
rio es mas realista que los anteriores cuando la poblacién es pequena o el agente
infeccioso se dispersa siguiendo contactos que varian considerablemente entre los
individuos de la poblacion. Se presenta una adaptacion del método de inferencia
en el modelo estocéastico y un ejemplo en el modelo SIR.

La implementacion de los métodos de inferencia se programoé usando el software
estadistico R (R Development Core Team, 2008) y el codigo de programacion que se
utiliza a lo largo de este trabajo puede consultarse en http://leticiaramirez2.
net/supplementary_material.html.


http://leticiaramirez2.net/supplementary_material.html
http://leticiaramirez2.net/supplementary_material.html

CAPITULO 1

Fundamentos tedricos

En este capitulo se abordan las bases de los elementos estadisticos utilizados
para el desarrollo de los procesos de inferencia que se abordarin en los capitulos
siguientes.

En la Secciéon 1.1 se explica brevemente el paradigma bayesiano, y cémo es-
te esquema de modelaciéon incorpora, ademés de la informaciéon proporcionada
por los datos (reflejada en la verosimilitud), informacion adicional obtenida de
expertos sobre el tema que puede ser valiosa y aportar ventajas al considerarla
en el modelo. Es importante dar un breve resumen sobre este topico, ya que la
inferencia en los modelos compartimentales desarrollada més adelante se basa en
modelos bayesianos.

Posteriormente, en la Seccion 1.2 se describen algunos algoritmos MCMC que
permiten simular de una densidad posterior en ocasiones que se dificulta su ob-
tencion de manera explicita. En particular, se hace especial énfasis en el algoritmo
Metropolis-Hastings, puesto que el t-walk y el algoritmo ABC-MCMC son casos
particulares de éste que se usaran para la simulacién de la densidad posterior
de los parametros de los modelos compartimentales abordados en los capitulos
posteriores.

1.1. Inferencia Bayesiana

El primer paso a realizar en la modelacion estadistica paramétrica, es elegir
una familia paramétrica P = {f(y|0) : 0 € ©} que logre describir el com-
portamiento probabilistico del fenémeno aleatorio de estudio, pero atn queda la
incertidumbre acerca de cual 0 elegir para que el modelo esté definido de forma
explicita. En contraste con el enfoque clasico o frecuentista, en estadistica baye-
siana se modela a 0, el parametro del modelo probabilistico general 7 (y | 6), como
una variable (o vector) aleatoria cuya distribucion de probabilidad a priori
o inicial 7(0) esta basada en informacion previa. Elegir tal distribucion es todo
un tema, existen varios métodos para capturar la informacién subjetiva en una
distribucién de probabilidad para 6 y también hay formas de expresar en dicha
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distribucion la incertidumbre acerca del parametro mediante una distribucién a
priori poco informatival.

Ya que se cuenta con la distribucion a priori, se procede a obtener la muestra, y

la distribucion inicial se actualiza con las observaciones x = (z1, ..., x,) conforme
a la Regla de Bayes para obtener una distribucion posterior o final:
fly|0)m(0
w(0ly) = IO (1)

Jo fly [ 9)m(0) dv
Obsérvese que la distribucion 7(6 | y) contempla tanto la informacion muestral
como la informacion incorporada por (). El denominador de (1.1) es una cons-
tante que tipicamente en dimensiones paramétricas mayores es dificil de calcular
de manera explicita, sin embargo existen métodos para aproximarlo numérica-
mente.

La caracteristica primordial que hace interesante al enfoque bayesiano es que
éste, ademés de usar informaciéon muestral, hace posible incorporar de manera
consistente al modelo informacion subjetiva (a priori) derivada de las creencias
previas a la realizacion del experimento (experiencia de expertos, informacion his-
torica, etc.) y ain con muestras pequenias proporciona inferencias aceptables (Box
y Tiao, 2011; Bernardo y Smith, 2001).

En la metodologia bayesiana, una vez hallada la distribuciéon posterior ya es
posible plantear cualquier problema de inferencia: estimacioén puntual, estimacion
por intervalos, contrastes de hipotesis, etc. (Bernardo y Smith, 2001; Blasco, 2005).

1.2. Algoritmos MCMC

Los algoritmos MCMC son métodos de simulaciéon basados en una Cadena de
Markov; es decir, las variables generadas seran dependientes. De esta forma se
deberan sacrificar observaciones intermedias para obtener una muestra pseudoin-
dependiente. La ventaja de este tipo de algoritmos radica en que una cadena de
Markov puede tener propiedades de convergencia que facilitan la simulacién de
una funcion objetivo 7 arbitraria a partir de una distribucién adicional ¢ de la
cual es sencillo simular.

El objetivo es simular variables aleatorias X1, ..., X, que se distribuyan apro-
ximadamente como 7 sin simular directamente de esta distribucién. Los métodos

!Para mayor detalle acerca de distribuciones a priori, véase Robert (2007).
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MCMC logran esto usando una cadena de Markov ergddica que tenga como dis-
tribucién estacionaria 7.

Existen diversos esquemas que producen kerneles de transicion validos aso-
ciados con distribuciones estacionarias arbitrarias, pero se conserva el esquema
general que consiste en proponer un punto inicial (%) dentro del soporte de 7
y generar una cadena {X (t)} usando una densidad propuesta con distribucion
estacionaria .

1.2.1. Algoritmo Metrépolis-Hastings

Este algoritmo debe su nombre a Nicholas Metropolis, que publicé un articulo
en conjunto con otros autores, donde se proponia por primera vez el algoritmo en
el caso de propuestas simétricas (Metropolis et al., 1953). Posteriormente, Has-
tings (1970) extendi6 el algoritmo al caso mas general.

El algoritmo Metropolis-Hastings hace uso de una densidad condicional ¢(y | z)
definida respecto a la medida dominante del modelo (Robert y Casella, 2013), y
puede ser implementado en la practica cuando es sencillo simular de ¢(-|z), ya
sea que se pueda simular explicitamente de ella o de algo proporcional (salvo una
constante multiplicativa que no dependa de x); o bien, si es simétrica, es decir,

que q(z |y) = q(y | ).

El algoritmo M-H asociado con la densidad objetivo 7 y la densidad condicional
q (ala cual se le llama densidad instrumental, propuesta o kernel de transicion),
produce una cadena de Markov {X (t)} mediante las transiciones mostradas en el
Algoritmo 1.

A a(z |y) se le llama probabilidad de aceptacion de Metropolis-Hastings y a
{m(y)q(z|y)} /{n(x)q(y|x)} se le llama razon de Metropolis-Hastings. Para re-
visar las condiciones que se requieren para la convergencia del método y mayor
detalle sobre las propiedades asintoticas ver la Seccion 7.3.2 de Robert y Casella
(2013).

El Algoritmo 1 siempre acepta valores de y, para los cuales el cociente 7 (y;) /q(y; | 2*)
se incrementa comparado con el valor anterior 7(z®)/q(z | 3,). En el caso en que
la propuesta ¢ es simétrica, este término se cancela en la razéon de M-H y se acep-
ta un punto de acuerdo al valor del cociente 7(y;)/m(2®). Este método también
es capaz de aceptar puntos para los cuales la razéon descrita anteriormente no se
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Algoritmo 1: Metropolis-Hastings.

Dado un punto z®,
1. Generar Y; ~ q(y|z®)
2. Hacer

) { Y,  con probabilidad a (z,Y;),

2 con probabilidad 1 — a (z,Y;).

donde

~—

m(y) q(x|y)

~—

incrementa, pero con probabilidad menor a uno.

La eleccion de la densidad propuesta ¢ es crucial para la rapida convergencia
de este algoritmo. Naturalmente, la densidad propuesta que haria que el método
convergiera mas rapidamente seria q(y|z) = 7(y), en cuyo caso la probabilidad
de aceptacion de M-H seria 1 y la convergencia se daria de manera inmediata, sin
embargo, en el contexto de métodos MCMC suponemos que no se puede muestrear
de 7 directamente. En el caso mas general, es comtun proponer una caminata alea-
toria para mover a los puntos (Random Walk Metropolis-Hastings), en la cual la
propuesta estd dada por Y; = =Y 4 Z,, donde los incrementos {Z,} son v.a.i.i.d.
provenientes de una distribucion simétrica determinada, por ejemplo, N(0,c%I).
En este caso, el problema se enfoca en como escalar la propuesta, que en el caso
de la Normal, equivale a elegir 0% (a la cual se le llama tamafo de paso). Si o2 se
elige muy pequena, la cadena se movera muy lentamente y producira puntos muy

correlaccionados, pero si es demasiado grande, las propuestas se rechazaran con
facilidad.

Tipicamente, la bisqueda de los parametros de escalamiento para la propuesta
se hace manualmente, a prueba y error; sin embargo, esto puede resultar tedioso
y complicado, sobre todo en altas dimensiones. Un enfoque alternativo son los
métodos MCMC adaptativos, los cuales hacen a la computadora aprender sobre
mejores valores sobre los pardmetros mientras el algoritmo corre. Esto se logra
actualizando los parametros de escalamiento de la densidad propuesta en cada
iteracion, a fin de encontrar un valor més adecuado. Se requieren ciertas condicio-
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nes para garantizar la convergencia, las cuales pueden consultarse en Haario et al.
(2001) y Andrieu y Thoms (2008).

1.2.2. El t-walk

El t-walk es un algoritmo propuesto por Christen et al. (2010) que permite
simular de una funcién objetivo continua arbitraria. Es un método MCMC que
se basa en dos puntos seleccionados de manera independiente dentro del espacio
muestral y propone nuevos puntos que se aceptan o rechazan con probabilidad
dada por el cociente de Metropolis-Hastings, por lo que se puede probar su con-
vergencia bajo las condiciones habituales. A diferencia de los métodos adaptativos,
en este caso la propuesta es fija, y produce un algoritmo invariante a la escala que
se considere, y aproximadamente invariante a transformaciones afines del espacio
paramétrico.

La ventaja del t-walk es que no requiere parametros de escalamiento ni adap-
taciones de la propuesta, haciéndolo muy versatil para poder simular de una dis-
tribucion objetivo continua. Se basa en un kernel hibrido, es decir, en una mezcla
de kerneles estandar de Metropolis-Hastings y tinicamente requiere la evaluacion
de la distribuciéon objetivo en el punto actual y el anterior, asi como la evaluacion
de la propuesta.

Supéngase que se desea simular de la distribucion objetivo 7(z), con x € X
y X C RY. Se define una nueva funcién objetivo f sobre X x X como f(x,2') =
m(x)m(2"). El algoritmo parte de un par de puntos dentro del soporte de la dis-
tribuciéon objetivo y en cada paso mueve uno de ellos con igual probabilidad,
mediante la propuesta que genera las siguientes transiciones:

x, h(2, x con probabilidad 0.5,
(v:9) :{ (. h(z, ) P (1.2)

(h(x,2'),2") con probabilidad 0.5

donde h(z,x’) es una variable aleatoria utilizada para formar la propuesta. Ob-
sérvese que no se estan considerando dos cadenas paralelas en X, s6lamente se
construye una cadena en X x X. Se seleccionara al azar una de cuatro distintas
propuestas (movimiento de caminata, transversal, de vuelo y de salto, ver Christen
et al., 2010), cada una de ellas caracterizada por una funcion h. En primer lugar se
elegiré una de las opciones en (1.2), y posteriormente se simularé la propuesta de h.

Sea g (- | x,2") la funcion de densidad de h(z, 2"). Bajo un esquema de Metropolis-
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Hastings, el cociente de aceptacion puede calcularse como

(') g @'y, z)
(') gy |2, x)

para el primer caso de (1.2) y

m(y) g(z |y, ')
m(y) g(y|z, ')

para el segundo caso.

Un método MCMC bien calibrado (es decir, donde los pardmetros de la pro-
puesta son elegidos de manera 6ptima) puede converger méas rapidamente que
el t-walk, sin embargo, a pesar de que un MCMC de Metrépolis-Hastings es un
método muy flexible y general, calibrarlo puede resultar muy complicado, sobre
todo en altas dimensiones. El t-walk brinda un método alternativo y muy general,
al requerir solamente dos puntos dentro del soporte y el logaritmo de la funcién
objetivo como entrada. Este método estd implementado en Python y en R (R
Development Core Team, 2008) en una paqueteria llamada t-walk, la cual es
utilizada en este trabajo.

1.2.3. Inferencia sin verosimilitud (ABC)

Considérese un modelo bayesiano donde 7(#) denota la densidad a priori
del vector de parametros # € ©. Supongamos que se tienen observaciones y =
Yi,---Yn € D del modelo f (y|6€). Desde el enfoque bayesiano, la inferencia se
basea en la distribucién posterior

m(0y) o< f(y|0) 7(0).

Sin embargo, en ocasiones la verosimilitud de los datos es muy complicada, su
evaluacion puede resultar muy costosa computacionalmente o simplemente impo-
sible de calcular; esto dificulta el uso de los algoritmos estandar para simular de
7 (0]y). Los métodos ABC (Marin et al., 2012; Del Moral et al., 2012), son una
alternativa que tnicamente requiere que sea posible simular pseudo-observaciones
x del modelo f (-|6), es decir, basta con conocer el modelo estocastico a partir
del cual se generan los datos para poder simular de una aproximaciéon de la dis-
tribucién posterior.

En Rubin et al. (1984) se afirma que la estadistica bayesiana y los métodos
Monte Carlo son muy ttiles para probar el ajuste de una gran variedad de mode-
los posibles a un conjunto de datos. Mas aun, en este paper se plantea el primer
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algoritmo ABC, el cual se basa en un muestreo exacto de aceptaciéon y rechazo
(ver Robert y Casella, 2013).

De acuerdo con Del Moral et al. (2012), el esquema general del ABC consiste
en muestrear de una aproximacion 7, de la posterior, definida sobre © x D como:

7 (6) 1 (x]0) 1,00
X T @ T Gl dean

donde € > 0 es un nivel de tolerancia, ]13() es la funcién indicadora de un con-
junto dado B y x € D corresponde a un conjunto de pseudo-observaciones del
modelo, las cuales son cercanas en algin sentido a las observaciones reales y.
Dicho conjunto se define formalmente por

Acy ={z€D:p(n(z).nly)) <e}. (1.3)

La funcién 7 es un estadistico que resume la informacion de la muestra y la
funcién p es una medida de distancia.

Se han propuesto diversas variaciones a la aproximaciéon por ABC de la pos-
terior presentada anteriormente. En Marin et al. (2012) se describen algunas de
estas modificaciones a detalle. La que se utilizara en el desarrollo de este trabajo,
es una generalizacion propuesta por Wilkinson (2013) y consiste en sustituir la
funcion indicadora de (1.3) por una funcién suavizadora de tipo kernel (la indi-
cadora corresponde a un kernel uniforme). Mediante este algoritmo se propone
realizar inferencia sobre una aproximacion controlada de la distribucion objetivo,
haciendo uso de la convoluciéon de esta tltima con una funcién kernel arbitraria:

; _ m(0) f(x]0) Kn(y — %)
T O X1Y) = T R0 Kh&—z) dz do’

(1.4)

donde K, es un estimador de densidad kernel parametrizado por el ancho de ban-
da h. Wilkinson (2013) estipula que si el modelo planteado tiene un término de
error, y se estima la distribuciéon de dicho error mediante K, esto produce un
algoritmo ABC que permite simular exactamente de la posterior que depende del
error de las variables.

En la practica, el algoritmo de Wilkinson se puede modificar calculando el
estimador de densidad tipo kernel sobre un estadistico que mida la discrepancia



Capitulo 1. Fundamentos tedricos 11

entre las observaciones reales (y) y las simulaciones (x) obtenidas dado un valor
fijo Oy para el parametro. En primer lugar debe plantearse un estadisticon : D — S
que resuma la informacion de los datos, y posteriormente la funciéon p: 8 x8§ — R
que proporciona una medida de distancia o disimilaridad. Una posible alternativa
es usar un estadistico t : D x D — R que no dependa de cantidades desconocidas,
tal que t(x,y) = p (n(x),n(y)) (Braunack-Mayer, 2013; Duran Aguilar, 2014). De
esta forma, se modifica la expresion (1.4) como sigue:

m(0) f(x]0) Kn(t(x,y))
m(0) f(z]0) Ki(t(z,y)) dz df’

i 0.x1y) = 7 (L5)

El estadistico t debe resumir de alguna forma la discrepancia entre los datos ob-
servados y los simulados. Una vez propuesto el estadistico, se debe cuantificar
entre las distintas propuestas, es decir, servira para comparar entre simulaciones
X1 yV X provenientes de los parametros 6; € O y 0y € O, respectivamente. Esta
cuantificacion se lograréd mediante la estimacion de densidad tipo Kernel, la cual
es una técnica no paramétrica cuyos fundamentos se resumen en la siguiente sec-
cion.

Si se propone un estadistico y un modelo para el kernel con su ancho de
banda, y ademas se es capaz de simular pseudo-observaciones x del modelo, ya es
posible simular de la densidad 7, haciendo uso de métodos MCMC para que no
sea necesario el calculo del denominador de (1.5).

Estimacion de densidades por Kernel

Sean X1,..., X, variables aleatorias independientes e idénticamente distribui-
das como f, todas definidas sobre R. Se usaré el caso unidimensional, ya que el
estadistico que se utilizara es univariado. El estimador por kernel de la densidad
f en el punto z € R se denota y define

donde K : R — R es una funcion integrable tal que [ K(u)du = 1y se de-
nomina funciéon kernel. La densidad normal estandar, por ejemplo, cumple con
las condiciones y en este contexto se le llama kernel normal. También se define
Kyp(u) = (1/h)K(u/h). Al parametro h se le conoce como ancho de banda del
estimador (1.6).
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En Tsybakov (2009) se demuestran algunas propiedades asintoticas de este
estimador. Por ejemplo:

» Cuando el ancho de banda h es tal que nh — oo cuando n — oo, la varianza
del estimador (1.6) tiende a cero cuando n — oo.

» Bajo ciertas condiciones puede encontrarse una cota para el sesgo de (1.6)
para cualquier n fijo y puede demostrarse que se trata de un estimador
asintoticamente insesgado.

Al usar este tipo de estimadores se debe fijar una funcion kernel, pero ello no
es tan determinante en la rapidez de la convergencia como lo es la seleccion del
ancho de banda h. Este hecho ha sido estudiado ampliamente y se han propuesto
distintas soluciones para encontrar el ancho de banda 6ptimo en algin sentido
(Turlach et al., 1993).

Estimaciéon por ABC

Recordemos que el problema original consiste en muestrear de la densidad
posterior (0 |y), y a partir de pseudo-observaciones x del modelo y (1.5) se
puede simular de 7} (0, x|y). De esta forma puede plantearse una aproximacion
de la posterior que depende de la funciéon kernel K a elegir y su ancho de banda
h, como sigue:

m(0]y) = /ﬁWXW)

/ m(0) F(x|0) Kn(t(xy)
[7(0) f(z|0) Ku(t(z,y)) dz db

= [ 7(0) 1(x16) Kile(x.3) . (1.7)

Cuando el ancho de banda h tiende a cero y bajo ciertas condiciones minimas
Tsybakov (2009), se sigue que

Aﬂﬂ@Kw&JWk%fWW)

Por lo tanto, cuando h — 0,
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(0 y) — cf(y|0) n(0) = cm(0]y),

donde ¢ € R es la constante de proporcionalidad que resulta de (1.7). Lo anterior
implica que para anchos de banda muy pequenos, la aproximaciéon m;, serd muy
cercana a la distribucion posterior de la que se pretende simular.

MCMUC sin verosimilitud

En Marjoram et al. (2003) se propone un método de simulacion MCMC de
una distribucién posterior considerando que se desconoce el modelo a partir del
cual fueron generados los datos, pero puede simularse de éste. Este algoritmo se
conoce como ABC-MCMC, ya que, a pesar de la ausencia de la verosimilitud, se
genera una cadena de Markov que converge a la aproximacion de la distribucion
objetivo, como se explica en la Seccion 1.2.

Para el desarrollo de este algoritmo se utilizard la aproximacion por kernel
de la distribucion que considera pseudo-observaciones simuladas dada por (1.5).
Notese que la aproximacion 7, de la posterior puede escribirse como:

m(0]y) = % (1.8)

Se utilizara esta expresion en el calculo de la probabilidad de aceptacion de las
propuestas. El algoritmo de simulaciéon de una distribucién posterior sin verosi-
militud por MCMC se muestra a continuacion:
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Algoritmo 2: ABC-MCMC.

Dado un parametro §*) y una simulacién x,. del modelo f (-|6®),
1. Generar v, de la densidad propuesta ¢(-|6®)
2. Simular pseudo-observaciones x,, provenientes del modelo f (-|vy).

3. Hacer

gy _ f v con probabilidad o (6, 14)
~ | 69 con probabilidad 1 — « (69, 14) .

donde

_ in d ™ (01y) a(alb)
alab) = {m<ary>q<b|a>’1}

4. Si se acepta vy, guardar Xyu+1) = X,,; €n caso contrario, Xyr1) = Xg(1)-

Se calculara la probabilidad de aceptacion del punto b estando en a. Sean x,
y X3 pseudo-observaciones del modelo con parametros a y b, respectivamente.

Sustituyendo (1.8) en la razéon de Metropolis-Hastings,

(b, % | y)

alb)  f(x|b) q(a]|d)

mh(aly) q(bla)  mi(a,x,|y) a(bla)’
f(xala)

y de (1.5) se sigue que

7(b)f (x| D) Ky (t(xp,Y))

_ f(xp|b) q(al|b) |
m(a)f (x,|a) Ky (t(X4,y)) q(b] a)
f(xa]a)

Asi, la probabilidad de aceptar el punto b estando en a resulta

m(b) K (t(xs,y)) q(a| D) 1}
| ,

a(a, b) = min {W(G)Kh (t(Xa, y)) q(b a

(1.9)
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y no depende de la distribucion desconocida de los datos. Si se tiene una propuesta
q simétrica (que serd nuestro caso en las simulaciones a desarrollar), la expresion
(1.9) se simplifica atin maés, ya que se elimina este término en la razén de M-H.



CAPITULO 2
Modelos compartimentales
deterministas

En este capitulo se explica el planteamiento de un modelo compartimental de-
terminista, asi como los principales supuestos que se consideran en este caso. En
la Secciéon 2.1 se describe la metodologia para realizar inferencia paramétrica en
un modelo de esta clase. Se trabaja sobre dos casos particulares, el modelo SIR
y el SEIR deterministas, en las Secciones 2.2 y 2.3, respectivamente. En ambos
modelos se presenta un ejemplo de la implementacion del proceso de inferencia.

En un modelo determinista, las tasas v;; se expresan mateméaticamente como
la velocidad de cambio del volumen del compartimento 7 en favor o en direcciéon al
j. Asi, el modelo se formula como un sistema de ecuaciones diferenciales ordinarias.

Existen condiciones adicionales, como efectos demogréficos, efectos de vacuna-
cion, etc. que pueden ser sumamente relevantes en el proceso infeccioso. Aunque
varios de estos cambios pueden introducirse a su vez como nuevas categorias de los
individuos en el modelo compartimental, en este trabajo suponemos que la evolu-
cion del brote epidémico es rapida (semanas) y que cambios demograficos pueden
ser omitidos. En este sentido asumimos que la poblacion es cerrada. Esto es, libre
de nacimientos, muerte natural de los individuos de la poblaciéon y migracion, de
manera que los parametros del modelo seran tinicamente aquellos que determinan
el tiempo que los individuos pasan en cada compartimento.

2.1. Metodologia de inferencia en modelos deter-
ministas

Como se mencion6 anteriormente, en un modelo compartimental determinis-
ta, la dinamica de la dispersion del agente infeccioso esta dada por un sistema de
ecuaciones diferenciales ordinarias. Una forma natural de abordar el problema de
inferencia en este modelo epidemioldgico si se tiene informacion a priori ademas
de los datos observados, es concibiéndolo como un problema inverso (Stuart, 2010).
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Se denomina problema inverso al proceso de calcular, a partir de un conjunto
de observaciones, los factores causales que las originaron (Aster et al., 2011). La
relevancia del estudio de problemas inversos radica en que permite obtener infor-
macion acerca de parametros que no se pueden observar directamente. Tienen un
gran rango de aplicaciones en Optica, actstica, teoria de la comunicaciéon, proce-
samiento de senales, etc.

El problema inverso se puede conceptualizar como:
Datos — Parametros del modelo;

se considera inverso al problema directo, el cual relaciona los parametros del
modelo con los datos que se observan, a partir del modelo subyacente.

Parametros del modelo — Datos.

En el contexto de un modelo epidemiologico compartimental, supongamos que
se tiene:

a) el modelo de ecuaciones diferenciales que explica la dinamica del sistema epi-
demiologico,

b) un vector fijo @ de parametros del modelo, y

¢) un conjunto de condiciones iniciales Xg(to) = Xo;

y que se desea obtener Xg(t) para t > tg. A esto se le llama problema directo o
forward map, y como se mencion6 anteriormente no tiene una solucion analitica
cerrada pero ésta puede aproximarse usando los métodos numéricos empleados en
la funciéon 1soda del paquete deSolve de R (Soetaert et al., 2010).

Por otro lado, si se tiene:
a) un modelo de ecuaciones diferenciales que describe la dinamica del sistema
epidemiologico, y

b) un vector y = (y1,...,y,) de observaciones del proceso Xy (0 una funcion del
mismo) en los tiempos 1, .. ., t,, respectivamente,

y se desea inferir acerca del vector de parametros @ a partir del cual fueron gene-
rados los datos observados; entonces se trata del problema inverso.
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El tipo de datos que se tienen generalmente en el monitoreo de dispersion de
enfermedades, corresponden a los reportes con el niimero de nuevos infectados en
intervalos de tiempo definidos, por ejemplo diarios o semanales. Supongamos que
se tienen los datos y = (y1,...,¥n), donde y, es el reporte de nuevos infectados
en el intervalo (ty_1,t], para £ = 1,...,n, con la convencion de que t, = 0. De
acuerdo al modelo determinista, el niimero de nuevos infectados en el f-ésimo
periodo (al cual se denotara y;(6)), esta relacionado con las tasas de transferencia
entre los compartimentos, por lo que existe h : [0, 1]% — R, donde K es el nimero
total de compartimentos, tal que

y;w):/te WXo(®))dt, Y0=1,.. n. (2.1)

te—1

La funcién h se identifica con la fuerza de infeccion, la cual corresponde a la tasa
con la que entran nuevos individuos infectados al compartimento I, y se usa la
notacion y;(6) para denotar al ntimero exacto de nuevos infectados en el intervalo
(te—1,ts] de acuerdo al sistema de ecuaciones diferenciales asociado.

Idealmente, y de acuerdo al modelo compartimental determinista en el cual se
esté trabajando, se podria obtener el nimero de nuevos infectados en cada inter-
valo, y;(6), mediante la ecuaciéon (2.1), sin embargo, los reportes que se reciben,
ye, no son datos perfectos, y en este sentido puede asociarse un error de medicién
a dichos reportes con un comportamiento aleatorio. De esta forma tendria sentido
suponer que el nimero de reportes es una variable aleatoria Y, tal que tiene una
distribuciéon F' cuya media es el niimero de nuevos infectados en el mismo intervalo
de tiempo, y;(6). Sea f;(-]6) la funcion de densidad de probabilidades asociada
a cada Y, para £ = 1,...,n. Si se tiene un vector y = (yi,...,y,) de observa-
ciones de los reportes en cada intervalo de tiempo correspondiente, la funcion de
verosimilitud del vector de pardmetros satisface

L(9|Y)0<er(ye|9)-

Generalmente, gracias a estudios de laboratorio u observaciones de otros bro-
tes, se tiene algtn tipo de informacién acerca de la biologia y desarrollo del agente
infeccioso. Esta informacion se liga a los parametros del modelo. Es deseable que
el modelo epidémico considere esta informacién ademas de las observaciones del
ntimero de casos del brote. Dicha informaciéon puede incorporarse mediante una
densidad a priori 7 (0). De acuerdo con la Regla de Bayes, la densidad posterior
del vector de parametros se obtendria como
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L(6]y)(6) L(6]y)n(6)

T =T T Ty @) dd

(2.2)

La densidad posterior es la herramienta fundamental en inferencia bayesiana
(Bernardo y Smith, 2001; Bolstad, 2013), ya que a partir de ella podemos obtener
estimadores puntuales para los parametros, las densidades marginales e incluso
intervalos de probabilidad.

En ocasiones no es posible obtener la densidad posterior de forma explicita
porque la constante 7 (y) involucrada en el denominador de (2.2) puede requerir
el calculo de integrales multiples complicadas o la integral no tiene una soluciéon
analitica cerrada.

Como se vio en la Seccién 1.2 | los algoritmos Markov Chain MonteCarlo
(MCMC) permiten simular de la densidad posterior a pesar de que no se tenga
dicha constante. La inferencia de los modelos SIR y SEIR deterministas se propone
implementando el método t-walk descrito en la Secciéon 1.2.2. En ambos casos se
presentan ejemplos cuyo codigo puede consultarse en http://leticiaramirez2.
net/supplementary_material.html.

2.2. Modelo SIR determinista

Uno de los modelos epidemiolégicos mas sencillos es el SIR. Este describe la
dindmica de enfermedades en que los individuos susceptibles son infectados, pe-
ro posteriormente desarrollan una inmunidad a la enfermedad o mueren. En la
practica ha sido utilizado para modelar enfermedades comunes en la ninez como
sarampion, varicela y paperas, que son originadas por virus y de los cuales se suele
desarrollar inmunidad.

El modelo SIR consta entonces de tres compartimentos: susceptibles (S), in-
fectados (I) y removidos (R), y considera que el agente infeccioso se transmite
por contacto entre susceptibles e infectados. La dindmica de la enfermedad sigue
el esquema mostrado en la Figura 2.1. Los individuos nacen dentro de la clase
susceptible, por lo que si el virus es nuevo, el total de personas pertenecen a esta
clase. Un individuo susceptible nunca ha tenido contacto con la enfermedad y se
contagia por interacciéon con un infectado, después de lo cual pasa a la clase I,
donde permanece durante el periodo de infeccion. Luego de este periodo pasa a
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la clase R, donde adquiere inmunidad de por vida, o al menos hasta después de
terminada la evolucién completa del brote infeccioso en la poblacion.

S I R

Figura 2.1: Dindmica del modelo SIR.

Para evitar soluciones triviales es necesario establecer un conjunto de condi-
ciones iniciales para el sistema dinamico al tiempo ty. Denotemos S(t), I(t) y R(t)
al niimero de individuos susceptibles, infectados y removidos al tiempo ¢, respec-
tivamente. Tipicamente se toman como condiciones iniciales ty = 0y S(ty) > 0,
I(tp) > 0 para que pueda haber contagio. Ademés, como se supone que el brote
inicia en ty, suele tomarse R(ty) = 0.

Adicionalmente a los supuestos anteriores, el modelo SIR determinista propues-
to por Kermack y McKendrick (1927) asume una poblacion grande, homogénea y
distribuida uniformemente, de manera que cualesquiera dos individuos tengan la
misma probabilidad de contacto.

Como se mencion6 anteriormente, en el SIR determinista se supondra una po-
blaciéon de tamano N = N(t) constante para cualquier ¢ > ¢y. De tal forma que
S(t)+1(t)+ R(t) = N, Vt > 1.

Al ser una poblacion cerrada, los parametros involucrados en el modelo son la
tasa de contagio # > 0 y la tasa de recuperaciéon o remociéon v > 0.

El modelo de Kermack y McKendrick supone que los individuos infecciosos
dejan esta clase a una tasa v/ por unidad de tiempo, lo cual realmente signi-
fica que el periodo de infeccion tiene una densidad exponencial con media 1/7
(Brauer, 2008). Es facil corroborar el resultado anterior. Considérese el conjunto
de individuos infectados a un tiempo fijo, y sea u(s) el nimero de estos individuos
que siguen infectados s unidades de tiempo después de haber sido contagiados. Si
una fraccion a deja la clase de infectados en una unidad de tiempo, se tiene

u = —ou,
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y la solucion a esta ecuacion diferencial esta dada por
u(s) = u(0)e .

Asi, la fraccion de individuos infecciosos que lo siguen siendo s unidades de tiem-
po después de haber sido infectados es e, por lo que la longitud del periodo
infeccioso se distribuye exponencial con media

[e.e]
1
/ e “ds = —.
0 a

Bajo los supuestos anteriores, el sistema de ecuaciones diferenciales que des-
cribe la dindmica del modelo SIR determinista es de la forma:

as __psi
d N

dl  BSI

dR

— =~

a !

Las relaciones (2.3) corresponden a un sistema de ecuaciones diferenciales or-
dinarias no lineales, que no admite una solucién analitica explicita. Sin embargo,
existen métodos numéricos muy precisos para aproximarse a dicha solucién. En
este caso se usara la funciéon lsoda dentro del paquete deSolve de R (Soetaert
et al., 2010), la cual esta diseniada para incluir métodos rigidos y no rigidos para
ecuaciones diferenciales ordinarias de primer orden. La funciéon 1soda brinda una
interfaz al solver de ecuaciones diferenciales ordinarias de FORTRAN que lleva el
mismo nombre, disenado por Hindmarsh (1983) y Petzold (1983).

La dinamica del sistema (2.3) esta determinada por el ntimero reproductivo
béasico Ry = /7, que de acuerdo con Allen (2008) puede ser interepretado como
el nimero promedio de casos nuevos que producird una persona infectada, en una
poblaciéon completamente susceptible.

El parametro Ry induce un efecto umbral determinante en el comportamiento
a largo plazo de la dindmica de la enfermedad (Anderson et al., 1992; Hethcote,
2000). Su incidencia en esto se observa en el siguiente resultado, extraido de
Hethcote (1976), y que se deriva del anélisis del sistema de ecuaciones diferenciales
(2.3).

Supdngase una poblacion cerrada y sea S(t), I(t), R(t) una solu-
cion al sistema (2.3).
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i) Si (RoS(0))/N > 1, entonces hay un incremento inicial en el
nidmero de individuos infectados i(t) (epidemia).

ii) Si(RoS(0))/N <1, entonces I(t) decrece mondtonamente a cero
(equilibrio libre de enfermedad).

A la cantidad (RyS(0))/N se le llama nimero de reemplazo inicial y puede
interpretarse como el nimero promedio de infecciones secundarias producidas por
un individuo infectado al comienzo de la epidemia, y a lo largo de su periodo
infeccioso. Cuando el nimero de susceptibles es cercano al total de personas en
la poblacion (S(0) ~ N) , entonces el nimero de reemplazo inicial y el namero
reproductivo bésico coinciden. Obsérvese que en el caso ii) del resultado anterior,
la enfermedad comienza a desaparecer de la poblaciéon desde su inicio, mientras
que en el caso i), cuando el nimero de reemplazo inicial es mayor que 1, se inicia
con un incremento en el nimero de infectados hasta que el ntimero de suscepti-
bles decrece al punto que S(t) < N/Ry. Después de este periodo, el nimero de
infecciosos decrece.

De lo anterior se deduce que en una poblacién cerrada, un patégeno puede
evolucionar en una epidemia si hay una proporciéon de susceptibles mayor que
1/Ro; hecho que permitiria establecer politicas de vacunacion adecuadas para re-
ducir la proporcion de susceptibles hasta ser menor a 1/ Ry y asi evitar el desarrollo
del brote. A esta fraccion se le conoce como inmunidad del grupo (herd immunity).

En resumen, para poder analizar el comportamiento de la dinamica de la
dispersion de un agente infeccioso en una poblacién, es de suma importancia el
estudio de los pardametros del modelo. A continuacion se describe un método para
hacer inferencia estadistica de los pardmetros en un modelo SIR determinista,
suponiendo una poblacién cerrada.

2.2.1. Inferencia en el SIR determinista

Supongamos que ¥, ...,¥y, son reportes de nuevos individuos infectados en
los intervalos de tiempo (tg,t1], .. ., (tn_1, t,], respectivamente, provenientes de un
modelo SIR con vector de pardmetros 8y = (5o, 7o) desconocido. Sea N el tamario
de la poblacion. Estamos interesados en el nimero de individuos que pasaron del
compartimento S al I entre los tiempos t,_1 y t, para cada ¢ = 1,...,n. Usando
la notacion introducida anteriormente, esto es Ng;(t,) — Ngs(te—1). De acuerdo
con el sistema (2.3), los individuos dejan la clase susceptible a tasa 8SI/N, por
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lo que el ntimero de reportes en el intervalo (t,_1,t,] puede obtenerse como

e BS()I(t)dt

y;(0) = Nsi(te) = Nsr(te—1) = N

dt, paral=1,...,n, (2.4)

te—1

donde y;(0) es el niimero de nuevos infectados de acuerdo al sistema (2.3).

Podemos ver al niimero de reportes de nuevos infectados en cada intervalo de
tiempo como una variable aleatoria de conteo, donde la media es y; (). Se propone
un modelo Poisson, ya que no s6lo modela una v.a. entera, sino que es consistente
con los tiempos de infeccion exponenciales asociados Sistema (2.3). Supondremos
entonces, para ¢ = 1,...,n, que la relacién entre el niimero de nuevos casos
reportados en el l-ésimo periodo (Y;) y el nimero de de nuevos infectados para el
mismo periodo es

Y; ~ Pois (; (6)).. (2.5)

Es importante notar que dada la solucion del sistema (2.3), las Y, son inde-
pendientes, mas no idénticamente distribuidas. La funcién de verosimilitud de 6
basada en las n observaciones v, ...yn, €S

L@y) o [[e ¥ (i ()" (2.6)
(=1

Ejemplo

Para ilustrar el procedimiento de inferencia, supongamos como densidad a
priori para @ un producto de densidades Gamma correspondientes a cada uno de
los parametros, es decir,

7(0)=m(B|ai,b) w(v]|ag, bs)

ai a2
bl ﬁalflefblﬁ b

2

['(az)

" T(w)

(l27167b2’y
)

donde a; > 0y b; > 0 para ¢ = 1,2, son parametros que describen el conocimiento
previo de los parametros del modelo mediante una densidad Gamma. Por ejemplo,
si se toma una Gam(2,2) para § y una Gam(1.5,1.5) para v como densidades
marginales, éstas se ven como en la Figura 2.2.
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Figura 2.2: Ejemplo de densidades a priori para 5 y vy

Tomando una muestra simulada de 30 reportes semanales de nuevos infectados
con distribucion (2.5), y las densidades a priori de la Figura 2.2, puede obtenerse
la densidad posterior como en (2.2). Las observaciones se simularon tomando una
poblacion de tamano N = 500 y parametros reales 8 = 0.55 y 7 = 0.25. Los
contornos de la densidad posterior se muestran en la Figura 2.3. El vector corres-
pondiente a los parametros con los que fueron simulados los datos se senala con
un punto blanco y se observa que es cercano a los contornos centrales.
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Figura 2.3: Contornos de la densidad posterior para (3,7)

Considerando como funcién objetivo la densidad posterior mencionada ante-
riormente, se simul6 una cadena de Markov de tamano 10,000 usando el algoritmo
MCMC t-walk (Christen et al., 2010). Dicha cadena, por construccion, tiene como
distribucion estacionaria la posterior de la cual se deseaba simular.
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Se simul6 el punto inicial a partir de la densidad a priori y para monitorear
la convergencia de la cadena se observa la evolucion de la logdensidad posterior,
la cual comienza a estabilizarse cuando llega al soporte de la densidad deseada.
Al periodo en que tarda la cadena en converger a su soporte se le llama burn-
in. Visualmente podemos evaluar la convergencia de la cadena al soporte de la
densidad posterior, monitoreando la evaluaciéon de la logposterior en cada punto
de la cadena, lo cual se observa en la Figura 2.4. A partir de lo anterior, parece
razonable considerar un periodo de burn-in de 30 iteraciones.

Logposterior
-1500 -500 0
|

-2500
|

T T T T T T
0 20 40 60 80 100

Iteracion

Figura 2.4: Evolucién de la logdensidad posterior evaluada en los primeros 100 puntos
de la cadena generada.

Se desean simulaciones pseudo-independientes de la densidad posterior, pero
al haber simulado de una cadena de Markov, es natural que ésta presente de-
pendencias entre las observaciones. Para lograr independencia entre los puntos
de la muestra se toman puntos de la cadena cada cierto intervalo de tiempo. Al
nimero que indica cada cuantas observaciones se considerara un punto dentro de
la muestra le llamaremos rezago, y una aproximacion de éste se puede obtener
mediante un indice llamado Integrated Autocorrelation Time o IAT (Ver Roberts
et al.,, 2001). El IAT compara la autocorrelacién de una muestra independiente
contra la autocorrelacion de la cadena (Geyer, 1992). En este trabajo se tomara
como indicador del rezago al promedio de los IAT’s obtenidos para cada uno de los
parametros individualmente. En el ejemplo explorado se obtuvo un IAT cercano
a 24, por lo que se considerd un rezago de 24 puntos.

Al eliminar el periodo de burn-in y considerar el rezago correspondiente, ob-
tenemos una muestra efectiva de 415 puntos a partir de la cadena de longitud
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10,000. En la Figura 2.5 se grafican los puntos de la muestra simulada sobre los

contornos de la posterior.
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Figura 2.5: Simulaciones de la densidad posterior usando t-walk.
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En la Figura 2.6 se muestran los histogramas de las simulaciones de la den-
sidad posterior de los parametros, individualmente. Se observa que la moda de
las densidades marginales estimadas es cercana a los verdaderos valores de los

parametros, y que su dispersion es pequena.
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Figura 2.6: Histogramas muestrales de la densidad posterior.
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Por dltimo, a partir de la muestra de la densidad posterior simulada, se ob-
tienen intervalos de 95 % de probabilidad y la mediana muestral como estimador
puntual del vector de pardmetros. Dichos resultados se muestran en la Tabla 2.1 y
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se observan intervalos estrechos que contienen al verdadero valor de los parametros
a partir de los cuales fueron simulados los datos.

Cuantil g y
2.5% 05116 0.2070
50% 0.5572  0.2617

97.5% 0.6084 0.3211
Real 0.55 0.25

Tabla 2.1: Estimadores puntuales de los pardmetros e intervalos de probabilidad 95 %
de los parametros del modelo SIR determinista (a prioris Gamma).

También se simul6 la densidad posterior utilizando como densidad a priori
para 6 un producto de densidades Unif(0,4) independientes, y los estimadores
puntuales e intervalos de probabilidad resultan similares al caso anterior, como se
muestra en la Tabla 2.2.

Cuantil I6; y
2.5% 0.5101 0.2087
50% 0.5554  0.2601

97.5% 0.6082 0.3161
Real 0.55 0.25

Tabla 2.2: Estimadores puntuales de los pardmetros e intervalos de probabilidad 95 %
de los parametros del modelo SIR determinista (a prioris Uniformes).

Previas Gamma Previas Uniformes

Densidad
Densidad

T T t T T 1 T T t T 1
18 2.0 22 24 26 2.8 18 2.0 22 24 26

Ro Ro

Figura 2.7: Histogramas de simulaciones de la densidad posterior de Ry con densidades
a priori Gamma (izquierda) y Uniformes (derecha).
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A partir de las simulaciones de la densidad posterior de los parametros, es
inmediato obtener simulaciones de la posterior de Ry calculando el cociente (5/7.
En la Figura 2.7 se muestran los histogramas obtenidos usando previas Gamma
y Uniformes.

La densidad de Ry parece no ser simétrica, ya que ambos histogramas se en-
cuentran ligeramente sesgados hacia la izquierda. Esto también se comprueba
observando los intervalos de probabilidad 95 % obtenidos a partir de los cuantiles
de la posterior (Tabla 2.3).

En ambos casos se obtienen conclusiones similares. El valor real de Ry cae
dentro del intervalo y es muy cercano a la mediana. Ademas el soporte de la
densidad posterior de Ry no incluye al 1, lo cual significa que existe potencial de
que se presente un brote (epidemia).

Cuantil p. Gamma p. Uniformes

2.5% 1.8511 1.8543
50 % 2.1295 2.1407
97.5% 2.5351 2.5296
Real 2.2 2.2

Tabla 2.3: Estimadores puntuales e intervalos de probabilidad 95 % de Ry.

2.3. Modelo SEIR determinista

El modelo SEIR se utiliza para algunas enfermedades donde hay un periodo
en que el individuo ya ha sido infectado pero aiin no es capaz de ser infeccioso. A
esta condicion le llamaremos estado de exposicion (del inglés ezposed) y al tiempo
en que el individuo permanece en este compartimento se le denomina periodo de
latencia. Si el periodo de latencia es corto, es comin que se omita en el modelo
(Roberts y Heesterbeek, 2003).

A diferencia del modelo SIR, los individuos susceptibles que son infectados
pasan a la clase de expuestos F, y después del periodo de latencia pasan a la clase
I y adquieren la capacidad de infectar a otros individuos. La dindmica del flujo
de individuos entre los compartimentos de este modelo se muestra en la Figura
2.8. Los supuestos del modelo SIR se mantienen para este caso, con la precision
de que ahora la enfermedad es transmitida solamente por contacto de susceptibles
(S) con infecciosos (7).
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Figura 2.8: Dinamica del modelo SEIR.

Sean S(t), E(t), I(t), R(t) el ntmero de individuos susceptibles, expuestos,
infecciosos y removidos, respectivamente, en una poblacién cerrada de tamano
N; de tal forma que S(t) + E(t) + I(t) + R(t) = NVt > t;. Consideremos una
tasa de contagio § > 0 y una tasa de recuperacién v > 0, y ahora incorporemos
al modelo un periodo de latencia (o de exposicion) distribuido exponencialmente
con media 1/, con o > 0 (Brauer, 2008). De esta forma, la dinamica del modelo
SEIR determinista puede ser representada por el sistema de ecuaciones ordinarias

(2.7).

as __psi

dt N

%:O’E—’y[ (2.7)
%:71.

El ntmero reproductivo béasico asociado a este modelo sigue siendo Ry = (/7.
De manera similar al SIR, este parametro determina el comportamiento del tama-
no del brote infeccioso en la poblacion. Segin Hethcote (2000), cuando Ry < 1 a
largo plazo se tiene el equilibrio libre de enfermedad, y en caso contrario se tiene
una epidemia, es decir, el sistema converge al equilibrio endémico.

Modelar una enfermedad con un SEIR en ocasiones puede resultar complicado,
sobre todo en la parte de obtencion de los datos, ya que generalmente los periodos
de exposicion de los individuos no son observables y no coinciden con los periodos
en que se presentan los sintomas de la enfermedad (periodo de incubacion). Sin
embargo, pueden incorporar en el modelo datos de otras fuentes como estudios
de laboratorio o informacién de virus que biologos, patélogos o epidemidlogos
consideren similares. Esta informacion, desde el enfoque Bayesiano, se incorpora
como informacién a priori expresada como una funciéon de densidad.
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2.3.1. Inferencia en el SEIR determinista

En el caso del modelo SEIR, la inferencia se complica un poco si no se tienen
los tiempos de exposicion de los individuos, lo cual sucede generalmente. Sin em-
bargo, si se tiene informacion sobre o (que es usualmente el caso si se cuentan
con estudios previos sobre el agente infeccioso) y se adopta el enfoque bayesiano
utilizado para el SIR, se pueden obtener resultados muy competitivos.

Tomando como referencia el Sistema de Ecuaciones (2.7), en este caso la tasa
que representa el flujo de nuevos individuos infectados es o F, y tnicamente de-
pende del ntimero de personas que se encuentran en el periodo de latencia de la
enfermedad. Asi, el nimero de nuevos infectados y; () en el intervalo de tiempo
(te_1,t4], para t,_1 < t;, se puede obtener como

17
y§(9) = NE[ (tgfl) — NE[ (tg) = / O'E(t)dt (28)

to—1
Sean y1,...,y, datos observados correspondientes a reportes de nuevos infec-
tados en los intervalos de tiempo (to, 1], ..., (tn_1,ts]. Al igual que en el modelo

SIR, modelamos la incertidumbre acerca de los reportes con respecto al niimero
real de nuevos infectados con una distribucién de probabilidad Poisson, con el
argumento de que los tiempos que tardan los individuos en pasar de la clase E a
la clase I son exponenciales (Brauer, 2008). De esta forma consideraremos

ye ~ Pois (y;(0)), paral=1,... n. (2.9)

En la Figura 2.9 se muestran simulaciones de reportes en 30 intervalos de
tiempo unitarios, bajo el modelo SEIR determinista con vector de parametros
(0.55,0.25,0.4), y se senala con puntos continuos la media de cada densidad Pois-
son asociada.
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Figura 2.9: Simulaciones de reportes de nuevos infectados para el modelo SEIR con
Bo=0.55,v =025y 09 =04
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La funcion de verosimilitud del vector de parametros 6 = (3,7, ), dados los
reportes correspondientes estd dada por:

L(By)oc [[e @ (yi(6))",

(=1

donde

y(6) = / " B

te—1

Ahora supongamos como densidad a priori para 8, un producto de densidades
Gamma independientes para los tres parametros, de la siguiente forma,

m(0) =7 (B]ay,bi)w(v|as, b2) 7 (0| as, bs)

by b18 by’ b b§3 b
_ a1—1_—by az—1 _—bay az—1_—bsy
—_— e N e ——0 e ,

N F((Il) F(CLQ) F((lg)

donde deben elegirse a;, b; para i = 1,2,3 tal que reflejen el conocimiento previo
que se tiene del vector de parametros. Si se considera una densidad Gam(2,2)
para 3, una Gam(1.5,1.5) para v y una Gam(1.5,1) para o, las densidades mar-
ginales se pueden observar en la Figura 2.10.

Ejemplo

Considerando esta ultima densidad a priori para los parametros y los datos
simulados que se muestran en la Figura 2.9, puede obtenerse la densidad poste-
rior mediante (2.2), donde la constante que aparece en el denominador puede ser
aproximada por integracion numérica, pero no seré necesaria ya que los métodos
MCMC nos permiten simular de la posterior sin hacer uso de esa constante.
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Gam(2,2) Gam(1.5,1.5) Gam(1.5,1)
= = ° o
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Figura 2.10: Ejemplo de densidades a priori para 3, vy o.

Se simulé mediante el t-walk (Christen et al., 2010) una cadena de 10,000
puntos. Para monitorear la convergencia de la cadena al soporte de la posterior,
en la Figura 2.11 se muestra la logdensidad posterior evaluada en los primeros 100
puntos de la cadena generada. Se tomoé un periodo de burn-in de 60 iteraciones,
que parece ser adecuado para que la logdensidad posterior se estabilice en un nivel
alto.
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Figura 2.11: Logdensidad posterior para el modelo SEIR determinista evaluada en las
primeras 100 iteraciones del t-walk.

En este caso, el IAT resulté de 11.68, por lo que se consider6 un rezago de
tamano 12, lo cual resulté en una muestra efectiva de 2485 puntos muestreados
de la posterior. En la Figura 2.12 se presentan los histogramas marginales de la
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muestra generada. Se observa que la densidad de o parece tener dos modas, aunque
una de ellas muy pequena, y que el verdadero valor de los parametros (senalado con
una recta punteada vertical) es cercano a las modas de cada histograma marginal.
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Figura 2.12: Histogramas marginales de la posterior para el SEIR determinista.

En la Tabla 2.4 se muestran intervalos de probabilidad 95 % obtenidos em-
piricamente con las simulaciones de la posterior. Se muestra también la mediana
muestral, la cual podria considerarse como un estimador puntual de cada parame-
tro. Todos los intervalos contienen al verdadero valor de los parametros a partir
del cual fueron simulados los datos. Se observa también que el intervalo para o
resulté mas amplio que los anteriores, debido a la otra pequena moda que se apre-
cia en el histograma muestral.

Cuantil g v o
2.5% 0.3834 0.1591 0.1903
50% 0.5939 0.2647 0.3948

97.5% 1.1318 0.4843 0.7799
Real 0.55 0.25 0.4

Tabla 2.4: Estimaciones puntuales y por intervalos de 95% de probabilidad para los
parametros del modelo SEIR determinista.

En este caso la densidad posterior marginal de Ry tiene la forma que se observa
en la Figura 2.13. La densidad es asimétrica con cola pesada a la derecha y se
observa que el soporte no incluye al valor de 1, por lo que es evidente que en este
modelo hay un brote.
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Figura 2.13: Histograma de simulaciones de la densidad posterior de Ry.

El intervalo de probabilidad 95 % para Ry obtenido a partir de los cuantiles
muestrales es (1.8759,3.1155], el cual incluye el valor real Ry = 2.2 calculado
a partir de los pardmetros con que se simularon las observaciones. La mediana
muestral, que puede verse como un estimador puntual, es de 2.3033, cercana al
valor real.



CAPITULO 3
Modelos compartimentales
estocasticos

En este capitulo se introducen modelos que incorporan al modelo epidemio-
logico aleatoriedad a nivel poblacional, llamada estocasticidad demografica. Esta
consideracion se refiere a que los tiempos de entrada y salida de los compartimen-
tos tienen una distribucion probabilistica, lo cual se refleja en la aleatoriedad de la
solucion del sistema a un tiempo fijo t. Considerar la estocasticidad demogréfica
resulta sumamente relevante al trabajar con poblaciones pequenas. En la Secciéon
3.1 se describe brevemente el proceso de inferencia en modelos compartimentales
estocasticos. En la Seccion 3.2 se describe el caso particular del modelo SIR, y en
la Secciéon 3.3 se generaliza al SEIR, presentando un ejemplo de la metodologia
propuesta para este tipo de modelos.

Allen (2008) presenta brevemente tres métodos distintos de formular un mode-
lo epidemiologico estocastico, los cuales se distinguen de acuerdo a los supuestos
acerca del tiempo y el espacio de estados. En primer lugar se describe la mode-
lacién con una cadena de Markov a tiempo discreto (CMTD), donde el tiempo y
el espacio de estados son discretos. Se muestra también un modelo usando una
cadena de Markov a tiempo continuo (CTMC), donde el tiempo es continuo pero
el espacio de estados es discreto. Por tltimo, se aborda el problema mediante un
sistema de ecuaciones diferenciales estocasticas (EDE) basado en un proceso de
difusion, donde tanto el tiempo como el espacio de estados son continuos. En este
trabajo se presenta el modelo de CMTC y la inferencia el modelos epidemiologicos
compartimentales de este tipo.

La formulacion de un modelo epidémico mediante una CMTC consiste en con-
siderar un modelo compartimental cualquiera X(t) = (X;(t), ..., X,(t)), definido
sobre una escala de tiempo continua t € [0, 00), donde los estados son variables
aleatorias discretas, es decir, X;(t) € {0,1,..., N}, para todo i = 1,...,u. Por
la forma de las transiciones entre los posibles compartimentos, este modelo puede
verse como un proceso de nacimiento y muerte (u — 1)-variado, donde las tasas de
nacimiento y muerte dependen directamente de las tasas de flujo entre comparti-
mentos.
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3.1. Inferencia en modelos epidemiolégicos esto-
casticos

Se trabajara bajo el escenario de informacién parcial, ya que se supondra que
se tienen reportes de nuevos infectados agrupados cada cierto intervalo de tiempo.
Es decir, no se tienen los tiempos exactos de ocurrencia de cada evento y se hace
imposible el planteamiento explicito de la verosimilitud. Se utilizaran los métodos
ABC vistos en la Seccion 1.2.3 que nos permitan realizar inferencia bayesiana en
ausencia de la funcion de verosimilitud. Este tipo de técnicas tinicamente requieren
la capacidad de simular del modelo del cual provienen los datos, lo cual se lograra
con el algoritmo Gillespie que se detalla a continuacion.

3.1.1. Ecuaciéon Maestra y Algoritmo Gillespie

La ecuacion forward de Kolmogorov asociada al modelo de CMTC se conoce
como ecuacion maestra o CME (Chemical Master Equation) por sus siglas en in-
glés, y representa la contraparte estocastica al sistema de ecuaciones diferenciales
planteado en el Capitulo 2.

La CME es muy utilizada en los campos de fisica, quimica y genética para
describir como evoluciona en el tiempo un sistema que puede tomar exactamente
un estado entre una cantidad finita de ellos, en un tiempo determinado, y donde
el cambio de un estado a otro se rige por una ley probabilistica.

Usando la notacion de reacciones quimicas planteada en Boys et al. (2008),
puede representase a un modelo que describe la evoluciéon de un sistema con
especies X = (X71,...,X,) y v reacciones posibles Ry, ..., R,, como

h
Ry paXi+ ...+ pruXa s Q1 X1+ ..+ Qru X,

con k = 1,...,v; pi; es la proporcion que representa la cantidad de la especie j
que entra en la reaccion £ y qx; es aquella asociada con la cantidad de esta misma
especie que se obtiene como producto en la reaccion k.

Para un intervalo de tiempo At suficientemente pequeno, sélamente una de
las v reacciones posibles ocurre. De esta forma, si sucede la reaccion k, el j-
ésimo reactante X; cambia en gy; — pr;. Cada reaccion Rj, tiene asociada una
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tasa hi(X,0y), la cual describe el efecto instantdaneo de dicha reaccion bajo la
cinética de accién de masas. Los tiempos en que suceden las reacciones (a los
cuales denotaremos T} para k = 1,...,v) se distribuyen exponencialmente, en
consecuencia, el tiempo de la primera reacciéon (el minimo entre los tiempos de
cada una de las reacciones) es exponencial con parametro

ho(X,0) = " hy, (X, 0;)
k=0

y la k-ésima reaccion ocurre con probabilidad hy (X, 0)/ho(X, 8). Esto constituye
una cadena de Markov de saltos puros y hace que el proceso sea facil de simular
utilizando técnicas de simulacion discreta. Este método se conoce como algoritmo
Gillespie (Gillespie, 1977) y se muestra de manera abreviada a continuacion.

Algoritmo 3: Gillespie.

1. Establecer valores iniciales 8y para el vector de pardmetros, y el estado
inicial del sistema Xg.

2. Calcular el tiempo minimo para el siguiente cambio de estado, donde

min{7y,...,T,} ~exp(ho(X,0))

3. Determinar el tipo de reaccién que ocurre, donde la reaccién k-ésima ocurre

con probabilidad hx (X, 6x)/ho(X, ).

4. Actualizar los valores del sistema a los correspondientes después de la reac-
cién que ocurrid, e iterar hasta una condiciéon de paro.

Este algoritmo permitira simular las transiciones de los individuos entre los
posibles estados de un modelo epidemiolégico compartimental.

3.2. Modelo SIR estocastico

En el caso del modelo SIR estocéstico, el sistema se puede monitorear con los
estados S(t) e I(t), ya que R(t) puede obtenerse directamente a partir de estos ulti-
mos al suponer la poblacion constante a lo largo del estudio, R(t) = N—S(t)—1(t).
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Asi, el proceso bivariado a monitorear es {S(¢), I(t)}, el cual tiene asociado
una funcién de probabilidad conjunta dada por p(s(t) = P [{S(t),I(t)} = (s,7)],
donde (s,7) es un vector en el espacio de estados posibles del proceso {S(¢), I(t)}.

Del proceso bivariado anterior se deduce el sistema de ecuaciones diferenciales
forward de Kolmogorov o CME:

dp EX) . )
ng) = %(5 + 1) = Dpstri-1) + 70 + 1)psiv) (3.1)

— [%82 + 7i:| p(sji).

En este caso se tienen u = 3 compartimentos (especies), y los posibles cambios
de estado (reacciones) se dan cuando hay una infeccién o una remocion (v = 2),
las cuales ocurren a tasas h; y ho, respectivamente:

Infeccion (Ry): S+ 1 My 91
Remocion (Rs): I 22 R.

Estos cambios pueden representarse matricialmente de la siguiente forma:

R | Ry
ST-1]0
Il1 -
R 1

Puede demostrarse (Capistran et al., 2012) que el limite macroscopico de la
CME coincide con el modelo SIR determinista, por lo que las tasas asociadas a
las reacciones anteriores estan dadas por:

ST
=
hQ = ’7]

3.2.1. Inferencia en el SIR estocastico

Como se menciond anteriormente, se considera una poblacion cerrada, libre
de inmigracion y ademas se trabaja bajo el supuesto de informaciéon parcial, ya
que tener el tiempo exacto de ocurrencia de cada uno de los eventos resulta poco
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realista.

Al no ser capaces de plantear de manera explicita la funciéon de verosimilitud,
se utilizaran los métodos ABC (Seccion 1.2.3). Duran Aguilar (2014) realiza un
comparativo del proceso de inferencia usando ABC, considerando un estadistico
univariado y uno multivariado, y distintas funciones para la funciéon Kernel involu-
crada en (1.5). Concluye que la mejor combinacion resulta al utilizar un estadistico
univariado y un Kernel normal. En la secciéon 3.3.1 se retoma la descripcion de la
inferencia bajo el modelo estocastico més general SEIR.

3.3. Modelo SEIR estocastico

En el modelo SEIR estocastico aplican los mismos supuestos que para el SEIR
determinista revisado en la Seccion 2.3, simplemente se formula en términos de
una cadena de Markov a tiempo continuo, donde es suficiente el monitoreo de las
categorias S(t), E(t) e I(t), ya que puede obtenerse R(t) = N — S(t) — E(t) —
I(t). Las posibles transiciones entre los v = 4 estados corresponden a nuevas
exposiciones, infecciones y remociones del sistema, y se muestran a continuacion.

S1
Exposicion (Ry): S+ 1 — E + I a tasa BT

Infeccion (Ry): B — I a tasa oF

Remocion (R3): I — R a tasa I.

La matriz que representa las reacciones de interés en este modelo es:

Ry | Ry | R
S|-1{0]0
El1]-1]0
I1o0]1|-1
R| 0 1

3.3.1. Inferencia en el SEIR estocastico

Se plantearé el método de inferencia propuesto, que consiste en una generali-
zacion del presentado en Duran Aguilar (2014) en dos sentidos. El primero es que
el modelo SEIR consta de un compartimento mas que el SIR estocastico, mode-
lando una epidemia donde existe un periodo de latencia; y el segundo en cuanto
a los datos para realizar la inferencia, ya que en vez de tomar la cantidad exacta
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de infectados en ciertos tiempos tq,...,t,, se consideran los reportes de nuevos
infectados agregados en ciertos intervalos de tiempo.

Supongamos que es sensato describir una epidemia mediante un modelo SEIR
estocastico con parametros [, v y o desconocidos, y que se tienen datos y =
Y1, - -, Yn, que corresponden a reportes diarios de nuevos infectados, cuando las
tasas de propagacion son por hora. Es decir, cada reporte corresponde a los nuevos
infectados acumulados en los intervalos de 24 horas I, ..., I,.

A partir de los datos y, se desea hacer inferencia sobre los parametros del
modelo SEIR que generaron la epidemia. Esto se lograra mediante el algoritmo
ABC-MCMC detallado en la Seccion 1.2.3, el cual permite simular de una apro-
ximacion de la densidad posterior cuya precision depende del ancho de banda h
usado en el Kernel.

En primer lugar se deben inicializar los valores de los parametros 3, ~(©

y 0© y simular una trayectoria del modelo SEIR estocastico mediante el al-
goritmo Gillespie. Posteriormente se calculan los reportes agregados diariamente
correspondientes a la trayectoria simulada, los cuales corresponderan a las pseudo-
observaciones x involucradas en el Algoritmo 2.

[terativamente, a partir de una densidad propuesta se genera un valor de los
parametros y un vector de pseudo-observaciones simuladas del modelo con dicho
vector de parametros. Se calcula la probabilidad de aceptar dicho punto mediante
(1.9). De esta forma se obtiene una cadena de Markov que tiene como distribu-
cion limite una aproximacion de la densidad objetivo. Eliminando el periodo de
burn-in y considerando el rezago correspondiente, se puede obtener una muestra
pseudo-independiente que se distribuye aproximadamente como la densidad pos-
terior de la cual se deseaba simular.

Al tratarse de un modelo estocéstico, dado un vector de parametros fijo, las
pseudo-observaciones simuladas a partir de éste tienen una variabilidad que no
estd siendo explicitamente considerada en el modelo, y se estan aceptando tuni-
camente trayectorias cercanas a la trayectoria observada. Esto puede hacer muy
poco eficiente este método de inferencia sobre todo bajo el escenario en que exista
una alta variabilidad del proceso (para cada valor de los parametros). Considerar
como pseudo-observaciones a un promedio de p trayectorias simuladas, o un inter-
valo de probabilidad, con cada vector de pardmetros podria ayudar a delinear los
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valores de los parametros que originan resultados observados més rapidamente,
sin embargo, esto incrementaria considerablemente el tiempo de computo en otro
sentido, ya que en cada punto se requeririan multiples simulaciones.

Ejemplo

Con fines de explorar el comportamiento del método de inferencia descrito en
la Seccién 3.3.1, se simul6 la dispersion de un agente infeccioso en una pobla-
cion de tamano N = 500 conformada inicialmente con el 5% de los individuos
infectados, con el 95 % restante de la poblacion en el estado susceptible. Las cur-
vas epidémicas correspondientes a cada compartimento del modelo SEIR en esta
simulaciéon se pueden observar en la Figura 3.1. Los parametros a partir de los
cuales se genera esta simulacion son § = 0.03, v = 0.01 y ¢ = 0.016. Dichos
parametros corresponden a las tasas por hora de exposicion, infeccién y remocion,
respectivamente.

— S — E®) — Iy — R()

200
1

0 200 400 600 800

Figura 3.1: Curvas epidémicas correspondientes a la simulaciéon base.

Posteriormente, se calculan los reportes de nuevos infectados agregados por
dia. Dichos reportes se consideraran como los datos observados a partir de los
cuales se desea hacer inferencia de los parametros. El nimero de reportes por dia
se muestra en la Figura 3.2.
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Figura 3.2: Namero de reportes observados por dia.

Se utilizaron densidades a priori Gamma(1,10) para todos los parédmetros,
suponiendo que éstas reflejan la informacion que se tiene de las tasas de trans-
mision. Se implement6 el modelo descrito en la Seccién 3.3.1 con 10 mil simu-
laciones, tomando como vector inicial de parametros una simulaciéon de la den-
sidad a priori. Puede consultarse el detalle del c6digo en R utilizado en http:
//leticiaramirez2.net/supplementary_material.html.

Para medir las diferencias entre los datos observados (y) y cada vector de
datos simulados (x) se utilizo el siguiente estadistico univariado

Z yl—i—g

donde 0 < ¢ << 1 es un valor que permite que el cociente no se indetermine
en dias que el nimero de nuevos infectados observado es cero (en este caso se
consider6 € = 0.001).

Para la estimacion de densidades por Kernel se utilizo un Kernel Normal con
ancho de banda proporcional al nimero de reportes observados, ya que en Durén
Aguilar (2014) esta fue la combinacion de estadistico y Kernel que hizo més efi-
cientes las simulaciones de la densidad posterior.

Los reportes diarios generados con cada valor de los parametros propuesto en
el algoritmo ABC-MCMC, se muestran con lineas negras en la Figura 3.3. Las
trayectorias correspondientes a valores de los pardametros aceptados por el algorit-
mo se grafican con color azul claro, y en color naranja se grafican como referencia
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los reportes observados. Se puede apreciar que se aceptan curvas cercanas a la
trayectoria observada.

50
|

30 40

Reportes

20

10

Dia

Figura 3.3: Reportes simulados.

Eliminando el periodo de burn-in y el rezago de la misma forma que se hizo
en el analisis de las cadenas generadas en la Seccion 2.2.1, se obtiene una muestra
pseudo-independiente de 55 puntos. Las estimaciones puntuales y por intervalos
de probabilidad se muestran en la Tabla 3.1. Se observa que el intervalo para
B es el méas amplio de los tres y la mediana es cercana al verdadero valor del
parametro. En la tltima columna se agregan los intervalos y estimacion puntual
para el parametro umbral Ry. Todos los intervalos incluyen al parametro a partir
del cual se generaron las observaciones.

Cuantil 6] y o Ry
2.5% 0.0157 0.0006 0.0041 1.467
50% 0.0410 0.0161 0.0169 2.7119

97.5% 0.1834 0.0685 0.0489 20.4394
Real 0.03 0.01 0.016 2.2

Tabla 3.1: Estimaciones puntuales y por intervalos de probabilidad de los parametros
del modelo SEIR estocastico.

En la Figura 3.4 se presentan los histogramas de las simulaciones de la densidad
posterior de los pardametros. Se observa que las densidades de v y o presentan



Capitulo 3. Modelos compartimentales estocasticos 44

una pequena moda en un valor mayor al real. La densidad de R, tiene una cola
pesada hacia la derecha, lo cual también puede observarse en el intervalo de 95 %
de probabilidad. A pesar de lo anterior, la mediana de R es cercana al valor real.
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Figura 3.4: Histogramas de la densidad posterior de los parametros del modelo SEIR
estocastico.



CAPITULO 4
Modelos compartimentales en redes
de contactos

En este capitulo se incorporan al modelo estocastico visto en anteriormen-
te las interacciones entre los individuos de la poblaciéon de estudio, las cuales se
supondra que pueden modelarse con una red. En la Secciéon 4.1 se introducen
los principales conceptos referentes a graficas (o grafos), que seran de utilidad al
plantear el modelo epidemiologico compartimental en una red. En la Secciéon 4.2
se describen dos principales aplicaciones de la estadistica en datos de redes: el
muestreo y la simulacion de redes aleatorias. Esta tltima seré de utilidad para el
desarrollo del algoritmo ABC-MCMC en una red, que nos permitira simular de la
densidad posterior. Luego, en la Seccion 4.3 se plantea el modelo SIR estocastico
en una red y se describe como puede adaptarse el algoritmo de inferencia presen-
tado anteriormente si se tienen datos en redes. Por tltimo, se presenta un ejemplo
de la implementacién de la metodologia de inferencia propuesta en el modelo SIR
estocéstico en una red social.

Los modelos epidemiologicos vistos hasta ahora suponen una poblaciéon grande
y homogénea, de tal modo que cada par de individuos tiene igual probabilidad de
interactuar dado un intervalo de tiempo fijo. Este es un supuesto muy comin en
algunos modelos epidemiologicos, incluyendo los presentados en los Capitulos 2 y
3. Sin embargo, este supuesto de homogeneidad resulta poco realista para algunas
infecciones, ya que en la vida real existe una gran heterogeneidad en las tasas de
contagio, no solo por la susceptibilidad de los individuos, sino porque existe un
patrén poco homogéneo en la interacciéon entre individuos (Liljeros et al., 2001).
Esta diferencia en el niimero de contactos puede llevar a algunos a tener poca
exposicion a la infeccién por los pocos contactos con quienes estan en contactos,
mientras que otros pueden estar altamente conectados.

Hacer la extension de los modelos anteriores, asumiendo que la poblacion tiene
una conectividad descrita por una red de contactos sobre la cual se propaga la
enfermedad, resulta muy relevante, ya que la mayoria de los procesos de propaga-
cion de infecciones en la vida real muestran patrones de conectividad complejos,
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dominados por heterogeneidades que pueden modelarse con distribuciones esta-
disticas de colas pesadas (Barabasi, 2014; Pastor-Satorras et al., 2015).

La Teoria de Redes proporciona un marco teérico util para modelar las in-
teracciones entre los individuos y asi plantear un escenario més realista de la
dispersion de un agente infeccioso en una poblacién pequena. En este enfoque se
modela la poblacién como una estructura espacial donde los miembros de la mis-
ma son nodos de una red, y las aristas de la red representan interacciones entre
los individuos que potencialmente pueden llevar a la transmision de la enfermedad
(Newman, 2010; Kolaczyk, 2009).

A la clase de redes que modelan interacciones entre los miembros de una po-
blacion (entidades sociales) se le denomina redes sociales (Scott, 2000; Wasserman
y Faust, 1994). El tipo de interacciones consideradas en una red depende de la
naturaleza de las entidades sociales a analizar y el contexto del problema, por
ejemplo, algunos tipos de interaccion pueden ser la amistad entre individuos, la
pertenencia a ciertos grupos politicos o intelectuales, o el intercambio de recursos.
Dado esto, algunos ejemplos de redes sociales pueden ser amistades entre ninos
en una escuela, alianzas corporativas entre companias, co-autoria en articulos de
divulgacion, o acuerdos y tratados entre paises. El tipo de interacciones conside-
radas en el problema de nuestro interés (procesos epidémicos) dependeréa de la
forma en que el agente infeccioso es transmitido y la red social constara de las
interacciones de ese tipo entre los individuos de una poblacién objetivo.

Algunas referencias de modelacion de epidemias en redes sociales son Pastor-
Satorras y Vespignani (2001), quienes analizan datos reales de la esparcion de un
virus computacional utilizando un modelo de red libre de escala. Por otro lado,
Keeling (1999) describe una metodologia para modelar el comportamiento y las
relaciones de los individuos en una red fija, la cual es aplicada a la dispersion de
una enfermedad en una red determinada para encontrar umbrales importantes y
algunas propiedades estadisticas. Newman (2002) describe la forma de obtener
soluciones exactas del modelo SIR en distintos tipos de redes. Ramirez-Ramirez y
Thompson (2013) también consideran la dispersion de un agente en una red alea-
toria y estudian el tamano final del brote, asi como su variabilidad, calculando
intervalos de probabilidad.
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4.1. Conceptos y definiciones generales en teoria
de graficas

En esta seccion se enunciardn algunos conceptos acerca de teoria de graficas
extraidos de Kolaczyk (2009) que seran utilizados mas adelante en el desarrollo
del modelo sobre el que se hara inferencia. Véase también Bollobas (1998), Diestel
(2005) y Gross y Yellen (2005) para un mayor detalle acerca de teoria de graficas.

Una grafica § = (V, F) es una estructura matematica que consta de un con-
junto finito de nodos o vértices V' y un conjunto de aristas F. El conjunto de
aristas esta conformado por pares {u, v} de vértices distintos u,v € V. Una grafi-
ca donde el orden de los vértices que conforman una arista es ordenado, es decir,
si {u,v} es distinto de {v,u}, se denomina grdfica dirigida. A las aristas de una
grafica dirigida se les llama arcos o aristas dirigidas y usualmente se representan
con flechas. En el caso en que el orden de los vértices en una arista es irrelevante,
se tiene una grdfica no dirigida y la representacion comiin es como una recta que
conecta un vértice con otro.

Una grafica se denomina simple si no es dirigida y el conjunto de aristas conecta
siempre dos diferentes vértices. Esto es, si la grafica no tiene aristas que conecten
a un nodo consigo mismo (bucles). Se denotara al nimero total de vértices en la
grafica como Ny = |V| y al total de aristas como Ng = |E|. Por simplicidad se
etiquetaré a los vértices con los enteros 1,..., Ny.

La conectividad de la grafica puede determinarse por las adyacencias que exis-
ten en la misma. Se dice que dos vértices u,v € V son adyacentes si existe una
arista en F que conecte u con v. Se dice que una arista e € E es incidente en un
vértice v € V si v es elemento del par de vértices a los que conecta e. De aqui
surge la nocién de grado d, de un vértice, el cual se define como el niimero de
aristas incidentes a dicho vértice. Por ejemplo, en la Figura 4.1 se muestra una
grafica no dirigida donde los nodos se representan con circulos y las aristas con
rectas que conectan a los nodos. El vértice resaltado en rojo tiene grado 3, pues
ese vértice tiene tres aristas incidentes.
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Figura 4.1: Grafica no dirigida.

En el caso de gréficas dirigidas, se consideran el grado interno y el grado
externo de los vértices, los cuales estan dados por el nimero de arcos que apun-
tan hacia adentro y hacia afuera de un vértice, respectivamente. En adelante se
hablara tnicamente de graficas no dirigidas, ya que éstas seran utilizadas para
representar las redes sociales que se plantearan en la Seccion 4.3.

El grado d, de un vértice v € V nos brinda una cuantificacion de la medida
en la que v estd conectado con los otros vértices de la grafica. Para definir una
medida de la conectividad total de la grafica deben considerarse en conjunto los
grados de cada uno de los vértices {di,...,dy,}. Dada una grafica § que repre-
senta a una red, definase f; como la fraccion de vértices v € V' con grado d, = d.
Al conjunto {fi},~, se le llama distribucion de los grados de G, y equivale a los
datos del histograma de {di,...,dn,}. La distribucion de los grados proporciona
de manera resumida la conectividad en la grafica, y es de mucha utilidad sobre
todo en graficas grandes, ya que proporciona la probabilidad de que un nodo de
la red elegido al azar tenga exactamente k conexiones (o vecinos).

En algunas aplicaciones es tutil hablar del concepto de movimiento sobre una
grafica. Un camino de longitud £ en una grafica es una secuencia alternada de
vértices y aristas {v, €g, V1, €1, V2, . .., Vp_1,€k_1, Uk}, la cual comienza y termina
con vértices. Si la grafica es no dirigida, los extremos de e; son v; y v;41, y en el
caso de una grafica dirigida, e; es un arco que va de v; a v;11. Un camino simple
es un camino en el cual todas las aristas son distintas y una trayectoria es un
camino simple en el cual todos los vértices (excepto posiblemente el primero y el
ultimo) son distintos.
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Se dice que dos vértices estan conectados si existe un camino que vaya de uno
a otro, de lo contrario estaran desconectados. Dos vértices pueden estar conecta-
dos por varios caminos. El niimero de aristas dentro de un camino es su longitud.
Asi, los vértices adyacentes (vecinos inmediatos) estan conectados por un camino
de longitud 1, y los segundos vecinos por un camino de longitud 2. Si un camino
empieza y termina en el mismo vértice se le llama ciclo.

La conectividad fundamental de una grafica § puede capturarse en una matriz
simétrica A de N, x N, llamada matriz de adyacencias, cuyas entradas
1, si {i,j} € E,
Aij =
0, en otro caso,
donde los elementos de V' son etiquetados con los enteros 1,..., N, y se representa
una arista e € E como un par no ordenado de vértices. Puesto en palabras, la
matriz A es distinta de cero en aquellas entradas fila-columna que corresponden

a vértices que estan unidos por una arista en la grafica G, y toma el valor de cero
en las entradas que no satisfagan esta condicion.

Otra forma de representar matricialmente la estructura fundamental de G es
mediante la matriz de incidencias B, la cual es una matriz de N, x N, cuyas
entradas

B 1, si el vértice 7 es incidente a la arista j,
A { 0, en otro caso.

Una grafica G puede representarse mediante distintas estructuras de datos.
Una de ellas es representar a la grafica mediante la matriz de adyacencias A defi-
nida previamente, lo cual es una decisiéon que suena practica, ya que las matrices
son objetos fundamentales en la mayoria de los lenguajes de programacion y soft-
wares. Sin embargo, en ocasiones en que la gréafica es muy grande, y en particular
cuando hay muchos conjuntos de vértices desconectados, la matriz A seria de gran
dimension y tendria muchos ceros. Una alternativa a este problema es representar
a la grafica con una coleccion de listas de adyacencias, en la cual cada elemento
corresponde a un grupo de vértices conectados, o simplemente puede usarse una
lista de aristas, una lista de dos columnas donde se listen los vértices de cada una

de las aristas presentes en G.

En particular, una red social puede representarse matematicamente con una
grafica donde los vértices (llamados nodos en redes) corresponden a cada uno de
los individuos en una poblacion objetivo y las aristas representan las interacciones
entre ellos.
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4.2. Andalisis estadistico de datos en redes

Nos referimos por datos en redes a las mediciones que son tomadas dentro de
un sistema conceptualizado como una red. Es cuando ademas de la propia estruc-
tura de la red, se tienen medidas que son tomadas dentro de la misma. Estos datos
pueden utilizarse para profundizar en las relaciones que existen entre los nodos
y hacer predicciones acerca de fenémenos de interés que suceden en la poblacién
representada por la red. En una red puede asignarse a los nodos y a las aristas
ciertos atributos que proporcionen un mayor entendimiento acerca de su estruc-
tura.

Los modelos estadisticos pueden ser ttiles para simular redes o para hacer
inferencia sobre pardmetros de dichos modelos dada una red que representa la
estructura de una poblacion (Wasserman, 2013), ya sea tomando en cuenta atri-
butos adicionales o no. A continuacion se muestra el planteamiento de muestreo
sobre una red y simulacion en redes aleatorias. Este ultimo procedimiento esta-
distico seré 1til para la inferencia de los pardmetros del modelo SIR planteada en
la Seccién 4.3.1, ya que el algoritmo Gillespie requiere la capacidad de simular el
modelo de interés.

4.2.1. Muestreo en redes

En una poblacién tipicamente se observa la informacion relacional de manera
parcial y solo se puede obtener una representacion de un subconjunto del sistema
complejo que se estudia. En ese caso la red resultante puede pensarse como una
muestra de la red compleja subyacente y es posible usar los datos de la mues-
tra para inferir propiedades de la red subyacente utilizando la teoria de muestreo
estadistico. La idea de muestrear sobre una red, sin embargo, puede introducir
potenciales complicaciones que se abordan en Kolaczyk (2009).

De manera formal, supongase que el sistema de estudio (red) puede ser repre-
sentado por una grafica G, a la cual le llamaremos grdfica poblacional. Ademés,
supoéngase que en vez de tener disponible toda la informaciéon de G, se tienen medi-
ciones que son parte de una muestra de nodos y aristas, que se pueden representar
en una grafica §* = (V*, E*). A G* le llamaremos grdfica muestra.

Algunos esquemas de muestreo ttiles en la practica se listan a continuacion:

= Muestreo por graficas inducidas. Se consideran grdficas inducidas a
aquellas graficas que resultan de tomar una muestra aleatoria de nodos en la
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red y observar la subgrafica que inducen considerando sus aristas incidentes.
Este esquema se utiliza con frecuencia en analisis de redes sociales como
facebook o twitter, donde se toma al azar una muestra de individuos y
posteriormente se investiga alguna medida de contacto entre ellos (amistad
o cantidad de "me gusta", por ejemplo).

= Muestreo por graficas incidentales. En este caso se trabaja con grdficas
incidentales, que consisten en seleccionar al azar aristas dentro de la red y
posteriormente completar una subgréfica con los nodos en los que inciden
dichas aristas.

= Muestreo de bola de nieve. El muestreo de bola de nieve consiste en
tomar un nodo inicial y considerar todos sus vecinos inmediatos, y realizar
este proceso iterativamente hasta una condicién de paro. De esta forma el
grupo muestral crece como una bola de nieve que va rodando cuesta abajo,
por ello el nombre de la técnica de muestreo. Este tipo de muestreo se utiliza
con frecuencia para estudios en poblaciones ocultas, como consumidores de
drogas.

Pueden consultarse algunas ventajas y desventajas de utilizar estas y otras técni-
cas de muestreo adicionales en la Seccion 5.3 de Kolaczyk (2009).

El objetivo de muestrear sobre una red compleja es generalmente estimar una
caracteristica de interés sobre la grafica poblacional, ya sea una caracteristica es-
tructural como el nimero de aristas N, o el grado promedio de los nodos; o bien,
un resumen de los atributos de los nodos y vértices de la red, como la proporcién
de hombres con mas amigas que amigos en una red social. Denotemos 7(9) a la
caracteristica de interés de la grafica §. A pesar de que a partir de una muestra no
se podra recuperar exactamente la caracteristica, se desea obtener una estimacion
de n(9), digamos 7 a partir de G*.

Intuitivamente se utilizaria el estimador plug-in 7 = 1n(G*), sin embargo, estos
no son utiles para estimar caracteristicas de una grafica, ya que no se cumple el
supuesto de independencia de las observaciones de la muestra. Algunas alternati-
vas de estimacion se presentan en Granovetter (1976) y Ahmed et al. (2014).

4.2.2. Simulacion de redes aleatorias

En este trabajo se considera como red aleatoria a una gréafica no dirigida donde
el grado de sus nodos sigue cierta distribucion de probabilidad. La distribucion de
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los grados de los nodos debe ser una densidad discreta definida sobre los enteros
no negativos.

Para simular una red aleatoria se utiliza el algoritmo Molloy-Reed (Molloy y
Reed, 1995), el cual se explica brevemente a continuacion. Supongase que se desea
simular una red aleatoria con N, nodos. En primer lugar se generan los grados
de los nodos de la red {dy,...,dy,}. El grado de cada nodo puede ser: a) fijo y
especificado por el usuario, b) n — 1 para generar una grafica completa, o ¢) seguir
cualquier distribucion de probabilidad discreta y sobre los enteros no negativos.
Las distribuciones implementadas son:

= Poisson,
» Poisson truncada (Modificacion de la densidad Poisson con soporte {1,2,...}),
= Geométrica,

» Geométrica truncada (Modificacion de la densidad Geométrica con soporte

{1,2,...}),
» Binomial negativa,
= Polilogaritmica,
= Logaritmica,
» De ley de potencias (o powerlaw).

El siguiente paso en el algoritmo es generar la arista {u,v}, con u,v € V con
probabilidad proporcional al producto de los grados d, y d,. Posteriormente se
actualiza el grado de los vértices (restando uno a los nodos que se unieron), para
considerar las conexiones que atn se pueden establecer, a éste nuevo grado se
le llama grado disponible. Este proceso se continta iterativamente, seleccionando
en cada paso una arista con probabilidad proporcional al producto de los grados
disponibles de los nodos que la conforman. El c6digo de simulacién en R se puede
consultar en http://leticiaramirez2.net/supplementary_material.html.

Es importante mencionar que no toda sucesiéon de grados puede correspon-
der a una grafica. La prueba de existencia de una grafica asociada al conjunto
{dy,...,dy,} se puede realizar usando el teorema de Havel-Hakimi. Este no solo
nos dice si la sucesion puede ser asignada a una grafica, sino que produce una.
Sin embargo este teorema-algoritmo produce graficas con la misma estructura y
el algoritmo que se propone usar produce de manera aleatoria una grafica sobre
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el conjunto de graficas con la misma secuencia de grados.

Aunque bajo este esquema de generacion de graficas los grados de la grafica
resultante pueden no corresponder completamente con la secuencia original, esta
diferencia tiende a cero cuando el niimero de nodos crece.

4.3. Modelo SIR en una red social

Se planteara el modelo SIR estocéastico en una red social, donde cada nodo
corresponde a un individuo y tiene un atributo asignado que describe su estado
respecto a la enfermedad, es decir, el compartimento dentro del cual se encuentra
dicho individuo.

Supongase que se tiene una red § con N, nodos etiquetados como 1,..., N,.
A continuacién se muestra el pseudo-algoritmo para simular en G la dispersion
de un agente infeccioso que se modela con un SIR estocéstico de parametros [
y 7. Se supondra que el nimero inicial de individuos infectados es iy y que al
tiempo cero no existen aun individuos recuperados, por lo que el sistema inicial
es (N, — 19,19,0). También se supondra que un individuo infeccioso tnicamente
es capaz de infectar a sus vecinos inmediatos susceptibles.

El tiempo que los individuos pasan en el estado infeccioso puede ser fijo o
tener una distribucion de probabilidad de rango positivo, por ejemplo lognormal
o exponencial. Nos enfocaremos en el caso exponencial, analogo al planteado en
la Seccién 3.2.

Algoritmo 4: Simulacion del SIR estocastico en una red.

1. Elegir iy nodos de la red, ya sea de manera determinista o aleatoria, los
cuales seran etiquetados como infecciosos al tiempo 0. Los demas nodos se
etiquetan como susceptibles en esta etapa.

2. Determinar el tiempo del siguiente cambio, y a qué tipo de reacciéon corres-
ponde (infeccién o recuperacion) como se describe en el algoritmo Gillespie
(Algoritmo 3) y actualizar el estado de cada nodo.

3. Iterar el proceso hasta un tiempo de observacion maximo (si existe) o hasta
que no haya maés individuos infecciosos.
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Se considera que las transmisiones de las aristas son independientes para cada
conexion de un susceptible con un infeccioso. El c6digo en R para generar es-
tas simulaciones se muestra en http://leticiaramirez2.net/supplementary_
material.html. El algoritmo para simular el agente infeccioso es analogo al SI-
MID (SIMulation of Infectious Diseases) implementado en Ramirez-Ramirez et al.
(2013), y difieren en que con este tltimo se pueden considerar en el modelo algunos
esquemas de vacunaciéon como politicas de control de la epidemia.

4.3.1. Inferencia del modelo SIR estocastico en una red

Supongase que se modela la evolucién de una epidemia con un SIR estocéstico
con tasas de transmision y recuperacion por hora (8 y -, respectivamente, y que
se tiene una red social que describe los contactos entre los individuos de una po-
blacién, la cual puede ser representada con una grafica. Ademés, supongase que
se cuenta con n reportes de nuevos infectados agregados diariamente vy, ..., Y.

A partir de los reportes anteriores se desea hacer inferencia acerca de los pa-
rametros que rigen la evoluciéon de la epidemia en cuestion. Al tener una forma
de simular el modelo en la red para un vector fijo de parametros (3,7), puede
utilizarse el Algoritmo 2 (ABC-MCMC) para obtener simulaciones de la densidad
posterior de los parametros. Es necesario agrupar en las simulaciones del modelo
el nimero de reportes de nuevos infectados por dia para hacer los datos simulados
comparables con los observados.

Este procedimiento de inferencia puede generalizarse para cualquier modelo
compartimental, inicamente se requiere poder simular dicho modelo en una red
con un algoritmo anélogo al Algoritmo 4. Por ejemplo, para el modelo SEIR
unicamente habria que agregar el periodo de exposicién, al cual se le puede asignar
una distribucién. Sin embargo, si inicamente se tiene informaciéon de los nuevos
infectados del proceso como aqui se supone, si el nimero de parametros del modelo
aumenta, las estimaciones puntuales se vuelven menos precisas y los intervalos de
probabilidad mas amplios.

Ejemplos

Para ilustrar el algoritmo de inferencia del modelo SIR estocéstico en una red,
se simularon dos redes aleatorias con 500 nodos con las siguientes distribuciones
de grados:

» Poisson(2.42)
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» Polilogaritmica(0.1,2)

La particularidad de estas distribuciones es que con los parametros anteriores
tienen la misma media, pero tienen un comportamiento distinto. En las Figuras
4.2 y 4.3 se muestra el histograma de los grados observados en las redes simuladas
a partir de la densidad poisson y la polilogaritmica, respectivamente. Se senala
la funcién de masa de probabilidades teérica correspondiente a dichas densidades
con puntos dentro de las mismas gréficas.

Poisson(2.42) Polylog(0.1,2)
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Figura 4.2: Distribucién de los Figura 4.3: Distribuciéon de los
grados de la red grados de la red Poli-
Poisson simulada. logaritmica simulada.

Supondremos que las redes simuladas modelan los contactos entre los indivi-
duos de una poblacion hipotética. Fijando como estado inicial a dos individuos
infectados, se simul6 la dispersion de un agente infeccioso en la red con un modelo
SIR estocastico, considerando 5 = 0.03 y v = 0.01 como las tasas por hora de
infeccion y recuperacion, respectivamente. En las Figuras 4.4 y 4.5 se muestran las
curvas de infecciosos para los tiempos en los que ocurrié un cambio en el proceso,
las cuales presentan un comportamiento similar.
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Poisson(2.42) Polylog(0.1,2)
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Time when an event occurs Time when an event occurs
Figura 4.4: Curva de infecciosos Figura 4.5: Curva de infecciosos
(Poisson) (Polilogaritmica)

Bajo un escenario més realista, se considera que se tienen reportes diarios de
nuevos infectados y = y1,...,y,. Es decir, se supondrda que no se cuenta con
los tiempos exactos de cada cambio en el sistema, sino con el ntimero de nuevos
individuos infectados acumulados en periodos de 24 horas, con lo cual se obtienen
35 reportes que se observan en las graficas 4.6 y 4.7.

Pois(2.42) Polylog(0.1,2)
@ 2 o |
8 8
o T T T T T ° T T T T T
0 100 200 300 400 0 100 200 300 400
Time (in hours) Time (in hours)
Figura 4.6: Reportes observados Figura 4.7: Reportes observados
(Poisson) (Polilogaritmica)

Para medir la diferencia entre los datos observados y y una simulacién x dada,
se considera el siguiente estadistico univariado:
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donde 0 < e << 1.

Para la estimacion de la densidad del error de aproximacién de la densidad
posterior (ver Algoritmo 2) se considera un Kernel Normal con ancho de banda
proporcional al nimero de reportes observados. Ademaés, para la implementacion
del Algoritmo ABC-MCMC, se utiliz6 como densidad propuesta una mezcla de
densidades normales, una con varianza mas pequena que la otra para permitir una
mejor exploracion del espacio paramétrico:

q0'10) =rN@O,%;)+ (1 —r) N0, %),

donde ¥y = 0.051d, ¥ =0.1Idy 0 < r < 1.

Ademas se utilizaron densidades a priori Gamma(1,10) para ambos parame-
tros, que se supondra que reflejan la informaciéon previa que se tiene acerca de las
tasas de infeccion y recuperacion del modelo SIR estocastico. Como se explico en
la Seccion 1.2, el ABC-MCMC es un algoritmo de aceptacion y rechazo, donde
los puntos propuestos son aceptados con cierta probabilidad. En las Figuras 4.8
y 4.9 pueden observarse las curvas de individuos infecciosos que corresponden a
parametros rechazados por el modelo (negro), asi como las que fueron aceptadas
(azul claro), que son cercanas a la curva obtenida con los reportes observados
(naranja).
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Figura 4.9: Curvas simuladas con para-
metros aceptados (Poliloga-
ritmica)

Figura 4.8: Curvas simuladas con paré-
metros aceptados (Poisson)

Después de analizar la convergencia de la cadena simulada y eliminar el burn-
in, y considerando los rezagos correspondientes obtenidos mediante el TAT, se
obtienen simulaciones de la densidad posterior que dan lugar a las estimaciones
puntuales y por intervalos de 95 % de probabilidad que se muestran en las Tablas
4.1y 4.2.

Cuantil g v
2.5% 0.0286 0.0072
50% 0.0440 0.0214

97.5%

0.0681

0.0520

Real

0.03

0.01

Tabla 4.1: Estimaciones puntuales y por intervalos de probabilidad (Red Poisson)

Cuantil I5; ol
2.5% 0.0234 0.0055
50% 0.0346 0.0244
97.5% 0.0560 0.0562
Real 0.03 0.01

Tabla 4.2: Estimaciones puntuales y por intervalos de probabilidad (Red Polilogarit-

mica)
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Se observa que las amplitudes de los intervalos son similares en ambas redes,
y que los intervalos contienen a los parametros con que se simularon los datos
(0.03,0.01). Los histogramas de la densidad posterior de los pardmetros se mues-
tran en las Figuras 4.10 (red Poisson) y 4.11 (red Polilogaritmica). En este caso
que se agrega la estructura de las conexiones entre los individuos de la poblacion,
se observa que las modas de los histogramas estan a la derecha del valor real en
todos los casos, sin embargo, la robustez de la mediana ayuda a que este estima-
dor puntual no se aleje mucho del valor real a partir del cual se simularon los datos.
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Figura 4.10: Histogramas de la densidad posterior de los parametros (Red Poisson).
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Figura 4.11: Histogramas de la densidad posterior de los parametros (Red Polilogarit-
mica).

En el caso de inferencia en una red, el IAT detecta la dependencia en la cadena
con mayor facilidad y es necesario considerar un rezago mayor que en el caso
donde se supone que los individuos interactian bajo la ley de acciéon de masas.
Esto produce un tamano de muestra menor y en consecuencia es necesario realizar
mas simulaciones que en los modelos anteriores.



Conclusiones y trabajo futuro

Un modelo epidemiolégico que sea capaz de describir la evolucién de una en-
fermedad en una poblacién puede ayudar no solo a planear sobre los recursos de
salud necesarios para atender a los futuros casos, sino a evaluar la eficacia de
las medidas sanitarias que buscan combatir la dispersion de la enfermedad. Los
modelos compartimentales estudiados en este trabajo dependen de una serie de
parametros relacionados con las caracteristicas del agente y algunas caracteristicas
de la transmision en la poblaciéon. La estimacion de estos parametros es relevante,
ya que cualidades como la dimensiéon de un brote y la duraciéon de una epidemia
estan asociadas con dichos parametros.

Se estudiaron dos puntos de vista para plantear los modelos, el determinista y
el estocéstico. Un modelo determinista supone una poblaciéon de gran magnitud,
y en donde cualquier par de individuos tiene la misma probabilidad de contacto,
y el sistema tenga una solucién tunica para cualquier tiempo ¢ > 0. Bajo el en
foque estocastico (estocasticidad demogréfica), se asigna a los tiempos que los in-
dividuos pasan en cada compartimento una distribuciéon de probabilidad, lo cual
se refleja en la aleatoriedad de la solucién del sistema en un tiempo fijo.

El planteamiento de un modelo epidemiolégico estocéstico se puede hacer de
distintas maneras, de acuerdo a los supuestos que se establezcan sobre el tiempo y
el espacio de estados del sistema. En este caso se supuso que el sistema se desarro-
llaba en una escala de tiempo continua, pero que los posibles estados del sistema
eran variables aleatorias discretas. Si se asigna una distribucién exponencial a los
tiempos de cambio en el sistema, se trata de un Proceso Poisson no homogéneo,
donde las tasas al tiempo ¢t > 0 dependen del ntmero de individuos que en ese
instante se encuentren en cada uno de los compartimentos.

Adicionalmente, se agregd6 al modelo una estructura relacional de los indivi-
duos mediante una red social, de tal forma que un individuo tnicamente fuera
capaz de contagiar a sus vecinos inmediatos. Este planteamiento permite un enfo-
que maés realista, sin embargo las simulaciones y la inferencia se vuelve més pesada
computacionalmente.

El objetivo principal de este trabajo fue realizar inferencia sobre los pardme-
tros de un modelo epidemiol6gico compartimental bajo los modelos mencionados
anteriormente. Se supuso un escenario apegado a la realidad, en el cual se contaba
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con una serie de reportes de nuevos infectados ¥, ...,y,, a partir de los cuales
se pretendia realizar inferencia sobre los parametros del modelo. En todos los ca-
sos se asume que los reportes son el niimero de nuevos infectados en un lapso de
tiempo. En el caso particular del modelo determinista ademas se considera que las
observaciones estan sujetas a ruido. Este ruido puede tener miltiples fuentes pero
el total de estas variaciones la modelamos con una distribucién de probabilidad,
con media igual al niimero observado de reportes de nuevos infectados.

En todos los casos se plantearon esquemas y modelos bayesianos de inferen-
cia estadistica, ya que en el contexto de epidemiologia generalmente se cuenta
con informacion previa acerca de los pardmetros (tasas de transferencia entre los
compartimentos). La informacion previa puede ser obtenida analizando enferme-
dades similares, por ejemplo. Si dicha informacién puede traducirse en términos
de una distribuciéon de probabilidad a priori para los parametros, la distribucion
posterior nos proporciona informacion del vector de pardmetros del modelo donde
contribuyen tanto la informacién previa del femémeno, como la verosimilitud de
los datos observados.

A partir de la densidad posterior es posible obtener estimaciones puntuales e
intervalos de confianza para los parametros, y los algoritmos MCMC nos hacen
més sencilla la simulacién de dicha densidad.

En el modelo determinista se simul6 de la densidad posterior usando el t -
walk, un algoritmo de Metropolis-Hastings desarrollado por Christen et al. (2010)
e implementado en varios softwares para analisis estadistico. Dicho algoritmo fa-
cilita la simulacion de cualquier distribucién objetivo y no depende de pardmetros
de tuning para hacer converger a la cadena simulada.

En el modelo estocéstico, los tiempos en que los individuos cambian de com-
partimento se modelan como variables aleatorias con una distribucion que depende
del estado actual del sistema. Asi, para poder plantear la verosimilitud de los da-
tos es necesario contar con todos los tiempos de cambio del sistema y en el caso
estudiado tnicamente se tenian reportes agregados. Para el planteamiento de la
densidad posterior exacta es necesaria la verosimilitud, sin embargo, el algoritmo
ABC-MCMC permite simular de una aproximacion de la posterior a pesar de no
contar con este término. Este algoritmo funciona si es posible simular del modelo
dado un vector de parametros fijo, lo cual se logra con el algoritmo Gillespie.

Se desarrollaron algunos ejemplos con el modelo SIR y el SEIR para explorar
y mostrar a detalle como se desarrolla el proceso de inferencia en ambos modelos,
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ademés de plantear el modelo estocastico en una red. Algunas caracteristicas
observadas al desarrollar el proceso de inferencia en cada uno de los modelos
fueron las siguientes:

= En el modelo determinista las simulaciones se demoraron mas de lo espera-
do, ya que para cada punto involucrado en el algoritmo debe aproximarse
numéricamente la integral de la tasa de nuevos infectados.

= En el modelo estocastico se simula de una aproximacion de la verosimilitud,
cuya precision depende del ancho de banda elegido para el Kernel involucra-
do en el algoritmo ABC-MCMC. El algoritmo desarrollado en este trabajo
podria mejorarse buscando un método para elegir el ancho de banda 6ptimo
que nos produzca la precision deseada.

= El algoritmo ABC-MCMC nos permitié simular de la densidad posterior
de los parametros en el modelo estocéstico a pesar de que no se tenia la
informacion completa de los tiempos de cambio del sistema. El proceso de
inferencia al considerar una red para modelar la estructura de dependencia
de la poblacion se vuelve computacionalmente més intensivo, ya que el IAT
es mayor y en consecuencia se debe considerar un rezago mas grande en la
cadena simulada.

= Comparando los ejemplos implementados para inferencia en el modelo SIR
y el SEIR, se observo que el tiempo de computo se increment6 al considerar
una mayor cantidad de parametros. En general, si la estructura del modelo es
més compleja, considerar el nimero de reportes de nuevos infectados brinda
menos informacion y la inferencia se vuelve menos precisa.

Una posible deficiencia del modelo de inferencia sobre redes grandes es la efi-
ciencia de las simulaciones. En estudios futuros esto podria mejorarse utilizando
algiin método de procesamiento en paralelo, o migrando el cédigo a algtin otro
lenguaje de programaciéon mas eficiente como C o Python. Otra alternativa al
tratarse de una red es considerar un horizonte menor al final de la epidemia para
realizar la inferencia, ya que, a pesar de tener menos informacién, esto podria
reflejarse en un ahorro considerable de tiempo de computo.

Varias generalizaciones puede sugerirse a partir de este trabajo. Algunas re-
lacionadas con el modelo, tal como considerar escenarios maés realistas, como un
horizonte de tiempo mas amplio donde se permita la migracion de los individuos.
Otras mejoras puede apuntar a la eficiencia de los métodos de computo, como
ya se mencion6. Otra direccién a explorar es sobre variantes de los métodos de
inferencia usados y el anélisis de sus propiedades.



Bibliografia

Ahmed, N. K., Neville, J., y Kompella, R. Network sampling: From static to strea-
ming graphs. ACM Transactions on Knowledge Discovery from Data (TKDD),
8(2):7, 2014. (Citado en pagina 51.)

Allen, L. J. An introduction to stochastic epidemic models. In Mathematical
epidemiology, pages 81-130. Springer, 2008. (Citado en paginas 21 y 35.)

Anderson, R. M., May, R. M., y Anderson, B. Infectious diseases of humans:
dynamics and control, volume 28. Wiley Online Library, 1992. (Citado en
pagina 21.)

Andrieu, C. y Thoms, J. A tutorial on adaptive mcmc. Statistics and Computing,
18(4):343-373, 2008. (Citado en pagina 8.)

Aster, R. C., Borchers, B., y Thurber, C. H. Parameter estimation and inverse
problems, volume 90. Academic Press, 2011. (Citado en pagina 17.)

Barabéasi, A.-L. Network science book. Network Science, 2014. (Citado en pagi-
na 46.)

Bernardo, J. M. y Smith, A. F. Bayesian theory, 2001. (Citado en paginas 5y 19.)
Blasco, A. Bayesian statistic course. 2005. (Citado en pagina 5.)

Bollobés, B. Random graphs. In Modern Graph Theory, pages 215-252. Springer,
1998. (Citado en pagina 47.)

Bolstad, W. M. Introduction to Bayesian statistics. John Wiley & Sons, 2013.
(Citado en pagina 19.)

Box, G. E. y Tiao, G. C. Bayesian inference in statistical analysis, volume 40.
John Wiley & Sons, 2011. (Citado en pagina 5.)

Boys, R. J., Wilkinson, D. J., y Kirkwood, T. B. Bayesian inference for a discretely
observed stochastic kinetic model. Statistics and Computing, 18(2):125-135,
2008. (Citado en péagina 36.)

Brauer, F. Compartmental models in epidemiology. In Mathematical epidemiology,
pages 19-79. Springer, 2008. (Citado en péaginas 20, 29 y 30.)

Braunack-Mayer, L. Approximate bayesian computation and summary statistic
selection in epidemic models. 2013. (Citado en pagina 11.)



Bibliografia 64

Capistran, M. A., Christen, J. A., y Velasco-Hernandez, J. X. Towards uncertainty
quantification and inference in the stochastic sir epidemic model. Mathematical
biosciences, 240(2):250-259, 2012. (Citado en pagina 38.)

Christen, J. A., Fox, C., et al. A general purpose sampling algorithm for continuous
distributions (the t-walk). Bayesian Analysis, 5(2):263-281, 2010. (Citado en
paginas 8, 24, 32 y 61.)

Del Moral, P., Doucet, A., y Jasra, A. An adaptive sequential monte carlo method
for approximate bayesian computation. Statistics and Computing, 22(5):1009-
1020, 2012. (Citado en paginas 9 y 10.)

Diestel, R. Graph theory, vol. 173 of. Graduate Texts in Mathematics, 2005.
(Citado en pagina 47.)

Duran Aguilar, J. Inferencia bayesiana en el modelo SIR. Tesis de maestria,
CIMAT, 2014. (Citado en péaginas 11, 39 y 42.)

Geyer, C. J. Practical markov chain monte carlo. Statistical Science, pages 473~
483, 1992. (Citado en péagina 25.)

Gillespie, D. T. Exact stochastic simulation of coupled chemical reactions. The
journal of physical chemistry, 81(25):2340-2361, 1977. (Citado en pagina 37.)

Granovetter, M. Network sampling: Some first steps. American Journal of Socio-
logy, pages 1287-1303, 1976. (Citado en pagina 51.)

Gross, J. L. y Yellen, J. Graph theory and its applications. CRC press, 2005.
(Citado en péagina 47.)

Haario, H., Saksman, E., y Tamminen, J. An adaptive metropolis algorithm.
Bernoulli, pages 223-242, 2001. (Citado en pagina 8.)

Haran, M. An introduction to models for disease dynamics. Spatial Epidemiology,
SAMSI, 2009. (Citado en pagina 1.)

Hastings, W. K. Monte carlo sampling methods using markov chains and their
applications. Biometrika, 57(1):97-109, 1970. (Citado en pagina 6.)

Herrera Reyes, A. Una aproximacion integral al modelamiento de la epidemiologia
del virus sincicial respiratorio. Tesis de licenciatura, Universidad de Guanajua-
to, 2010. (Citado en pagina 2.)

Hethcote, H. W. Qualitative analyses of communicable disease models. Mathe-
matical Biosciences, 28(3):335-356, 1976. (Citado en pagina 21.)



Bibliografia 65

Hethcote, H. W. The mathematics of infectious diseases. SIAM review, 42(4):
599-653, 2000. (Citado en paginas 21 y 29.)

Hindmarsh, A. C. Odepack, a systematized collection of ode solvers, rs stepleman
et al.(eds.), north-holland, amsterdam,(vol. 1 of), pp. 55-64. IMACS transac-
tions on scientific computation, 1:55-64, 1983. (Citado en péagina 21.)

Keeling, M. J. The effects of local spatial structure on epidemiological invasions.
Proceedings of the Royal Society of London B: Biological Sciences, 266(1421):
859-867, 1999. (Citado en pagina 46.)

Kermack, W. O. y McKendrick, A. G. A contribution to the mathematical theory
of epidemics. In Proceedings of the Royal Society of London A: Mathemati-
cal, Physical and Engineering Sciences, volume 115, pages 700-721. The Royal
Society, 1927. (Citado en pagina 20.)

Kolaczyk, E. D. Statistical Analysis of Network Data: Methods and Models. Sprin-
ger Publishing Company, Incorporated, 1st edition, 2009. ISBN 038788145X,
9780387881454. (Citado en paginas 46, 47, 50 y 51.)

Liljeros, F., Edling, C. R., Amaral, L. A. N., Stanley, H. E., y Aberg, Y. The
web of human sexual contacts. Nature, 411(6840):907-908, 2001. (Citado en
péagina 45.)

Marin, J.-M., Pudlo, P., Robert, C. P., y Ryder, R. J. Approximate bayesian
computational methods. Statistics and Computing, 22(6):1167-1180, 2012. (Ci-
tado en paginas 9 y 10.)

Marjoram, P., Molitor, J., Plagnol, V., y Tavaré, S. Markov chain monte carlo
without likelihoods. Proceedings of the National Academy of Sciences, 100(26):
15324-15328, 2003. (Citado en pagina 13.)

Metropolis, N., Rosenbluth, A. W., Rosenbluth, M. N.; Teller, A. H., y Teller,
E. Equation of state calculations by fast computing machines. The journal of
chemical physics, 21(6):1087-1092, 1953. (Citado en pégina 6.)

Molloy, M. y Reed, B. A critical point for random graphs with a given degree
sequence. Random structures € algorithms, 6(2-3):161-180, 1995. (Citado en
pagina 52.)

Newman, M. Networks: an introduction. Oxford university press, 2010. (Citado
en pagina 46.)

Newman, M. E. Spread of epidemic disease on networks. Physical review E, 66
(1):016128, 2002. (Citado en pagina 46.)



Bibliografia 66

Pastor-Satorras, R. y Vespignani, A. Epidemic spreading in scale-free networks.
Physical review letters, 86(14):3200, 2001. (Citado en pagina 46.)

Pastor-Satorras, R., Castellano, C., Van Mieghem, P., y Vespignani, A. Epidemic
processes in complex networks. Reviews of modern physics, 87(3):925, 2015.
(Citado en péagina 46.)

Petzold, L. Automatic selection of methods for solving stiff and nonstiff systems
of ordinary differential equations. SIAM journal on scientific and statistical
computing, 4(1):136-148, 1983. (Citado en pagina 21.)

R Development Core Team. R: A Language and Environment for Statistical Com-
puting. R Foundation for Statistical Computing, Vienna, Austria, 2008. URL
http://www.R-project.org. ISBN 3-900051-07-0. (Citado en paginas 3 y 9.)

Ramirez-Ramirez, L. L. y Thompson, M. E. Applications of the variance of final
outbreak size for disease spreading in networks. Methodology and Computing
in Applied Probability, 16(4):839-862, 2013. ISSN 1573-7713. doi: 10.1007/
s11009-013-9325-z. URL http://dx.doi.org/10.1007/s11009-013-9325-z.
(Citado en péagina 46.)

Ramirez-Ramirez, L. L., Gel, Y. R., Thompson, M., de Villa, E., y McPherson,
M. A new surveillance and spatio-temporal visualization tool simid: Simulation
of infectious diseases using random networks and gis. Computer methods and
programs in biomedicine, 110(3):455-470, 2013. (Citado en pagina 54.)

Robert, C. The Bayesian choice: from decision-theoretic foundations to compu-
tational implementation. Springer, 2 edition, 2007. (Citado en pagina 5.)

Robert, C. y Casella, G. Monte Carlo statistical methods. Springer Science &
Business Media, 2013. (Citado en péaginas 6 y 10.)

Roberts, G. O., Rosenthal, J. S., et al. Optimal scaling for various metropolis-
hastings algorithms. Statistical science, 16(4):351-367, 2001. (Citado en pagi-
na 25.)

Roberts, M. y Heesterbeek, J. Mathematical models in epidemiology. Mathema-
tical models, 2003. (Citado en pagina 28.)

Rubin, D. B. et al. Bayesianly justifiable and relevant frequency calculations
for the applied statistician. The Annals of Statistics, 12(4):1151-1172, 1984.
(Citado en pagina 9.)

Scott, J. Social network analysis: A handbook. 2000. (Citado en pagina 46.)


http://www.R-project.org
http://dx.doi.org/10.1007/s11009-013-9325-z

Bibliografia 67

Soetaert, K., Petzoldt, T., y Setzer, R. W. Solving differential equations in r:
package desolve. Journal of Statistical Software, 33, 2010. (Citado en paginas 17

y 21.)

Stuart, A. M. Inverse problems: a bayesian perspective. Acta Numerica, 19:
451-559, 2010. (Citado en pagina 16.)

Tsybakov, A. B. Introduction to nonparametric estimation. Springer Series in
Statistics. Springer, New York, 2009. (Citado en pagina 12.)

Turlach, B. A. et al. Bandwidth selection in kernel density estimation: A review.
Université catholique de Louvain, 1993. (Citado en pagina 12.)

Wasserman, L. All of statistics: a concise course in statistical inference. Springer
Science & Business Media, 2013. (Citado en pagina 50.)

Wasserman, S. y Faust, K. Social network analysis: Methods and applications,
volume 8. Cambridge university press, 1994. (Citado en pagina 46.)

Wilkinson, R. D. Approximate bayesian computation (abc) gives exact results
under the assumption of model error. Statistical applications in genetics and
molecular biology, 12(2):129-141, 2013. (Citado en pagina 10.)



	Introducción
	Fundamentos teóricos
	Inferencia Bayesiana
	Algoritmos MCMC
	Algoritmo Metrópolis-Hastings
	El t-walk
	Inferencia sin verosimilitud (ABC)


	Modelos compartimentales deterministas
	Metodología de inferencia en modelos deterministas
	Modelo SIR determinista
	Inferencia en el SIR determinista

	Modelo SEIR determinista
	Inferencia en el SEIR determinista


	Modelos compartimentales estocásticos
	Inferencia en modelos epidemiológicos estocásticos
	Ecuación Maestra y Algoritmo Gillespie

	Modelo SIR estocástico
	Inferencia en el SIR estocástico

	Modelo SEIR estocástico
	Inferencia en el SEIR estocástico


	Modelos compartimentales en redes de contactos
	Conceptos y definiciones generales en teoría de gráficas
	Análisis estadístico de datos en redes
	Muestreo en redes
	Simulación de redes aleatorias

	Modelo SIR en una red social
	Inferencia del modelo SIR estocástico en una red


	Conclusiones y trabajo futuro

