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Dónde ocurren los sismos?

Ley de eventos raros como punto de inicio.

Usamos entonces la aproximación Poisson a la binomial.
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Modelación Poisson para sismos

Poisson para una región
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Modelación Poisson para sismos

Poisson para una región Que tal si la región tiene fallas?

Consideramos Poisson no homogéneos con tasa ρ(x).

Pero hay réplicas...
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Réplicas y autoexcitación
Una posible modelación es tomar tasas

λρ(t, x) = ρ(x) + Bt(x),

donde ρ(x) es la intensidad de fondo y

Bt(x) =
󰁛

ti <t
ν(t − ti , x − xi , ri)

es la excitación acumulada por los eventos anteriores.
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Una posible modelación es tomar tasas

λρ(t, x) = ρ(x) + Bt(x),

donde ρ(x) es la intensidad de fondo y

Bt(x) =
󰁛

ti <t
ν(t − ti , x − xi , ri)

es la excitación acumulada por los eventos anteriores. Esto define un proceso de conteo
llamado proceso de Hawkes. En el estudio de sismos, se dan formas concretas de ν, y el
modelo resultante se conoce como ETAS.

Objetivo
Como obtener información sobre ρ, si ya conozco ν.
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Verosimilitud

- Observamos datos (tq, xq, rq)q≥1 en [0, T ], con tq tiempos, xq posiciones y rq
intensidades.
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- Observamos datos (tq, xq, rq)q≥1 en [0, T ], con tq tiempos, xq posiciones y rq
intensidades.

- El total de observaciones es una variable aleatoria NT .
- La log-verosimilitud normalizada, salvo términos independientes de ρ, es:

FT (ρ) = 1
T

NT󰁛

q=1
log

󰀃
ρ(xq) + Btq (xq)

󰀄
−

󰁝

Rd
ρ(x) dx .
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- Observamos datos (tq, xq, rq)q≥1 en [0, T ], con tq tiempos, xq posiciones y rq
intensidades.

- El total de observaciones es una variable aleatoria NT .
- La log-verosimilitud normalizada, salvo términos independientes de ρ, es:

FT (ρ) = 1
T

NT󰁛

q=1
log

󰀃
ρ(xq) + Btq (xq)

󰀄
−

󰁝

Rd
ρ(x) dx .

¿Podemos intentar maximizar con respecto a ρ?
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Perspectiva variacional

Mover una medida µ para aumentar una función F , llegando a un límite π.
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Perspectiva variacional

Mover una medida µ para aumentar una función F , llegando a un límite π.

Tomaremos ideas de las superficies euclidianas.
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Gradientes y geometría
En Rm, para maximizar una función F :

θ̇u = ∇F (θu), d
du F (θu) = |∇F (θu)|2
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du F (θu) = magnitud(dirección destacada[F ](θu))

Si el input son medidas, elegimos una métrica estilo Riemanniano (nota) que sustituya
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En Rm, para maximizar una función F :

θ̇u = ∇F (θu), d
du F (θu) = magnitud(dirección destacada[F ](θu))

Si el input son medidas, elegimos una métrica estilo Riemanniano (nota) que sustituya
a ’magnitud’, así como un espacio con una dirección destacada

µ̇u = ∇∇gF(µu), d
du F(µu) = 󰀂∇∇gF(µu)󰀂2

g ,µu .

La g alude a la geometría que elegimos. Cada geometría debe determinar una dirección
de ascenso y su magnitud.
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Geometría de Wasserstein
La primera variación δF/δρ : Rd → R es una función t.q.

d
dε

F
󰀃
(ρ + εh) dx

󰀄󰀏󰀏󰀏󰀏
ε=0

=
󰁝

Rd
δF/δρ(x)h(x) dx .
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Geometría de Fisher-Rao

Caja negra: una propuesta alternativa es

∇∇FRF(µ) = ρ
δF
δρ

,

󰀂v󰀂2
FR,µ = infρa=v

󰁝

Rd
|a(x)|2 µ(dx).
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Geometría de Wasserstein-Fisher-Rao

Combinamos las dos propuestas, con κW , κFR > 0:

∇∇WFRF(µ) = −κW div
󰀃
ρ∇δF

δρ

󰀄
+ κFRρ

δF
δρ

,

󰀂v󰀂2
WFR,µ = inf

− div(ρw)+ρa=v

󰁝

Rd

󰀕 |w(x)|2
κW

+ a(x)2

κFR

󰀖
µ(dx).
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En nuestra aplicación esto no tiene sentido

Recordemos la log-verosimilitud:

FT (ρ) = 1
T

NT󰁛

q=1
log

󰀃
ρ(xq) + Btq (xq)

󰀄
−

󰁝

Rd
ρ(x) dx .
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FT (ρ) = 1
T

NT󰁛

q=1
log

󰀃
ρ(xq) + Btq (xq)

󰀄
−

󰁝

Rd
ρ(x) dx .

Su primera variación es

δFT
δρ

= 1
T

NT󰁛

q=1

δxq

ρ(xq) + Btq (xq) − 1.

Las deltas de Dirac dan variación distribucional... pero estabamos muy cerca :-(
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Proyección sobre funciones

Observemos que si φ es función de prueba, se tiene que

〈∇∇WFRFT (ρ), φ〉 = 1
T

NT󰁛

q=1

−κW div(ρ∇φ)(xq) + κFRρ(xq)φ(xq)
ρ(xq) + Btq (xq) − κFR

󰁝

Rd
ρ(x)φ(x) dx .
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〈∇∇WFRFT (ρ), φ〉 = 1
T

NT󰁛

q=1

−κW div(ρ∇φ)(xq) + κFRρ(xq)φ(xq)
ρ(xq) + Btq (xq) − κFR

󰁝

Rd
ρ(x)φ(x) dx .

El lado izquierdo se puede ver como una proyección en L2.

Estrategia

- Proponer medidas con densidad parametrizada.
- Ver a la familia como una variedad.
- Proyectar ∇∇WFRFT (ρ) sobre esos espacios tangentes.
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Mezclas gaussianas
Sea χσ(x ; m) la densidad normal media m varianza σ. Consideremos la familia

ρθ(x) =
k󰁛

i=1
eαi χσ(x ; mi), θ = (α1, . . . , αk , m1, . . . , mk).
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ρθ(x) =
k󰁛

i=1
eαi χσ(x ; mi), θ = (α1, . . . , αk , m1, . . . , mk).

Su plano tangente está generado por las derivadas respecto de los parámetros:

dθ
j = ∂θj ρθ, Tρθ

= span{dθ
j }.

- Describimos formalmente la evolución de las densidades bajo el flujo WFR.

- Expresamos la evolución de una mezcla gaussiana mediante las velocidades de sus
parámetros.

- Emparejamos ambas velocidades con los generadores del plano tangente e igualamos:
obtenemos una dinámica para los parámetros.
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Cálculos explícitos
Definimos

Gij(θ) :=
󰁝

Rd
dθ

i (x)dθ
j (x) dx .

(gT )i(θ) = 1
T

NT󰁛

q=1

−κW div(ρθ∇dθ
i )(xq) + κFRρθ(xq)dθ

i (xq)
ρθ(xq) + Btq (xq)

− κFR

󰁝

Rd
ρθ(x)dθ

i (x) dx .
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El programa descrito en el slide anterior induce la dinámica

G(θ(u))θ̇(u) = gT (θ(u)).
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T

NT󰁛

q=1

−κW div(ρθ∇dθ
i )(xq) + κFRρθ(xq)dθ

i (xq)
ρθ(xq) + Btq (xq)

− κFR

󰁝

Rd
ρθ(x)dθ

i (x) dx .

El programa descrito en el slide anterior induce la dinámica

G(θ(u))θ̇(u) = gT (θ(u)).

Si resolvemos la ODE, nuestro candidato de aproximación sería

ρθ∞(x) =
k󰁛

i=1
eαi,∞χσ(x ; mi ,∞).
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Poisson no homogéneo
Un proceso de Poisson no homogéneo es un Hawkes sin memoria.
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Poisson no homogéneo
Un proceso de Poisson no homogéneo es un Hawkes sin memoria. Simulamos 695
eventos con una intensidad conocida y usamos sus posiciones para estimarla.

Intensidad verdadera Intensidad estimada

De 100 componentes iniciales a 8 componentes finales.
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Datos reales: sismos en la costa de México
Usamos un catálogo de sismos entre 2000 y 2016 para estimar la intensidad de fondo
en el sur de México.
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Intensidad de fondo estimada
El modelo de Hawkes incorpora las réplicas y permite estimar la intensidad de fondo.

El fondo estimado se representa con solo 6 componentes gaussianas.
Los puntos rojos indican sus centros.
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Otras contribuciones

- Dar sentido al gradiente Wasserstein–Fisher–Rao cuando la primera variación es
una distribución.
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- Dar sentido al gradiente Wasserstein–Fisher–Rao cuando la primera variación es
una distribución.

- Obtener una dinámica concreta mediante proyecciones sobre familias de densidades.
- Identificar una ecuación poblacional cuyo único cero es el fondo verdadero.
- Establecer consistencia condicional para los estimadores que satisfacen las

ecuaciones de equilibrio proyectadas.
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Trabajo futuro

- Permitir una intensidad de fondo que cambie con el tiempo.
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Trabajo futuro

- Permitir una intensidad de fondo que cambie con el tiempo.
- Analizar la convergencia del esquema numérico y obtener tasas explícitas.
- Entender el efecto de la fusión de componentes gaussianas.
- Estimar de manera no paramétrica el mecanismo de autoexcitación junto con el

fondo.
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Contacto jagil@cimat.mx

Áreas de concentración
Teoría de probabilidad, Teoría estadística, Modelación estocástica e inferencia en ciencias,

industria, y tecnología, Probabilidad e inferencia estadística en ciencias de datos, Finanzas y
riesgo

Becas SECIHTI

20 / 23



Actividad en CIMAT

21 / 23



Muchas gracias!
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