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Introducción

Desde los trabajos pioneros de Wigner en los 50’s, el estudio del espectro

asintótico de diversos tipos de matrices aleatorias ha sido un tema de interés

con aplicaciones en diversos campos como la física, la biología, las telecomuni-

caciones y las �nanzas. Asimismo, dentro de las matemáticas se han considerado

las matrices aleatorias asociadas a grá�cas aleatorias como las de adyacencia y

laplaciana.

Entre muchos otros aspectos, se ha considerado el estudio de la distribución

asintótica de la distribución empírica espectral, así como el comportamiento asin-

tótico del mayor eigenvalor para una diversidad de matrices aleatorias, obtenién-

dose resultados universales.

Esta tesis considera matrices laplacianas generales, en el sentido de que no

provienen necesariamente de una grá�ca. Para estas matrices la distribución

asintótica empírica espectral fue considerada en Bryc-Dembo-Jiang [8] obtenién-

dose ésta como la convolución libre de una distribución semicircular con una

distribución normal. La universalidad de este resultado fue considerada en Ding-

Jiang [9], quienes también abordan el estudio asintótico del mayor eigenvalor de

una matriz laplaciana aleatoria.

En un trabajo reciente (del 2018), Bandeira [6] estudia problemas de optimi-

zación convexa en los que usa la técnica de relajación para obtener problemas

de programación semide�nida en donde el comportamiento asintótico del ma-
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yor eigenvalor de una matriz laplaciana determina la unicidad de la solución del

problema de optimización. Asimismo, el trabajo [6] considera la estimación del

mayor eigenvalor mediante el máximo elemento de la diagonal del laplaciano, lo

cual es muy conveniente desde el punto de vista computacional.

El objetivo principal de esta tesis es mostrar cómo los resultados en [9] pue-

den ser usados para dar un marco general a varios de los resultados y aplicaciones

en [6]. Este enfoque permite dar demostraciones diferentes, así como obtener ex-

tensiones de algunos resultados y plantear varias conjeturas.

Más especí�camente, estudiamos el comportamiento del mayor eigenvalor

de matrices laplacianas aleatorias generales, con los que obtuvimos varias con-

secuencias interesantes e importantes que presentamos en el Capítulo 2.

Una ventaja del enfoque que presentamos es que nos permite desarrollar

pruebas más sencillas desde una metodología diferente a la presentada en [6],

aunque una posible di�cultad es que en algunos casos es necesario encontrar co-

tas ajustadas. Lo anterior nos lleva a estudiar desviaciones grandes y a calcular

de forma exacta ciertas desigualdades.

También presentamos un estudio de simulación, con el cual obtuvimos intui-

ción para plantear una conjetura incluida en el Capítulo 2.

La organización y presentación de la tesis y nuestros resultados son los si-

guientes.

El Capítulo 1 contiene los preliminares de teoría de grá�cas, matrices y op-

timización convexa necesarios para el desarrollo de la tesis. En la Sección 1.1 se

mencionan los conceptos de matriz de adyacencia y laplaciana asociadas a grá�-

cas, así como la noción de matriz laplaciana general y los principales resultados

acerca de sus eigenvalores cuando la dimensión de la matriz está �ja. En particu-

lar se muestra el rol del mayor eigenvalor de un laplaciano y su relación con el

segundo eigenvalor de otro laplaciano (Proposición 1.2), resultado esencial para
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los problemas de optimización del Capítulo 3. En la Sección 1.2 se resumen los

principales elementos de optimización convexa con énfasis en la programación

semide�nida. En la Sección 1.3 se presenta un ejemplo de programación semi-

de�nida en {−1, 1}n, cuya solución óptima existe cuando el segundo valor de

cierto laplaciano es positivo. Este ejemplo es el marco general para estudiar la

aplicaciones del Capítulo 3.

El Capítulo 2 trata sobre resultados asintóticos sobre la distribución empírica

espectral y el mayor eigenvalor de una matriz laplaciana aleatoria. En la Sección

2.1 se presentan resultados de Ding-Jiang [9] sobre la distribución asintótica em-

pírica espectral de matrices de adyacencia y laplacianas con entradas con distinta

distribución, trabajo que se inspira en el artículo pionero de Bryc-Dembo-Jiang

[8]. En el caso del laplaciano esta distribución límite es la convolución libre de

una distribución semicírcular con una distribución normal. En la Sección 2.2 pre-

sentamos los resultados de un estudio de simulación que nos llevan a conjeturar

que esta distribución límite pudiera ser aproximada por una distribución mezcla

de la distribución del semicírculo y la distribución normal. En la Sección 2.3 se

enuncian resultados de [9] sobre la convergencia del mayor eigenvalor de matri-

ces laplacianas (Teorema 2.4). Como una de sus consecuencias proponemos un

enfoque alternativo al estudio de estimar el mayor eigenvalor de una matriz la-

placiana que hace Bandeira en [6], lo cual nos permite obtener extensiones que

dan un planteamiento uni�cado a las aplicaciones presentadas en el Capítulo 3.

Asímismo, como otra consecuencia del Teorema 2.4, se obtuvo la convergencia

del mayor eigenvalor en modelos de bloques estocásticos. En la Sección 2.4 se

presenta la estimación del mayor eigenvalor mediante el elemento máximo de la

diagonal de la matriz laplaciana, lo cual es útil para reducir el costo computacio-

nal del cálculo de los eigenvalores. Para esto obtuvimos otra consecuencia del

Teorema 2.4 que nos permite proponer un enfoque alterno y uni�cado a aplica-
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ciones consideradas en [6] y dar pruebas alternativas a sus resultados; como se

muestra en el Capítulo 3. Finalmente, en la Sección 2.5 se presenta un resultado

que obtuvimos sobre la distribución asintótica del mayor eigenvalor de matrices

laplacianas que provienen de matrices simétricas con entradas normales estándar

independientes, lo cual es distribución Gumbel.

El Capítulo 3 trata sobre tres aplicaciones a problemas de programación se-

mide�nida donde el mayor eigenvalor de matrices laplacianas surge de manera

natural para la solución de los mismos. Estas aplicaciones aparecen en un ar-

tículo de Bandeira [6]. Nuestra metodología es diferente a la presentada en [6],

la que nos permite dar pruebas más sencillas y en algunos casos extensiones de

sus resultados. Nuestro enfoque se basa principalmente en la aplicación de las

consecuencias del Teorema 2.4 sobre el comportamiento del mayor eigenvalor

asintótico de matrices laplacianas que discutimos en el Capítulo 2 junto con los

resultados de optimización convexa del Capítulo 1. En la Sección 3.1 se presenta el

problema denominado Sincronización con ruido general, en el que obtuvimos, con

una demostración más sencilla, condiciones para garantizar que este problema

tenga solución única con alta probabilidad (Proposición 3.1) y además obtuvi-

mos cotas, superior e inferior, para el mayor eigenvalor de una matriz laplaciana

con entradas normal estándar (Proposición 3.2). En la Sección 3.2 se considera

el problema de Sincronización sobre Z2, en el que obtuvimos una extensión a los

resultados presentados en [6] usando nuestro enfoque. Finalmente, en la Sección

3.3 se estudia el Modelo de bloques estocásticos con 2 comunidades, en el cual

usamos nuestro resultado para matrices a bloques (Proposición 2.5), resultados

sobre el comportamiento del mayor eigenvalor de matrices de adyacencia (Lema

2.1) y técnicas de desviaciones grandes (Proposición 3.3), para obtener estimacio-

nes adecuadas para el mayor eigenvalor de ciertas matrices laplacias asociadas al

modelo de bloques estocásticos con dos comunidades. Con todos los elementos
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anteriores, dimos una prueba alternativa al Corolario 3.15 de [6] que es el que

da la solución al problema de optimización, sin usar su teorema principal y otras

estimaciones que se presentan en [6].

En el apéndice se encuentran los resultados de un estudio de simulación sobre

la distribución empírica espectral de matrices laplacianas con diferentes distri-

buciones y tamaños de matrices. Estas simulaciones nos llevaron a plantear la

conjetura presentada en el Capítulo 2 sobre una aproximación a la densidad de

la convolución libre de la distribución semicírcular y la distribución normal es-

tándar mediante una mezcla de éstas.



Capítulo 1

Preliminares

Este capítulo contiene los elementos de teoría de grá�cas, matrices y optimi-

zación necesarios para el desarrollo de esta tesis. La primera sección trata sobre

las matrices asociadas a grá�cas haciendo énfasis principal en la matriz laplacia-

na y en cómo este tipo de matrices se puede generalizar al contexto de matrices

aleatorias. La segunda sección aborda los conceptos básicos de programación se-

mide�nida necesarios para esta tesis, los cuales fueron tomados de [12]. Por últi-

mo, en la tercer sección mostramos cómo es la solución de un problema especí�co

de programación semide�nida, el cuál nos servirá para entender las aplicaciones

del Capítulo 3.

1.1. Elementos de grá�cas y matrices asociadas

En el contexto de grá�cas (aleatorias y no aleatorias) es importante estudiar

las propiedades espectrales relativas a matrices que se de�nen a partir de las

grá�cas, ya que nos proporcionan información acerca de las mismas. Recordemos

que una grá�ca es un par ordenado G = (V,E) compuesto de un conjunto V de

vértices y un conjunto E ⊂ V × V de aristas, las cuales nos indican que pares

1



2 CAPÍTULO 1. PRELIMINARES

de vértices están conectados. Una grá�ca se denomina simple si no es posible

tener la arista (i, i), esto es, es una grá�ca sin lazos (o loops). Para cada vértice

v ∈ V de�nimos su grado1 como el número de vértices incidentes a él, es decir,

el número de vértices con el que comparte una arista y lo denotamos por deg(v).

Denotamos por Kn a la grá�ca completa de tamaño n, como aquella grá�ca con

n vértices en las que todos sus grados son iguales a n − 1, es decir, cada vértice

está conectado con todos los demás vértices.

Se de�ne la matriz de adyacencia A = AG = (aij) de la grá�ca simple G

como

Aij =

 1 si (i, j) ∈ E

0 en otro caso.

Esto es, la matriz que nos indica cuáles vértices de la grá�ca están conectados

y cuáles no. A su vez, se de�ne la matriz laplaciana LG = (Lij) asociada a la

grá�ca simple G como

Lij =

 −aij si i 6= j∑n
k=1 aik si i = j.

Es importante notar que los elementos de la diagonal de esta matriz son el

grado de cada vértice, además de que ambas matrices son cuadradas de tamaño

igual al número de vértices de la grá�ca y simétricas. Para el caso de la grá�ca

completa Kn su matriz de adyacencia y laplaciana están dados por

AKn = 1n1
t
n − In, LKn = (n− 1)In − AKn

donde 1n es el vector de tamaño n cuyas entradas son iguales a 1 y In es la matriz

identidad n× n.
1Es usual considerar a vértices que comparten una misma arista como vécinos, de esta manera

el grado de v es el número de vecinos.
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Este tipo de matrices se pueden extender de manera natural a grá�cas alea-

torias, es decir, grá�cas que se construyen de acuerdo a algún modelo aleatorio.

Un primer modelo es aquel que asigna a cada par de vértices una arista con una

probabilidad �ja que puede depender de la cantidad de vértices. Este es el modelo

de Erdös-Renyi [10, 11] el cual denotaremos por G(n, p) donde n es el número de

vértices y p = pn ∈ [0, 1] es la probabilidad de asignar una arista a cada par de

vértices.

Para las grá�cas de Erdös-Rényi es posible de�nir matrices de adyacencia y

laplacianas de la misma manera que en grá�cas deterministas, solo que en este

caso estas matrices serán aleatorias. La matriz de adyacencia asociada a una grá-

�caG ∈ G(n, p) no es mas que una matriz aleatoria simétrica cuyas entradas por

fuera de la diagonal son variables aleatorias independientes Bernoulli Ber(p) y

cuya diagonal es cero, mientras que la matriz laplaciana será una matriz alea-

toria simétrica cuyas entradas por fuera de la diagonal son el negativo de una

Bernoulli Ber(p) y en la diagonal serán Binomiales Bin(n− 1, p).

Es posible estudiar las matrices laplacinas en un contexto más general, esto

es, sin pensar que provienen de una grá�ca y considerar las entradas de estas

matrices con otra distribución (es decir, diferentes a Bernoulli). Consideremos

{ξ(n)
ij ; 1 ≤ i < j ≤ n, n ≥ 2} una sucesión de variables aleatorias, de�nimos la

matriz de tipo adyacencia como

A = An =



0 ξ
(n)
12 ξ

(n)
13 · · · ξ

(n)
1n

ξ
(n)
21 0 ξ

(n)
23 · · · ξ

(n)
2n

ξ
(n)
31 ξ

(n)
32 0 · · · ξ

(n)
3n

...
...

...
...

...

ξ
(n)
n1 ξ

(n)
n2 ξ

(n)
n3 · · · 0


donde ξij = ξji para i, j = 1, . . . , n. Así mismo se de�ne la matriz laplaciana
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como

L = L[A] =



∑
j 6=1

ξ
(n)
1j −ξ(n)

12 −ξ(n)
13 · · · −ξ(n)

1n

−ξ(n)
21

∑
j 6=2

ξ
(n)
2j −ξ(n)

23 · · · −ξ(n)
2n

−ξ(n)
31 −ξ(n)

32

∑
j 6=3

ξ
(n)
3j · · · −ξ(n)

3n

...
...

...
...

...

−ξ(n)
n1 −ξ(n)

n2 −ξ(n)
n3 · · ·

∑
j 6=n

ξ
(n)
nj


.

De esta manera obtenemos que toda matriz laplaciana está de�nida a partir de

una matriz simétrica. En el caso de grá�cas esta matriz tiene diagonal cero, puesto

que estamos considerando grá�cas simples, pero para el estudio del laplaciano

podemos considerar que vienen de matrices simétricas sin tener diagonal cero.

De esta manera se tiene la siguiente de�nición de matriz laplaciana (general):

De�nición 1.1. Sea X = (Xij) una matriz n× n simétrica. De�nimos la matriz

laplaciana LX de X como

LX = DX −X

donde DX es la matriz diagonal cuyas entradas están dadas por

(DX)ii =
n∑
j=1

Xij.

Con esta de�nición tenemos que para la grá�ca completaKn su matriz lapla-

ciana está dada por L11t .

Para una matriz n×mA se de�ne la norma espectral ||A|| como la raíz cuadra-

da del mayor eigenvalor λmáx(A∗A), donde A∗ denota la transpuesta conjugada
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de la matriz A. Como caso particular, tenemos que si A es una matriz n × n

simétrica

||A|| = máx{−λmı́n(A), λmáx(A)}.

Es importante notar que λmáx(·) no es una norma en general, pero sin em-

bargo cumple la desigualdad triángular como indicamos en el siguiente lema.

Lema 1.1 (Desigualdad triángular). Para A,B matrices n×n simétricas tenemos

λmáx(A+B) ≤ λmáx(A) + λmáx(B).

Demostración. Sean k1, k2 > 0 su�cientemente grandes tales que las matrices

A+ k1In y B + k2In sean de�nidas no negativas. Así

λmáx(A+ k1In +B + k2In) = ||A+ k1In +B + k2In||

≤ ||A+ k1In||+ ||B + k2In||

= λmáx(A+ k1In) + λmáx(B + k2In)

= λmáx(A) + k1 + λmáx(B) + k2.

Como λmáx(A+k1In+B+k2In) = λmáx(A+B)+k1 +k2, de la desigualdad

anterior se sigue el resultado.

1.2. Propiedades de las matrices laplacianas

La siguiente proposición resume propiedades de matrices laplacianas usadas

en esta tesis. Para una matriz A de tamaño n, denotamos sus eigenvalores por

λ1(A) ≤ λ2(A) ≤ . . . ≤ λn(A) = λmáx(A). Aún cuando es usual que el mayor
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eigenvalor sea denotado por λ1, en el contexto de grá�cas se toma al revés dado

que el menor eigenvalor es siempre igual a cero para grá�cas deterministas.

Proposición 1.1. Sea L una matriz n× n laplaciana aleatoria. Entonces

(a) 0 es un eigenvalor de L,

(b) L[X] es semide�nida no negativa si y sólo si las entradas por fuera de la dia-

gonal de X = (Xij) son no negativas.

(c) Si L es la matriz laplaciana asociada a una grá�ca completa entonces sus

eigenvalores son 0 con multiplicidad 1 y n con multiplicidad n− 1.

Demostración. (a) Se sigue del hecho que tanto la suma de las entradas de las

columnas como las �las son cero.

(b) Sea z ∈ Cn un vector no nulo, y

zLzt =
n∑
j=1

zj

n∑
i=1

ziLij.

Por la estructura de L,

n∑
i=1

ziLij = zj

n∑
i=1

Xij −
n∑
i=1

ziXij,

luego,
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zLzt =
n∑
j=1

zj

(
zj

n∑
i=1

Xij −
n∑
i=1

ziXij

)

=
n∑
j=1

z2
j

n∑
i=1

Xij −
n∑
j=1

zj

n∑
i=1

ziXji

=
n∑
j=1

z2
j

n∑
i=1

Xij − 2
∑

1≤i<j≤n

zizjXij

=
∑

1≤i<j≤n

(
z2
i − 2zizj + z2

j

)
Xij

=
∑

1≤i<j≤n

(zi − zj)2Xij.

Por lo tanto, si la matriz L[X] es semide�nida positiva, entonces tomando z

el vector con una entrada igual a uno y el resto cero, garantizamos que cada una

de las variables aleatorias son no negativas. Por otra parte, si las variables son no

negativas, entonces zLzt es no negativo para cualquier vector z ∈ Cn.

(c) Recordemos que el laplaciano de una grá�ca completa es L11t y por el

inciso (a) sabemos que cero es eigenvalor. Notemos que el rango de esta matriz

es n−1, luego por el teorema del rango y nulidad tenemos que la nulidad de L11t

es 1. Como

L11t1
t = 0

entonces 1 genera el núcleo de L11t y por lo tanto 0 es eigenvalor con multipli-

cidad 1.
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Sea v = (v1, v2, . . . , vn) vector ortogonal a 1, entonces

L11tv =

(
(n− 1)v1 −

∑
i 6=1

vi, (n− 1)v2 −
∑
i 6=2

vi, . . . , (n− 1)vn −
∑
i 6=n

vi

)

=

(
nv1 −

n∑
i=1

vi, nv2 −
n∑
i=1

vi, . . . , nvn −
n∑
i=1

vi

)
= n(v1, v2, . . . , vn)

= nv.

Por lo tanto n es eigenvalor de L11t con multiplicidad n− 1.

El siguiente resultado es importante y será utilizado en los siguientes capítu-

los dado que nos da una manera de relacionar el segundo eigenvalor del negativo

del laplaciano más el laplaciano de una grá�ca completa con el mayor eigenvalor

del primero cuando éste es menor al tamaño de la matriz.

Proposición 1.2. Sea L una matriz laplaciana n×n, entonces λ2(L11t −L) > 0

si y sólo si λmax(L) < n.

Demostración. Por la Proposición 1.1(c) los eigenvalores de L11t son 0 con mul-

tiplicidad 1 y n con multiplicidad n− 1. Notemos que si α > 0 es eigenvalor de

L con eigenvector v ortogonal a 1, entonces

(L11t − L)v = L11tv − Lv = nv − αv = (n− α)v,

así n−α es eigenvalor deL11t−L. Es decir, todo 2 eigenvalor no nulo deL11t−L

es de la forma n−αi para algún i donde {αi} son los eigenvalores no nulos de L.
2ésto se tiene por que 1 es eigenvector asociado al valor propio cero, así cualquier vector

ortogonal a 1 no puede tener como eigenvalor al cero.
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Notemos además queL11t−L es matriz laplaciana y 0 es uno de sus eigenvalores.

Sean {γ1, γ2, . . . , γn} los eigenvalores de L11t − L. Consideremos Λ1 = {γ(i)} y

Λ2 = {α(i)} los eigenvalores ordenados no cero deL11t−L yL respectivamente,

así para todo j ∈ {1, 2, . . . , |Λ1|} tenemos que

γj = n− αk para algún k ∈ {1, 2, . . . , |Λ2|}.

Notemos que γmı́n = n− αmáx.

Luego si λ2(L11t − L) > 0 se tiene que n − αmáx > 0 lo que implica que

n > αmáx = λmax(L).

Por otra parte, si λmax(L) < n se tiene que 0 < n− αmáx = λ2(L11t − L).

1.3. Programación semide�nida

La optimización convexa es una rama de la optimización que se encarga de

estudiar problemas del tipo

mı́n f0(x)

s.t f1(x) ≤ 0, . . . , fN(x) ≤ 0

a′1x = b1, . . . , a
′
nx = bm

(1.3.1)

donde fi : D → R son funciones convexas con D ⊂ Rn convexo.

En esta sección resumimos los elementos necesarios de este tema para estu-

diar las aplicaciones del Capítulo 3. El material se basa en [12], referencia que

recomendamos para un estudio sistemático del tema de programación semide-

�nda.

Decimos que una solución de (1.3.1) es factible si cumple todas las restriccio-

nes. De esta manera, podemos de�nir el conjunto de posibles soluciones (que es

un conjunto convexo) como
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N⋂
i=1

{x ∈ D : fi(x) ≤ 0} ∩
m⋂
j=1

{x ∈ Rn : a′jx = bj}.

Una clase partícular de problemas en optimización convexa es el denominado

Programación Cónica (conic programming). En este tipo de problemas las solu-

ciones se encuentran en un conjunto convexo, más precisamente consideremos

K ⊂ Rn �jo un conjunto convexo, entonces el problema de programación cónica

está dado por

máx c′x

s.t x ∈ K

a′1x = b1, . . . , a
′
mx = bm.

(1.3.2)

En esta clase de problemas, se encuentran la programación lineal, programa-

ción cónica se segundo orden (CQD) y programación semide�nida (SDP por sus

siglas en inglés).

La programación semide�nida se encarga de estudiar problemas de optimi-

zación convexa en los cuales el conjunto de solucionesK pertence a las matrices

semide�nidas no negativas las cuales denotamos por X � 0. También denota-

mos la traza3 de una matriz X como Tr(X) y de�nimos 〈X, Y 〉 = Tr(X tY )

donde X t e Y son matrices m× n ambas con entradas reales.

La forma estándar de un problema de programación semide�nida está dado

por

p∗ = sup{〈C,X〉 : X � 0, 〈A1, X〉 = b1, . . . , 〈Am, X〉} = bm}. (1.3.3)

Dentro de esta teoría es usual hablar del problema dual. De�nimos el cono

dual K∗ del cono K (i.e., es cerrado bajo sumas y multiplicación por escalares)

como

K∗ = {y ∈ Rn : y′x ≥ 0,∀x ∈ K}.
3 no normalizada.



1.4. PROGRAMACIÓN SEMIDEFINIDA EN {−1, 1}N 11

Con la anterior, de�nimos el problema de programación semide�nida dual

como

d∗ = ı́nf

{
m∑
j=1

yjbj : y1, . . . ym ∈ Rm,

m∑
j=1

yjAj − C � 0

}
. (1.3.4)

La ventaja de trabajar con el problema dual es que al tener una solución fac-

tible para este problema, se tiene que es automaticamente una solución para el

problema estándar. Además, en muchos casos el problema dual es mucho más

sencillo de solucionar.

Teorema 1.1 (Dualidad Débil). Sea x una solución factible del problema de pro-

gramación semide�nida estándar (1.3.3) e y una solución factible del problema dual

(1.3.4). Entonces

c′x ≤ b′y

en particular, p∗ ≤ d∗.

Demostración. Notemos que

m∑
j=1

yjbj =
m∑
j=1

yj(a
′
jx) =

(
m∑
j=1

yjaj

)T

x ≥ c′x

donde la última desigualdad se da por
∑m

j=1 yjai − c ∈ K∗.

1.4. Programación semide�nida en {−1, 1}n

El siguiente problema de programación semide�nida aparece en dos proble-

mas de sincronización y en modelos de bloques estocásticos que se desarrollan

en el Capítulo 3.
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Consideremos el siguiente problema de SDP: Dada Y una matriz de observa-

ciones, el objetivo es encontrar

máx Tr(Y X)

s.t Xii = 1

X � 0.

(1.4.1)

Este es un problema de programación semide�nida. Para ver esto tomemnos

Ai como la matriz tal que es 1 en la entrada (i, i) y cero en el resto, así el problema

anterior se puede escribir como (1.3.3) de la siguiente manera:

máx{〈X, Y 〉 : X � 0, 〈X,Ai〉 = 1 para i = 1, . . . , n}. (1.4.2)

Ahora, como los bj de la de�nición del problema de programación semide�-

nida en este caso son iguales a 1, tenemos
∑n

j=1 yjbj =
∑n

j=1 yj = Tr(D) donde

D es una matriz diagonal. De esta manera tenemos que el problema dual (1.3.4)

está dado por

mı́n{Tr(D) : D Diagonal , D − Y � 0}. (1.4.3)

Usando el concepto de dualidad débil (Teorema 1.1), si X y D son soluciones

factibles del problema (1.4.2), (1.4.3) respectivamente, se tiene que

Tr(Y X) ≤ Tr(D).

Así, como X y D − Y son semide�nidas no negativas, se tiene que

0 ≤ Tr((D − Y )X) = Tr(DX)− Tr(Y X) = Tr(D)− Tr(Y X).

Por lo tanto, si encontramos una matrizD diagonal que solucione el problema

dual tal que Tr(D) = Tr(Y xxt), entonces xxt es solución óptima del problema
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original gracias al teorema de dualidad débil. Para garantizar unicidad es nece-

sario además que λ2(D − Y ) > 0 [1, 6].

Con todo lo anterior obtenemos el siguiente resultado que se conoce como

certi�cado dual (dual certi�cate)

Lema 1.2 (Certi�cado Dual). Sea Y una matriz n×n semide�nida no negativa y

x ∈ {−1, 1}n. Si existe una matriz diagonalD tal que Tr(D) = xtY x,D−Y � 0

y λ2(D − Y ) > 0, entonces X = xxt es la única solución óptima del problema

(1.4.1).

Consideremos el siguiente candidato para el certi�cado dual

Dii =
n∑
j=1

Yijxixj.

Notemos que, usando la De�nición 1.1, podemos escribir esta matriz como

D = D[diag(x)Y diag(x)]

y

Tr(D) =
n∑
i=1

Dii =
n∑
i=1

n∑
j=1

Yijxixj = xtY x,

además (D − Y )x = 0. La matriz D cumple con las hipótesis del lema anterior,

con lo cual obtenemos el siguiente resultado que usaremos en el capítulo 3.

Proposición 1.3 (Certi�cado Dual). Sea Y una matriz n × n semide�nida no

negativa y x ∈ {−1, 1}n. Sea D = D[diag(x)Y diag(x)]. Si λ2(D − Y ) > 0, entonces

X = xxt es la única solución óptima del problema de programación semide�nida

(1.4.1).



Capítulo 2

Sobre el espectro asintótico del

laplaciano

Este capítulo presenta resultados asintóticos sobre la distribución empírica

espectral y el mayor eigenvalor de una matriz laplaciana aleatoria. Comenzamos

mencionando los resultados de Ding-Jiang [9] que estan basados en el artícu-

lo pionero de Bryc-Dembo-Jiang [8]. Usando estos resultados proponemos un

enfoque distinto al estudio de estimar el mayor eigenvalor de una matriz lapla-

ciana que hace Bandeira en [6], lo cual nos permite obtener extensiones que dan

un enfoque uni�cado a las aplicaciones presentadas en el Capítulo 3. Así mismo

se presentan consecuencias que obtuvimos del resultado de [9] sobre la conver-

gencia del mayor eigenvalor en matrices laplacianas a bloques. Presentamos un

resultado que obtuvimos sobre la distribución asintótica del mayor eigenvalor de

una matriz laplaciana con entradas normales estándar.

14
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2.1. Distribución empírica espectral

La distribución empírica espectral juega un papel muy importante en la teoría

de matrices aleatorias. En su trabajo pionero, Wigner [14] demostró que para

una matriz de Wigner W , la distribución empirica espectral de 1√
n
W converge

débilmente casi seguramente a la distribución del semicírculo S en [−2, 2]

S(dx) =
1

2π

√
4− x2I|x|≤2dx.

Por matriz de Wigner W = (Wij) nos referimos a una matriz simétrica n × n

cuyas entradas {Wij, 1 ≤ i < j ≤ n} son variables aleatorias independientes

con la misma distribución de media cero y varianza uno mientras que {Wii, 1 ≤

i ≤ n} son variables aleatorias independientes de media cero y varianza dos

independientes de las entradas fuera de la diagonal.

Una pregunta natural es si es posible obtener resultados asintóticos similares

para matrices aleatorias de adyacencia y laplacianas generales.

En el caso de matrices de adyacencia, la di�cultad radica en que los elemen-

tos de la diagonal son cero por lo que no tienen varianza positiva. En el caso

de las matrices laplacianas, el reto es que los elementos de la diagonal no son

independientes. A continuación se presentan los resultados de [9] que abordan

los problemas arriba mencionados de manera general, en el sentido de que las

variables aleatorias consideradas siguen siendo independientes pero no necesa-

riamente con la misma distribución.

En el resto del capítulo y la tesis se tiene la siguiente suposición sobre las

variables aleatorias.

Condición 1. Sea Xn = (ξ
(n)
ij ) una matriz simétrica n × n con {ξ(n)

ij ; 1 ≤ i <

j ≤ n, n ≥ 2} variables aleatorias de�nidas en el mismo espacio de probabilidad y

{ξ(n)
ij ; 1 ≤ i < j ≤ n} independientes para cada n ≥ 2 (no necesariamente con la
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misma distribución) con ξ(n)
ij = ξ

(n)
ji , E(ξ

(n)
ij ) = µn, Var(ξ

(n)
ij ) = σ2

n > 0 para todo

1 ≤ i < j ≤ n y n ≥ 2 y

sup
1≤i<j≤n,n≥2

E|(ξ(n)
ij − µn)/σn|p <∞

para algún p > 0.

Para el caso de matrices aleatorias de tipo adyacencia se tiene el siguiente

resultado (Teorema 3 de [9]).

Teorema 2.1. Sea An = (ξ
(n)
ij ) una matriz de tipo adyacencia y consideremos

ω
(n)
ij := (ξ

(n)
ij −µn)/σn para todo i, j, n. Supongamos que la Condición 1 se satisface

con p = 2 y

máx
1≤i<j≤n

E
{(
ω

(n)
ij

)2I
(∣∣ω(n)

ij

∣∣ ≥ ε
√
n
)}
→ 0

cuando n→∞ para todo ε > 0. Sea

F̃n(x) =
1

n

n∑
i=1

I
{
λi(An) + µn√

nσn
≤ x

}
, x ∈ R.

Entonces, casi seguramente, F̃n converge débilmente a la ley del semicírculo S en

[−2, 2].

Para el caso de la matriz laplaciana se tiene lo siguiente (Teorema 2 de [9])

Teorema 2.2. Sea Ln = L[Xn] la matriz laplaciana de Xn = (ξ
(n)
ij ). Supongamos

que las entradas de Xn satisfacen la Condición 1 para algún p > 4. Sea

F̃n(x) =
1

n

n∑
i=1

I
{
λi(Ln)− nµn√

nσn
≤ x

}
, x ∈ R.

Entonces, cuando n → ∞, con probabilidad 1, F̃n converge débilmente a la con-

volución libre γM = S � γ de la ley del semicírculo S en [−2, 2] y la distribución

normal estándar γ. La medida γM es simétrica, no aleatoria con soporte no acotado

y con densidad acotada, que no depende de la distribución de {ξ(n)
ij ; 1 ≤ i < j ≤

n, n ≥ 2}.
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Observación. En [8] se dan resultados para la distribución asíntotica empírica

espectral de matrices simétricas del tipo Hankel, Markov y Toeplitz. Extensiones del

resultado anterior al caso de laplaciano de modelos de bloques estocásticos fueron

obtenidos en 2015 en [2].

2.2. Densidad de la distribución asintótica espec-

tral

Realizamos un estudio de simulación para obtener intuición sobre la distribu-

ción de la convolución libre γM de la ley del semicírculo y la distribución normal

estándar. Simulamos matrices laplacianas de diferentes tamaños con entradas por

fuera de la diagonal de media cero y varianza uno, con el �n de ver cómo es su

distribución empírica espectral.

Después de realizar numerosas simulaciones concluimos que una mezcla de

la densidad del semicírculo S en [−2, 2] y normal estándar γ parece ajustar la

densidad como lo soporta la Figura 2.2 y otras que se presentan en el apéndice.
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(a) DEE matriz de adyacencia.
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(c) DEE matriz laplaciana.
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(d) DEE matriz de laplaciana normalizada

por el factor
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n log(n)

Figura 2.1: Histogramas de la distribución empírica espectral (DEE) de la matriz

de adyacencia con entradas normales con media cero y varianza 1 de tamaño 1000

y la diagonal y laplaciana dadas por las entradas de la misma. En la Figura 2.1a

vemos como se aproxima a la densidad del semicírculoS en [−2, 2] como lo indica

el Teorema 2.1. En la Figura 2.1b se ve el comportamiento de los elementos de la

diagonal, que al ser sumas estándarizadas de variables aleatorias independientes

se espera que tengan un comportamiento gaussiano. En las Figuras 2.1c, 2.1d en

virtud del Teorema 2.2 tenemos una aproximación a la densidad de la convolución

libre γM , al normalizar la matriz laplaciana por
√
n log n notamos que el mayor

eigenvalor se está acercado a 1.5 que es cercano al valor
√

2, que es el límite en

probabilidad de λmáx(A)/
√
n log(n) como se presenta en la siguiente sección.
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Figura 2.2: Ajuste al histograma de la distribución empírica espectral de una ma-

triz laplaciana de tamaño 1000 normalizada por
√

2 ∗ 1000
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En base a lo anterior formulamos la siguiente conjetura.

Conjetura 2.1. La densidad de la convolución libre γM = S � γ es o se puede

aproximar por la mezcla de las densidades semicírcular y normal. Más aún, si la

matriz laplaciana viene de una matriz cuyas entradas por fuera de la diagonal

tienen media cero y varianza σ2 entonces

fS�γ(x) =
α

2σ
√

2
fS

(
x

σ
√

2

)
+

1− α
2σ
√

2
fγ

(
x

σ
√

2

)
(2.2.1)

=
α

2σ
√

2
fSσ (x) +

1− α
2σ
√

2
fγσ (x) (2.2.2)

donde Sσ es la distribución del semicírculo en [−
√

2σ,
√

2σ] y γσ es la distribución

normal de media cero y varianza 2σ2 y α =
√

2/2.

El peso α parece representar el cociente entre los límites inferior y superior casi

seguros ĺım inf y ĺım sup del mayor eigenvalor de la matriz laplaciana normalizada

λmáx(L)/
√
n log n. También parece ser el cociente entre el límite λmáxL/

√
n log(n)

y el límite del mayor eigenvalor de una matriz de Wigner (ambos resultados se

presentan en la siguiente sección).

Como caso particular tenemos

fS � γ√
2

(x) = αfS (x) + (1− α)fγ (x) . (2.2.3)

Otro enfoque para encontrar la densidad de la distribución asintótica es con-

siderando la distribución empírica espectral de matrices a bloques, lo cual pre-

sentamos de forma detallada como sigue. La razón de considerar esto es porque

mezclas de distribuciones como las anteriores, ocurren de manera natural como

distribución empírica espectral de matrices diagonales a bloques.
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Teorema 2.3. Sea

X =

 A 0

0 B


con A y B matrices de tamaño n× n ym×m respectivamente. Entonces la distri-

bución empírica espectral de X es una combinación convexa de las distribuciones

empírica espectral de A y B, de forma más especí�ca,

FX(x) =
n

n+m
FA

(√
n+m

n
x

)
+

m

n+m
FB

(√
n+m

m
x

)
. (2.2.4)

Demostración. Notemos que X es una matriz de tamaño (n + m) × (n + m),

además por su estructura sus eigenvalores λi serán la unión de los eigenvalores

de A y B. Con lo anterior, tenemos que su distribución empírica espectral está

dada por

FX(x) =
1

n+m

n+m∑
i=1

δλi(X)/
√
n+m(x)

=
1

n+m

(
n∑
i=1

δλi(A)/
√
n+m(x) +

m∑
j=1

δλi(B)/
√
n+m(x)

)
.

Pero

δλi(A)/
√
n+m(x) = δλi(A)/

√
n

(√
n+m

n
x

)

δλj(B)/
√
n+m(x) = δλj(A)/

√
m

(√
n+m

m
x

)
,

así
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FX(x) =
1

n+m

(
n∑
i=1

δλi(A)/
√
n

(√
n+m

n
x

)
+

m∑
j=1

δλj(A)/
√
m

(√
n+m

m
x

))

=
n

n+m

1

n

n∑
i=1

δλi(A)/
√
n

(√
n+m

n
x

)
+

m

n+m

1

m

m∑
j=1

δλj(A)/
√
m

(√
n+m

m
x

)

=
n

n+m
FA

(√
n+m

n
x

)
+

m

n+m
FB

(√
n+m

m
x

)

Como caso particular, cuando n = m tenemos

FX(x) =
1

2
FA
(√

2x
)

+
1

2
FB
(√

2x
)
. (2.2.5)

Recordemos que de la De�nición 1.1 de matriz laplaciana tenemos

LX = DX −X

dondeDX es una matriz diagonal yX una matriz simétrica. Ahora, notemos que

 I I

0 0

 DX 0

0 −X

 I 0

I 0

 =

 DX −X 0

0 0

 =

 LX 0

0 0

 .
(2.2.6)

De esta manera, la representación anterior sugiere que la distribución empí-

rica espectral del laplaciano está dada por una perturbación de la distribución

de la matriz a bloques dados por DX y X , que tiene por distribución empírica

espectral a (2.2.5). Esto es un tema de estudio a futuro.

2.3. Mayor eigenvalor

Sea λmáx(W ) el mayor eigenvalor de una matriz de Wigner W . Bai y Yin [4]

demostraron que
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1√
n
λmáx(W )→ 2 c.s cuando n→∞. (2.3.1)

En virtud del Teorema 2.1 es natural pensar que se tenga el Lema 2.1 si W es

una matriz de adyacencia. Sin embargo en el caso de las matrices laplacianas la

distribución empírica espectral asintótica es de soporte no acotado y se tiene un

resultado diferente (Teorema 2.4 abajo).

El siguiente resultado (Lema 2.1 en [9]) da el comportamiento del mayor ei-

genvalor para matrices similares a las de Wigner pero con varianza uno en la dia-

gonal. La segunda parte da el comportamiento del mayor eigenvalor para cierto

tipo de matrices de tipo adyacencia. Estos resultados serán usados en el Capítulo

3.

Lema 2.1. SeaUn = (u
(n)
ij ) una matriz aleatoria simétrica n×n donde las varia-

bles aleatorias {u(n)
ij : 1 ≤ i ≤ j ≤ n, n ≥ 1} están de�nidas en el mismo espacio

de probabilidad. Supongamos que para cada n ≥ 1, {u(n)
ij : 1 ≤ i ≤ j ≤ n}

son independientes con Eu(n)
ij = 0, Var(u(n)

ij ) = 1 para todo 1 ≤ i, j ≤ n, y

sup1≤i,j,≤n,n≥1 E|u
(n)
ij |6+δ <∞ para algún δ > 0. Entonces:

(i)

ĺım
n→∞

λmáx(Un)√
n

= 2 c.s y ĺım
n→∞

||Un||√
n

= 2 c.s.

(ii) Los resultados anteriores se siguen cumpliendo si Un es reemplazada por

Un − diag(u
(n)
ij ).

Una descripción amplia del comportamiento asintótico del mayor eigenvalor

de laplacianos se da en el siguiente teorema que es uno de los dos resultados

principales en [9].

Teorema 2.4. SeaL(n) = L[Xn] la matriz laplaciana de unamatriz n×n simétrica

Xn con entradas que satisfacen la Condición 1 para algún p > 6. Siµn = 0 y σn = 1

para todo n ≥ 2, entonces:
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(a)
λmáx(L(n))√
n log n

→
√

2

en probabilidad cuando n→∞.

Además, si {L(2), L(3), . . .} es una sucesión de matrices laplacianas independientes,

entonces:

(b)

ĺım inf
n→∞

λmáx(L(n))√
n log n

=
√

2 c.s

y

ĺım sup
n→∞

λmáx(L(n))√
n log n

= 2 c.s,

y la sucesión {λmáx(L(n))/
√
n log n;n ≥ 2} es densa en [

√
2, 2] c.s.;

(c) las conclusiones en (a), (b) se conservan si λmax(L(n)) es remplazado por

||Ln||.

Podemos extender el Teorema 2.4 a ciertas matrices diagonales a bloques

B =


B1 0 . . . 0

0 B2 . . . 0
...

... . . . ...

0 0 · · · Bk

 ,

donde {B1, B2, . . . , Bk} son matrices cuadradas del mismo tamaño.

Una consecuencia muy útil del teorema anterior es lo siguiente.

Diremos que una condición An se cumple con alta probabilidad si para todo

η > 0, existe n0 ∈ N tal que

P(An) ≥ 1− η para n > n0.
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Corolario 2.1. Sea L = L[X] una matriz laplaciana de una matriz n×n simétrica

X con entradas que satisfacen la Condición 1 para algún p > 6. Si µn = 0 y σn = 1

para todo n ≥ 2, entonces para todo ε > 0 con alta probabilidad

λmáx(L) ≤
√

(2 + ε)n log n (2.3.2)

y

λmáx(L) ≥ (2
√

2−
√

2 + ε)
√
n log n. (2.3.3)

Demostración. La prueba se sigue del Teorema 2.4 que asegura que

P
(∣∣∣∣ λmáx(L)√

n log n
−
√

2

∣∣∣∣ > δ

)
→ 0 cuando n→∞

tomando δ =
√

2 + ε−
√

2 > 0.

Observamos que el lado derecho de (2.3.3) es positivo si 0 < ε < 6.

Otra consecuencia aún más útil son los siguientes resultados que obtuvimos

para el caso de matrices laplacianas a bloques, el cual permite extender modelos

de bloques considerados en el Capítulo 3.

Proposición 2.1. Sea L una matriz laplaciana diagonal a k bloques cada uno de

tamaño n/k cuyas entradas por fuera de la diagonal en cada bloque son indepen-

dientes. Supongamos que la Condición 1 se satisface para algún p > 6. SiE[Lij] = 0

y Var(Lij) = 1 para todo n ≥ 2. Entonces

λmáx(L)√
n log n

→
√

2

k
(2.3.4)

en probabilidad cuando n→∞.

Demostración. SeanL1, L2, . . . , Lk los k bloques de la matrizL. Para i = 1, . . . , k

sea

Ω
(n)
i = {ω ∈ Ω : λmáx(Lj) ≤ λmáx(Li) para todo j}.
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Tenemos que

P

(∣∣∣∣∣ λmáx(L)√
n log n

−
√

2

k

∣∣∣∣∣ > ε

)
=

k∑
i=1

P

({∣∣∣∣∣ λmáx(L)√
n log n

−
√

2

k

∣∣∣∣∣ > ε

}⋂
Ω

(n)
i

)

≤
k∑
i=1

P

(∣∣∣∣∣λmáx(Li)√
n log n

−
√

2

k

∣∣∣∣∣ > ε

)

≤
k∑
i=1

P

(∣∣∣∣∣ λmáx(Li)√
n
k

log n
k

√
n
k

log n
k√

n log n
−
√

2

k

∣∣∣∣∣ > ε

)

Notemos que cada matriz Li es de tamaño n/k × n/k y cumple las hipótesis

del Teorema 2.4, así para i = 1, . . . , k,

λmáx(Li)√
n
k

log n
k

→
√

2

en probabilidad cuando n→∞ y

√
n
k

log n
k√

n log n
→ 1√

k
cuando n→∞.

Luego, una aplicación del teorema de Slutsky nos da que para todo i = 1, . . . , k,

λmáx(Li)√
n
k

log n
k

√
n
k

log n
k√

n log n
→
√

2

k

en probabilidad cuando n → ∞. Lo anterior garantiza que para todo ε > 0 se

tiene que

P

(∣∣∣∣∣ λmáx(L)√
n log n

−
√

2

k

∣∣∣∣∣ > ε

)
→ 0,

de donde se obtiene el resultado.

De la proposición anterior y siguiendo las ideas del Corolario 2.1 obtenemos

la siguiente proposición que nos dan cotas para el mayor eigenvalor de matrices

laplacianas a bloques.
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Teorema 2.5. SeaL unamatriz laplaciana diagonal a k bloques cada uno de tama-

ño n/k cuyas entradas por fuera de la diagonal en cada bloque son independientes.

Supongamos que la Condición 1 se satisface para algún p > 6. Si E[Lij] = 0 y

Var(Lij) = σ2 para todo n ≥ 2. Entonces para todo ε > 0 con alta probabilidad

λmáx(L) ≤ σ

√(
2

k
+ ε

)
n log n (2.3.5)

y

λmáx(L) ≥ σ

(
2
√

2−
√

2

k
+ ε

)√
n log n. (2.3.6)

Demostración. La prueba se sigue de la Proposición 2.1 que asegura que

P

(∣∣∣∣∣ λmáx(L)√
n log n

−
√

2

k

∣∣∣∣∣ > δ

)
→ 0 cuando n→∞

tomando

δ =

√
2

k
+ ε−

√
2

k
> 0

2.4. Estimación del mayor eigenvalor

Otra consecuencia importante del Teorema 2.4 es la estimación del mayor

eigenvalor con el mayor elemento de la diagonal del laplaciano. Esto es útil para

reducir el costo computacional del cálculo de los eigenvalores.

En esta dirección obtuvimos el siguiente resultando que nos permite pro-

poner un enfoque alterno y uni�cado a aplicaciones consideradas en [6] y dar

pruebas alternativas a sus resultados; como se muestra en el Capítulo 3.

Teorema 2.6. SeaL unamatriz laplaciana cuyas entradas por fuera de la diagonal

son independientes con media cero y varianza σ2 (no dependiendo de n) cumpliendo
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la Condición 1. Si existen c1 > 0 tal que

c1

√
log n

n− 1
≤ σ (2.4.1)

y c2 > 0 tal que con alta probabilidad

σ
√

(n− 1) log n ≤ c2 máx
i
Lii, (2.4.2)

entonces para todo ε > 0 y

C = c2

√
2 + ε > 0, (2.4.3)

se cumple

λmáx(L) ≤ C

(
1 +

σ

c1

√
log n

)
máx
i
Lii (2.4.4)

con alta probabilidad.

Demostración. Consideremos la matriz L̂ dada por

L̂ =
1

σ
L.

Notemos que para todo 1 ≤ i < j ≤ n se cumple EL̂ij = 0 y EL̂2
ij = 1.

De esta manera la matriz L̂ cumple las hipótesis del Corolario 2.1. Así para todo

ε > 0,

λmáx(L̂) ≤
√

(2 + ε)n log n

y

λmáx(L) ≤ σ
√

(2 + ε)n log n

con alta probabilidad. Ahora notemos que

λmáx(L) ≤
√

(2 + ε)σ2n log n

≤
√

(2 + ε)σ2(n− 1) log n+
√

(2 + ε)σ2 log n

≤
√

2 + εc2 máx
i
Lii + σ

√
(2 + ε) log n
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de donde obtenemos

λmáx(L) ≤
(√

2 + εc2 +
1

máxi Lii
σ
√

(2 + ε) log n

)
máx
i
Lii. (2.4.5)

Como se cumple

c2 máx
i
Lii ≥ σ

√
(n− 1) log n⇔ 1

máxi Lii
≤ c2

σ
√

(n− 1) log n

con alta probabilidad, entonces

1

máxi Lii
σ
√

(2 + ε) log n ≤
c2σ
√

(2 + ε) log n

σ
√

(n− 1) log n
=
c2σ
√

(2 + ε)

σ
√
n− 1

y como

σ > c1

√
log n

n− 1
⇔ 1

σ
<

√
n− 1

c1

√
log n

se obtiene que

1

máxi Lii
σ
√

(2 + ε) log n ≤
c2σ
√

(2 + ε)

σ
√
n− 1

<
c2σ
√

(2 + ε)√
n− 1

√
n− 1

c1

√
log n

=
c2σ
√

2 + ε

c1

√
log n

.

De esta manera, reemplazando el término anterior en la desigualdad (2.4.5)

obtenemos

λmáx(L) ≤
(√

2 + εc2 +
c2σ
√

2 + ε

c1

√
log n

)
máx
i
Lii

=
√

2 + εc2

(
1 +

σ

c1

√
log n

)
máx
i
Lii.

De la hipótesis (2.4.2) tenemos que para ε > 0, C = c2

√
2 + ε cumple

λmáx(L) ≤ C

(
1 +

σ

c1

√
log n

)
máx
i
Lii

con alta probabilidad.
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Cuando el máximo elemento de la diagonal del laplaciano máxi Lii se com-

porta como
√

(n− 1) log n se tiene la condición (2.4.2) además de una cota infe-

rior dada por la siguiente proposición. Este es el caso para la distribución normal

y para algunas distribuciones que se pueden aproximar a la misma, como las que

se presentan en [6] y que usamos en el ejemplo dos de la Sección 3.

La mayor di�cultad es que las entradas de la diagonal del laplaciano no son

independientes, pero sin embargo son tales que su matriz de covarianza está dada

por

ΣL = ((ΣL)ij) =

 n− 1 si i = j

1 si i 6= j.
(2.4.6)

Por lo tanto las correlaciones entre distintos elementos de la diagonal ρ(Lii, Ljj)

tienden a cero cuando n → ∞. Esta es la razón por la que se puede intuir que

asintóticamente el máximo elemento de la diagonal del laplaciano se comporta

como el máximo de variables aleatorias independientes.

Observemos que si la matriz ΣL es de tamaño n, entonces sus valores propios

son 2n− 2 con multiplicidad 1 y n− 2 con multiplicidad n− 1.

Teorema 2.7. SeaL unamatriz laplaciana cuyas entradas por fuera de la diagonal

son independientes con media cero y varianza σ2 (no dependiendo de n) cumpliendo

la Condición 1. Si existe 0 < c < 2 tal que

máx
i
Lii ≤ cσ

√
(n− 1) log n (2.4.7)

con alta probabilidad, entonces

√
2

√
n

n− 1
máx
i
Lii ≤ λmáx(L) (2.4.8)

con alta probabilidad.
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Demostración. Consideremos la matriz L̂ dada por

L̂ =
1

σ
L.

Notemos que para todo 1 ≤ i < j ≤ n se cumple EL̂ij = 0 y EL̂2
ij = 1,

de esta manera la matriz L̂ cumple las hipótesis del Corolario 2.1. Así, para todo

ε > 0, con

(
2
√

2−
√

2 + ε
)√

n log n ≤ λmáx(L̂)

y

σ
(

2
√

2−
√

2 + ε
)√

n log n ≤ λmáx(L)

con alta probabilidad. Ahora notemos que

λmáx(L) ≥ σ
(

2
√

2−
√

2 + ε
)√ n

n− 1

√
(n− 1) log n

≥ σ
(

2
√

2−
√

2 + ε
)√ n

n− 1

máxi Lii
cσ

.

=
1

c
√

2

(
2
√

2−
√

2 + ε
)√

2

√
n

n− 1
máx
i
Lii.

Usando la hipótesis (2.4.7), tomamos ε > 0 tal que 2
√

2−
√

2 + ε > c
√

2, con

lo que obtenemos

√
2

√
n

n− 1
máx
i
Lii ≤ λmáx(L) (2.4.9)

con alta probabilidad.

Observación. Las hipótesis (2.4.2) y (2.4.7) se cumplen para el caso de distribución

normal y para variables aleatorias acotadas se ha demostrado que (2.4.2) se cumple.

A continuación presentamos a detalle el caso de la distribución normal cuya prueba
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no fue encontrada en la literatura a pesar de parecer ser un resultado del folklor.

El caso de variables acotadas fue recientemente probado en [6]. El caso normal lo

presentamos en varios pasos.

Lema 2.2. (a) SeanX1, X2, . . . , Xn variables aleatorias simétricas, distintas, no

necesariamente con la misma distribución. Entonces

P(X1 > 0, X2 > 0, . . . , Xn > 0) > 1− 1

2n−1
.

(b) En el caso que las variables aleatorias X1, X2, . . . , Xn tienen distribución

normal multivariada con vector de medias cero y matriz de covarianza de�-

nida positiva, se tiene

P(X1 > 0, X2 > 0, . . . , Xn > 0) = 1− 1

2n
.

Lema 2.3. Sea L = L[X] una matriz n× n laplaciana con X = (Xij) una matriz

simétrica con entradas fuera de la diagonal independientes con distribución simé-

trica. Entonces con alta probabilidad máxi Lii > 0.

Proposición 2.2. Sea L = L[W ] una matriz n×n laplaciana conW = (Wij) una

matriz simétrica con entradas fuera de la diagonal independientes con distribución

normal estándar. Entonces las condiciones (2.4.2) y (2.4.7) se cumplen.

Demostración. Notemos que al ser las entradas de W = (Wij) variables aleato-

rias con distribución normal estándar tenemos

máx
i
Lii =

√
n− 1 máx

i

Lii√
n− 1

=
√
n− 1 máx

i
γi,

donde γi son variables aleatorias con distribución normal estándar.

Ahora, para todo δ > 0, existe n0 ∈ N tal que para n ≥ n0,
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(1− δ)
√

log(n− 1) ≤ máx
i
γi ≤ (1 + δ)

√
log(n− 1),

de donde

(1−δ)
√

(n− 1) log(n− 1) ≤ máx
i
Lii ≤ (1+δ)

√
(n− 1) log(n− 1). (2.4.10)

De la desigualdad derecha de (2.4.10) tenemos

máx
i
Lii ≤ (1 + δ)

√
(n− 1) log(n− 1) ≤ (1 + δ)

√
(n− 1) log(n),

así (2.4.7) se cumple tomando 0 < δ < 1.

Por otra parte, de la desigualdad izquierda de (2.4.10),

máx
i
Lii ≥ (1− δ)

√
(n− 1) log(n− 1)

= (1− δ)

√
log(n− 1)

log(n)

√
(n− 1) log(n)

≥ (1− δ)

√
log(n0 − 1)

log(n0)

√
(n− 1) log(n).

Así,

√
(n− 1) log(n) ≤ 1

1− δ

√
log(n0)

log(n0 − 1)
máx
i
Lii.

con lo que se cumple la condición (2.4.2) para 0 < δ < 1.

Cuando las variables aleatorias {Wij} son uniformemente acotadas se cumple

la condición (2.4.2) [6].

Observación. Conjeturamos que la Proposición 2.2 también es cierta para varia-

bles aleatorias que satisfacen la Condición 1, cuya prueba debiera usar aproxima-

ción normal. La mayor di�cultad es que los elementos de la diagonal del laplaciano

no son independientes, sin embargo debido a la estructura de la matriz de covarian-

za se pudieran hacer estimaciones adecuadas.
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2.5. Sobre la distribución asintótica del mayor ei-

genvalor

Consideremos L = L[W ] una matriz laplaciana cuyas entradas por fuera de

la diagonal son variables aleatorias normales estándar independientes.

Sea

D(n) =
1√
n− 1

(L11, L22, . . . , Lnn),

así,D(n)
i tiene distribución normal estándar para i = 1, . . . , n. Es importante no-

tar que {D(n)
i }i=1,...,n no son independientes y por (2.4.6) su matriz de covarianzas

está dada por

ΣD(n) = ((ΣD(n))ij) =

 1 si i = j

1
n−1

si i 6= j.
(2.5.1)

Notemos que la matriz ΣD(n) tiene por eigenvalores (n − 2)/(n − 1) con

multiplicidad n − 1 y 2 con multiplicidad 1. Con esto, podemos escribir a Σ
(n)
D

como

ΣD(n) = UΛU t,

donde U es una matriz cuyas columnas son base ortonormal de los vectores pro-

pios de ΣD y Λ es la matriz diagonal con los valores propios de la misma matriz.

De esta manera obtenemos que

Σ
1/2

D(n) = UΛ1/2U t,

donde Λ1/2 es la matriz diagonal cuyas entradas están dadas por las raíces de los

eigenvalores de ΣD(n) .

De�nimos D∗ como

D∗ = Σ
−1/2

D(n)D
(n), (2.5.2)
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de esta manera,D∗ ya tiene por matriz de covarianzas a la matriz identidad y por

lo tanto {D∗i }i=1,...,n son variables aleatorias normales estándar independientes.

Proposición 2.3. Sea L = L[W ] una matriz n×n laplaciana conW = (Wij) una

matriz simétrica con entradas fuera de la diagonal independientes con distribución

normal estándar. Sea

an =
√

2 log(n) y bn =
√

2 log(n)− log log n+ log 4π

2
√

2 log n
.

Entonces

a−1
n

(
máxi L

(n)
ii√

n− 1
−
√
n− 2

n− 1
bn

)
(2.5.3)

converge en distribución cuando n→∞ a una variable aleatoria Gumbel.

Demostración. De la igualdad (2.5.2) tenemos

D(n) = Σ
1/2

D(n)D
∗,

así,

D
(n)
i =

(
Σ

1/2

D(n)D
∗
)
i

=
n∑
j=1

(
Σ

1/2

D(n)

)
ij
D∗j .

Ahora,

(
Σ

1/2

D(n)

)
ij

=
n∑
l=1

n∑
k=1

UikΛ
1/2
kl U

t
lj

=
n∑
l=1

UilΛ
1/2
ll U

t
lj

=
n−1∑
l=1

Uil

√
n− 2

n− 1
U t
lj +
√

2UinU
t
nj

=

√
n− 2

n− 1

n∑
l=1

UilU
t
lj +

(
√

2−
√
n− 2

n− 1

)
UinU

t
nj.
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Por lo tanto, teniendo en cuenta que las columnas de U son una base ortonormal,

obtenemos

(
Σ

1/2

D(n)

)
=


(√

2−
√

n−1
n−2

)
UinU

t
nj si i 6= j√

n−2
n−1

+
(√

2−
√

n−1
n−2

)
UinU

t
ni si i = j.

(2.5.4)

De esta manera,

D
(n)
i =

n∑
j=1

(
Σ

1/2
D

)
ij
D∗j

=
n∑
j=1
j 6=i

(
√

2−
√
n− 1

n− 2

)
UinU

t
njD

∗
j +

(√
n− 2

n− 1
+

(
√

2−
√
n− 2

n− 1

)
UinU

t
nj

)
D∗i

=

(
√

2−
√
n− 2

n− 1

)
Uin

n∑
j=1

U t
niD

∗
j +

√
n− 2

n− 1
D∗i

Sea

Z = Zn =
n∑
j=1

U t
nD
∗
j ,

como (D∗i )i=1,...,n son variables aleatorias independientes e idénticamente distri-

buidas normal estándar, Zn tiene distribución normal con media cero y varianza∑n
j=1(U t

nj)
2 = 1, esto es, Z tiene distribución normal estándar para todo n. Por

lo tanto obtenemos que

D
(n)
i =

(
√

2−
√
n− 2

n− 1

)
UinZ +

√
n− 2

n− 1
D∗i . (2.5.5)

Ahora,
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a−1
n

(
máx
1≤i≤n

D
(n)
i −

√
n− 2

n− 1
bn

)
= a−1

n

(
máx
1≤i≤n

D∗i − bn
)

+ a−1
n

(
máx
1≤i≤n

D
(n)
i − máx

1≤i≤n
D∗i −

√
n− 2

n− 1
bn + bn

)
.

(2.5.6)

Notemos que el primer término del lado derecho de (2.5.6), converge en distri-

bución a una distribución Gumbel [13]. Por otra parte, usando (2.5.5) obtenemos

máx
1≤i<n

D
(n)
i = máx

1≤i<n

((
√

2−
√
n− 2

n− 1

)
UinZ +

√
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)
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√
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√
n− 2

n− 1

)
Z máx

1≤i<n
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√
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n− 1
máx
1≤i<n

D∗i .

Con lo anterior obtenemos∣∣∣∣∣máx
1≤i<n

D
(n)
i − máx
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(√
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− 1

)
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(
√

2−
√
n− 2
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Z máx
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)
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√
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∣∣∣∣+

(√
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)∣∣∣∣máx
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D∗i − bn
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Luego, como an →∞ cuando n→∞, máx1≤i<n Uin está acotado puesto que

las columnas de matriz U son base ortonormal y por una aplicación del teorema

de Slutsky, encontramos que

a−1
n

∣∣∣∣∣máx
1≤i<n

D
(n)
i − máx

1≤i<n
D∗i −

(√
n− 2

n− 1
− 1

)
bn

∣∣∣∣∣→ 0 cuando n→∞.

Por lo tanto, el segundo término del lado derecho de (2.5.6) tiende a cero

cuando n→∞. Así, por todo lo anterior encontramos que
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a−1
n

(
máx
1≤i≤n

D
(n)
i −

√
n− 2

n− 1
bn

)
converge en distribución cuando n→∞ a una variable aleatoria Gumbel.

Observación. El resultado anterior es similar al Teorema 3.1 de [7], sin embargo

en éste último se considera la sucesión {Xn : n = 0, n = ±1, . . .} que es �ja,

mientras que en el caso nuestro se tiene para cada n la sucesión de arreglos {L(n)
ii :

i = 1, . . . , n}.

El siguiente teorema nos dice como es la distribución asintótica del mayor

eigenvalor de una matriz laplaciana asociada a una matriz W con entradas nor-

males estándar independientes.

Teorema 2.8. Sea L = L[W ] una matriz n × n laplaciana con W = (Wij) una

matriz simétrica con entradas fuera de la diagonal independientes con distribución

normal estándar. Sea

an =
√

2 log(n) y bn =
√

2 log(n)− log log n+ log 4π

2
√

2 log n
.

Entonces para todo C >
√

2,

1

Can

(
λmáx(L)√
n− 1

− Cbn
√
n− 2

n− 1

)
(2.5.7)

converge en distribución cuando n→∞ a una variable aleatoria Gumbel.

Demostración. Notemos que

1
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λmáx(L)√
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)
=

1

an

(
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)
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(
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− C máx
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D
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i

)
. (2.5.8)
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Por la Proposición 2.3 el primer término de la igualdad derecha de (2.5.8)

converge en distribución a una variable aleatoria Gumbel. Por otra parte, del

Teorema 2.6 y la Proposición 2.2, tenemos que para C >
√

2
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máx
1≤i≤n

D
(n)
i

∣∣∣∣ ,
de esta manera
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1≤i≤n

D
(n)
i − bn

√
n− 2

n− 1
+ bn

√
n− 2

n− 1

∣∣∣∣∣
≤ 1√

log n

1

an

∣∣∣∣∣máx
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. (2.5.9)

Luego por el Teorema 2.3 y el Teorema de Slutsky el primer término de la

desigualdad anterior tiende a cero conforme n → ∞. Por otra parte, por como

están de�nidos an y bn tenemos que el segundo término de la desigualdad (2.5.9)

tiende a cero cuando n→∞. De esta manera

1

Can

∣∣∣∣λmáx(L)√
n− 1

− C máx
1≤i≤n

D
(n)
i

∣∣∣∣→ 0 cuando n→∞.

Por lo tanto, el segundo término del lado derecho de la ecuación (2.5.8) tiende

a cero cuando n→∞ y por lo tanto obtenemos que para todo C >
√

2,

1

Can

(
λmáx(L)√
n− 1

− Cbn
√
n− 2

n− 1

)
converge en distribución cuando n→∞ a una variable aleatoria Gumbel.



Capítulo 3

Aplicaciones

En este capítulo presentamos tres aplicaciones sobre optimización convexa

donde el mayor eigenvalor de una matriz laplaciana aleatoria surge de mane-

ra natural. Estos ejemplos aparecen en un artículo de Bandeira [6] publicado en

2018. Nuestro enfoque permite extender las tres aplicaciones en diversos senti-

dos, para lo cual usamos los resultados de optimización convexa del Capítulo 1 y

los correspondientes al mayor eigenvalor asintótico de matrices laplacianas alea-

torias desarrollado en el Capítulo 2. La Sección 3.1 aborda el llamado problema

de Z2 sincronización con ruido general. La Sección 3.2 considera el problema de

sincronización sobre Z2, también llamada: problema de sincronización corrupta.

Finalmente en la Sección 3.3 se estudia el Modelo de bloques estocásticos con 2

comunidades.

3.1. Z2 sincronización con ruido general

Dado un nivel de ruido σ y un vector z ∈ {−1, 1}n, supongamos que tenemos

las siguientes medidas de ruido

40
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Yij = zizj + σWij

donde Wij = Wji son variables aleatorias independientes con distribución simé-

trica cumpliendo la Condición 1 del Capítulo 2, con EWij = 0 y EW 2
ij = 1. El

objetivo es recuperar z con alta probabilidad.

Para abordar este problema, usamos el estimador de mínimos cuadrados1 el

cual es la solución del siguiente problema de optimización

máx xtY x

s.t x ∈ Rn

x2
i = 1.

(3.1.1)

Notemos que x′Y x = Tr(x′Y x) = Tr(Y xx′) = Tr(Y X) donde X = xx′, de

esta manera el problema (3.1.1) se puede reescribir como

máx Tr(Y X)

s.t Xii = 1

X � 0

rango(X) = 1.

(3.1.2)

Debido a que el rango no es una función convexa, el problema de optimiza-

ción anterior no pertenece a la clase de problemas de optimización semide�nda.

Motivados por [6] usamos el método de relajamiento (relaxation), que lo que bus-

ca es solucionar el problema sin las restricciones no convexas. De esta manera

obtenemos

1En algunos casos, como en el ruido gaussiano, este estimador coincide con el estimador de

máxima verosimilitud.
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máx Tr(Y X)

s.t Xii = 1

X � 0

(3.1.3)

que si es un problema de programación semide�nida.

Notemos que siX = xx′ es la única solución de (3.1.3), entonces x es solución

de (3.1.1), con lo que tenemos una manera e�ciente de encontrar el estimador de

mínimos cuadrados solucionando un problema de programación semide�nida.

El problema dual (3.1.3) está dado por

mı́n Tr(D)

s.t D diagonal

D − Y � 0.

(3.1.4)

Usando el Teorema 1.1 obtenemos que si X y D son soluciones factibles de

(3.1.3) y (3.1.4) respectivamente, entonces

Tr(Y X) ≤ Tr(D).

Por otra parte, al ser X y D − Y semide�nidas positivas, obtenemos

0 ≤ Tr((D − Y )X) = Tr(DX)− Tr(Y X) = Tr(D)− Tr(Y X).

De esta manera si existe una solución factible D para (3.1.4) tal que Tr(D) =

Tr(Y xxt), entonces se tiene que X = xxt es solución óptima de (3.1.3). Por el

Lema 1.3, sabemos que para garantizar unicidad de la solución es necesario que

λ2(D − Y ) > 0 y además la solución al problema (3.1.4) esta dada por

D = D[diag(x)Y diag(x)].
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Observemos que por simetría de la distribución deW = (Wij), diag(z)Wdiag(z) ∼

W (son iguales en distribución) por lo que, sin perdida de generalidad, podemos

tomar z = 1. De esta manera tenemos que garantizar que

λ2(L[Y ]) = λ2(D[Y ] − Y ) = λ2(D[11t+σW ] − (11t + σW )) > 0.

Notemos que D[11t+σW ] = nIn + σD[W ], por lo que

D[Y ]−Y = nIn+σD[W ]−11t−σW = (nIn−11t)+σ(−D[W ]+W ) = L11t+σL[W ].

De esta manera, necesitamos que

λ2(L[Y ]) = λ2(D[Y ] − Y ) = λ2(L11t + σL[W ]) > 0,

pero usando la Proposición 1.2 lo anterior es equivalente a

λmáx(L[−W ]) <
n

σ
.

Por lo tanto, para solucionar el problema de sincronización es necesario detemi-

nar cuándo el mayor eigenvalor de la matriz laplaciana asociada −W es menor

que n/σ con alta probabilidad, lo cual lo asegura el siguiente resultado.

Proposición 3.1. Sea z ∈ {−1,+1}n e Y = zzt + σW con W una matriz

simétrica cuyas entradas fuera de la diagonal son independientes con distribución

simétrica con media cero, varianza uno y cumpliendo la Condición 1 del Capítulo

2. Si existe ε > 0 tal que

σ <

√
n

(2 + ε) log n
,

entonces con alta probabilidad X = zzt es la única solución de (3.1.3).

Demostración. Notemos que W es igual en distribución a −W , y cumple las hi-

pótesis del Corolario 2.1. De esta manera para todo ε > 0, con alta probabilidad
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λmáx(L[−W ]) ≤
√

(2 + ε)n log(n).

Tomando ε > 0 como el de la hipótesis, obtenemos

√
(2 + ε)n log n = n

√
(2 + ε) log n

n
=

n√
n

(2+ε) logn)

<
n

σ
.

De esta manera con alta probabilidad λmáx(L[−W ]) < n/σ con lo que garantiza-

mos que la única solución del problema (3.1.3) es X = zzt con alta probabilidad.

Una manera de estimar el mayor eigenvalor de la matriz laplaciana es me-

diante el mayor elemento de su diagonal. En el caso en que las entradas de W

sean variables aleatorias normales independientes tenemos el siguiente resulta-

do, el cual se sigue del Teorema 2.6 y la Proposición 2.2.

Proposición 3.2. SeaW una matriz simétrica aleatoria cuyas entradas son varia-

bles aleatorias normales independientes con EWij = 0 y EW 2
ij = 1. Entonces con

alta probabilidad

√
2

√
n

n− 1
máx
i

(L[−W ])ii ≤ λmáx(L[−W ]) ≤ 2

(
1 +

1√
log n

)
máx
i

(L[−W ])ii.

3.2. Sincronización sobre Z2

El problema de sincronización sobre Z2 es el siguiente: dada una grá�ca sim-

ple G con n vértices, queremos reconstruir un vector binario z ∈ {+1,−1}n

dado un vector de ruido Y sobre las aristas. De forma más precisa, siguiendo [6],

dada una grá�ca G ∈ G(n, p) del modelo de Erdös-Rényi, tenemos para cada

arista (i, j) ∈ E(G),
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Yij =

 zizj con probabilidad 1− ε

−zizj con probabilidad ε,
(3.2.1)

donde ε < 1/2 representa el nivel de ruido y Yij = 0 en caso que (i, j) no sea

arista de G.

El objetivo es saber para qué valores de p y ε es posible reconstruir z. Para

lograr esto, usaremos programación semide�nida para entender cuandoX = zzt

es la única solución del problema de optimización (3.2.2) que presentamos más

adelante.

ConsideremosH ⊂ G la grá�ca tal que la arista (i, j) (que ya es arista deG) es

arista de H con probabilidad ε. Esta grá�ca la llamaremos grá�ca corrupta, pues

tiene aquellas aristas en los cuales no obtenemos sincronización (Yij = −zizj).

Se puede escribir a la matriz Y como

Y = diag(z)(AG − 2AH)diag(z).

Observación. Notemos que con la representación anterior, para (i, j) arista de G,

Yij = zizj((AG)ij − 2(AH)ij) = zizj(1− 2(AH)ij)

donde AG, AH son las matrices de adyacencia de las grá�cas G y H respectiva-

mente. Notemos que con probabilidad 1− ε, (AH)ij = 0, de donde Yij = zizj y con

probabilidad ε, (AH)ij = 1, de donde Yij = −zizj , que coincide con la de�nición

(3.2.1).

Por todo lo anterior podemos considerar el siguiente problema de programa-

ción semide�nida

máx Tr[diag(z)(AG − 2AH)diag(z)X]

s.t Xii = 1

X � 0.

(3.2.2)
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Queremos usar el Lema 1.3 tomando Y = diag(z)(AG − 2AH)diag(z), por

lo que necesitamos que el segundo eigenvalor de D[AG−AH ] − diag(z)(AG −

2AH)diag(z) sea positivo.

Notemos que

diag(z)(D[AG] − 2D[AH ])diag(z) = D[AG] − 2D[AH ],

y por lo tanto

λ2(D[AG−AH ] − diag(z)(AG−2AH)diag(z))

= λ2(D[AG] − 2D[AH ] − diag(z)(AG − 2AH)diag(z))

= λ2(diag(z)(D[AG] − 2D[AH ])diag(z)

− diag(z)(AG − 2AH)diag(z))

= λ2(diag(z)(D[AG] − 2D[AH ] − AG − 2AH)diag(z))

= λ2(D[AG] − 2D[AH ] − AG − 2AH)

= λ2(LG − 2LH),

donde LG y LH son las matrices laplacianas asociadas a las grá�cas G y H . De-

notemos LSynch = LG − 2LH . Observemos que no es tan directa la forma en la

cual podamos relacionar el segundo eigenvalor de LSynch con el mayor eigenva-

lor de otra matriz laplaciana. Una manera de lograr esta relación es sumando y

restando a LSynch su valor esperado E[LSynch]. Con esto

E[LSynch] = E[DG − AG − 2(DH − AH)],

y dado que (AG)ij ∼ Ber(p), (DG)ii ∼ Bin(n− 1, p) y condicional a que (i, j)

es arista (AH)ij ∼ Ber(ε) , (DH)ii ∼ Bin(n− 1, εp), tenemos
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E(LSynch)ii = E(DG)ii−2E(DH)ii = (n−1)p−2εp(n−1) = (n−1)p(1−2ε),

E(LSynch)ij = −E(AG)ij + 2E(AH)ij = −p+ 2ep.

Así, realizando manipulaciones algebraicas, obtenemos

E[LSynch] = np(1− 2ε)In − p(1− 2ε)11t = p(1− 2ε)L11t .

De esta manera,

0 < λ2(LSynch) = λ2(E[LSynch]− E[LSynch] + LSynch)

= λ2(p(1− 2ε)L11t − (E[LSynch]− LSynch)),

y por la Proposición 1.2 tenemos que con alta probabilidad

λmáx(E[LSynch]− LSynch) < np(1− 2ε).

3.2.1. Solución del problema

Consideremos −L̊ = −LSynch + ELSynch. El siguiente resultado nos indica

cuándo el Problema (3.2.2) tiene como solución única X = zzt.

Teorema 3.1. Sea θ < 1/2 y p(1− 2θ)2 = c con c ∈ (0, 1). Si existe ε > 0 tal que

p > (2+ε)(1−c) logn
(1−2θ)2n

, entonces con alta probabilidad

λmáx(−L̊) ≤ n(1− 2θ),

y por lo tanto (3.2.2) tiene por solución única X = zzt.

Observación. Si tomamos c ≤ 1/2, el resultado anterior implica el Teorema 3.9

de Bandeira [6], lo que es interesante dado que nuestra demostración usa una me-

todología diferente, como se desarrollo en el Capítulo 2.
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3.2.2. Demostración del teorema principal

Haremos primero algunas observaciones. Notemos primero que las entradas

por fuera de la diagonal de la matriz L̊ están dadas por

−L̊ij = (AG)ij − 2(AH)ij − p(1− 2θ),

así E
[
−L̊ij

]
= 0 y

E
[
−L̊2

ij

]
= E[(AG)ij − 2(AH)ij))

2 − 2p(1− 2θ)((AG)ij − 2(AH)ij) + p2(1− 2θ)2]

= E(AG)2
ij − 4E[(AG)ij(AH)ij] + 4E(AH)2

ij

− 2p(1− 2θ)(E(AG)ij − 2E(AH)ij) + p2(1− 2θ)2

= p− 4E[(AG)ij(AH)ij] + 4pθ + 2p(1− 2θ)(p− 2pθE(AH)ij) + p2(1− 2θ)2]

= p− 4E[(AG)ij(AH)ij] + 4pθ − p2(1− 2θ)2.

Observemos también que

E[(AG)ij(AH)ij] = E[(AG)ij(AH)ij|(AG)ij = 1]P(Aij = 1)

+ E[(AG)ij(AH)ij|(AG)ij = 0]P(Aij = 0)

= E[(AH)ij]P((AG)ij = 1)

= θp

y de esta manera,

E
[
−L̊2

ij

]
= p− p2(1− 2θ)2.

Consideremos ahoraX = (ξij) como la matriz simétrica cuyas entradas están

dadas por
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ξij =
−L◦ij√

p− p2(1− 2θ)2
=

1√
p− p2(1− 2θ)2

(−(AG)ij +2(AH)ij +p(1−2θ)).

Estas variables aleatorias cumplen Eξij = 0, Varξij = 1 y además {ξij, 1 ≤

i < j ≤ n} son independientes, pues están dadas por las aristas de la grá�ca del

modelo de Erdös-Renyi que son independientes. Usando el Corolario 2.1, tenemos

que para todo ε > 0 con alta probabilidad

λmax(LX) ≤
√

(2 + ε)n log n.

Observemos que

LX =
1√

p− p2(1− 2θ)2
(−L̊),

así,

λmax(−L̊) ≤
√

(2 + ε)n log n(p− p2(1− 2θ)2)

= n

√
(2 + ε)(p− p2(1− 2θ)2) log n

n
. (3.2.3)

De esta forma para asegurar que el problema de sincronización tenga como

solución única a X = zzt, tenemos que garantizar que

√
(2 + ε)(p− p2(1− 2θ)2) log n

n
≤ p(1− 2θ).

Demostración (Teorema 3.1). Notemos que p− p2(1− 2θ)2 = p(1− c), así

(2 + ε) log n

n
≤ p2(1− 2θ)

p(1− c)
=

p2(1− 2θ)

p− p2(1− 2θ)2
,

y de esta manera

(2 + ε) log n(p− p2(1− 2θ)2)

n
≤ p2(1− 2θ)2.
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Luego, usando la ecuación (3.2.3), tenemos que con alta probabilidad

λmax(−L̊) ≤ n

√
(2 + ε)(p− p2(1− 2θ)2) log n

n
≤ n

√
p2(1− 2θ)2 = np(1−2θ).

3.2.3. Estimación del mayor eigenvalor

El siguiente teorema para la estimación del mayor eigenvalor se sigue de usar

el Teorema 2.6. La condición (2.4.2) se sigue del trabajo de Bandeira (página 375

de [6]). Más especi�camente existe una constante c2 < 1/
√

2 tal que con alta

probabilidad

√
(n− 1)(p− p2(1− 2θ)2) log n ≤ c2 máx

i
−Lii, (3.2.4)

la cual es la condición (2.4.2) con

σ = (p− p2(1− 2θ)2). (3.2.5)

Además en este caso la constante C del Teorema 2.6 es siempre igual a uno para

cualquier ε > 0.

Teorema 3.2. Sea θ < 1/2 y p(1− 2θ)2 = c con c ∈ (0, 1). Si existe ε > 0 tal que

p > (2+ε)(1−c) logn
(1−2θ)2n

, entonces con alta probabilidad

λmáx(−L̊) ≤

(
1 +

(1− c)
√

2 + ε

(1 + 2θ)
√

log(n)

)
máx
i
−L̊ii. (3.2.6)

Observación. Pensamos también que se tiene la condición (2.4.7) con σ como en

(3.2.5), lo cual, por el Teorema 2.7, nos daría una cota inferior para λmáx(−L̊ii).
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3.3. Modelo de bloques estocásticos

Nuestra tercera aplicación también fue estudiada por Bandeira en [6]. Para

n par y 0 ≤ q < p ≤ 1, decimos que una grá�ca aleatoria G es construida del

modelo de bloques estocásticos (MBE) con dos comunidades, G(n, p, q), si G tiene

n vértices divididos en dos grupos de tamaño n/2 y para cada par de vértices i, j,

(i, j) es arista de G con probabilidad p si i y j pertenecen al mismo grupo y con

probabilidad q en otro caso independiente de cualquier otra arista. Consideramos

que p y q son de la forma

p = pn :=
α log n

n
, q = qn :=

β log n

n
con α > β > 0. (3.3.1)

Figura 3.1: Modelo de bloques estocásticos con dos comunidades

Sea z ∈ {−1, 1}n el vector tal que es igual a 1 en uno de los grupos y −1 en

el otro. Esto es, z es el vector que nos da información sobre qué vértice pertenece

a cada grupo. El objetivo es recuperar z a partir de G.
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Sea B la matriz de adyacencia con signo de G, esto es, Bij = 1 si (i, j) es

arista de G, Bij = −1 si no lo es y Bii = 0. Notemos que para cada vector

x ∈ {−1,+1}n, (xtBx)ij = xixjBij . De esta manera si Bij = 1 entonces (i, j)

es arista y queremos determinar si esa arista está en un grupo. Así, su valor será

máximo si x1 = xj es decir, los vértices i, j pertenecen al mismo grupo. Por otra

parte, si (i, j) no es arista entoncesBij = −1, de manera que el valor máximo de

xixjBij será cuando xi 6= xj , es decir cuando los vértices i, j están en distintos

grupo. Por lo tanto, máx xtBx será la con�guración que maximice la probabilidad

de obtener el vector z correcto.

Observación. Otra punto de vista es que tenemos dos tipos de aristas (con vértices

en un mismo grupo y con vértices en grupos diferentes), la primera con probabilidad

p y la segunda con probabilidad q < p. Por tanto es más probable que las aristas

estén formadas por vértices que pertenezcan a un mismo grupo por lo que xixjBij

es máximo en estas condiciones. Por otro lado, dos vértices en el mismo grupo no

están unidos con probabilidad 1 − p y si están en distintos grupos no están unidos

con probalidad 1 − q > 1 − p. Así es más probable que para dos vértices que no

forman una arista, éstos están en grupos diferentes.

Se tiene entonces el siguiente problema de optimización

máx xtBx

s.t x ∈ Rn

x2
1 = 0∑n

i=1 xi = 0.

(3.3.2)

Notemos que la matrizB la podemos escribir comoB = 2A−(11t−I) donde

A es la matriz de adyacencia de la grá�ca G. Siguiendo el mismo enfoque que en

la sección anterior, usaremos el método de relajamiento, con lo que obtenemos

el siguiente problema de programación semide�nida
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máx Tr((2A− (11t − I))X)

s.t Xii = 1

X � 0.

(3.3.3)

Usando el Lema 1.3 obtenemos que X = zzt es la única solución al problema

(3.3.3) siempre que el segundo eigenvalor de

D[diagz(2A−(11t−I))diagz] −
(
2A− (11t − I)

)
sea estrictamente positivo.

Para resolver esto de�nimos la siguiente matriz

ΓMBE = D+ −D− − A,

dondeD+ es la matriz diagonal de grados internos, es decir, es el número de veci-

nos que un vértice tiene dentro de un mismo grupo , D− es la matriz diagonal de

grados externos, es decir, es el número de vecinos que un vértice tiene con vérti-

ces del otro grupo y A es la matriz de adyacencia de G. Es importante observar

que ΓMBE no es una matriz laplaciana.

Sin perdida de generalidad, etiquetaremos los vértices de tal manera que los

primeros n/2 pertenezcan a un mismo grupo.

Notemos que

D[diagz(2A−(11t−I))diagz] −
(
2A− (11t − I)

)
= 2ΓMBE + 11t.

De esta manera, para garantizar que zzt sea la única solución al problema

(3.3.3) es necesario que λ2(2ΓMBE + 11t) > 0.

Como en el caso de la sección anterior, no es tan fácil relacionar el segundo

eigenvalor de 2ΓMBE − 11t con el mayor eigenvalor de cierta matriz, por lo que

usaremos el mismo argumento de sumar y restar el valor esperado.
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Recordemos que (D+)ii ∼ Bin(n/2 − 1, p), (D+)ii ∼ Bin(n/2, q) y Aij ∼

Ber(p) si i, j pertenence a un mismo grupo y Aij ∼ Ber(q) en caso contrario.

Así,

E(ΓMBE)ii = E ((D+)ii − (D−)ii) =
(n

2
− 1
)
p− n

2
q

y

E(ΓMBW )ij = −EAij =

 −p si i, j pertenencen a un mismo grupo

−q en caso contrario.

De esta manera, luego de manipulaciones algebraicas y dado que el vector z

tiene información sobre qué vértices pertencen a cada grupo, se obtiene que

EΓMBE =
(n

2
p− n

2
q
)
In −

(
p+ q

2
11t +

p− q
2

zzt
)
.

Para garantizar que zzt sea la única solución del problema (3.3.2) es necesario

que λmáx(−ΓMBE + EΓMBE) < n
2
(p− q) lo cual es el Lema 3.12 de [6].

3.3.1. Solución del problema

Sean α y β como en (3.3.1). El siguiente resultado da la solución al proble-

ma (3.3.2). Este resultado lo estableció Bandeira en [6], pero nuestra prueba es

diferente en dos sentidos. El primero es que usamos nuestro Corolario 2.1 conse-

cuencia del trabajo de Ding-Jiang [9], así mismo nuestro enfoque sugiere cómo se

podría generalizar el resultado a más de dos comunidades. Igualmente pensamos

que nuestras pruebas son más sencillas usando resultados conocidos sobre el ma-

yor eigenvalor de matrices laplacianas y de adyacencia, y otros como resultados

de desviaciones grandes.

Teorema 3.3. Sea n ≥ 4 par y sea G ∈ G(n, p, q) con probabilidades

p = pn :=
α log n

n
, q = qn :=

β log n

n
con α > β > 0.
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Si
√

2 <
√
α−

√
β (3.3.4)

y además existe 0 < ε < 1 tal que

√
α(
√

2(1 + ε)− 1) <
√
β, (3.3.5)

entonces con alta probabilidad

λmáx(−ΓMBE + EΓMBE) <
n

2
(p− q),

y por lo tanto (3.3.2) tiene solución única X = zzt con alta probabilidad.

Cabe resaltar que en el trabajo de Bandeira [6] no se requiere la condición

(3.3.5), pero en nuestra prueba es esencial.

3.3.2. Demostración del teorema principal

Necesitamos encontrar cotas para el mayor eigenvalor de la matriz ΓMBE

con el �n de determinar como deben ser las probabilidades p y q para que el

problema de sincronización (3.3.2) tenga solución única con alta probabilidad.

Una di�cultad es que en este caso no tenemos la misma varianza para todas las

entradas por fuera de la diagonal de ΓMBE . Por esta razón, descompondremos

esta matriz como diferencia de dos matrices laplacianas en las cuales podremos

usar los resultados de la Sección 2.

Recordemos que ΓMBE = D+ − D− − A no es una matriz laplaciana. Para

solucionar esto, sea g el vector que es 1 en uno de los grupos y −1 en el otro, de

esta manera, la matriz Γ′MBE = diag(g)ΓMBEdiag(g) si es una matriz laplaciana.

Notemos que

Γ′MBE = D+ −D− − diag(g)Adiag(g),
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por lo que,

(Γ′MBE)ij = −gigjAij, (Γ′MBE)ii = (D+)ii − (D−)ii.

Como g nos da información sobre el grupo, si gigj = 1 tenemos que los vér-

tices i, j pertenecen al mismo grupo, mientras que si gigj = −1 entonces los

vértices están en distintos grupos. Con esta observación tenemos que la matriz

diag(g)Adiag(g) se puede descomponer como la suma de dos matrices−A+, A−,

donde A+ es la matriz de adyacencia asociada a los vértices que están en el mis-

mo grupo yA− la matriz de adyacencia asociada a los vértices en grupo distintos.

De esta manera obtenemos que

Γ′MBE = D+ − A+ −D− + A− = L+ − L−

es decir, Γ′MBE es la diferencia de dos matrices laplacianas dondeL+ corresponde

a una grá�ca con dos componentes de tamaño n/2 mientras que L− corresponde

a una grá�ca bipartita2.

La matrizL+ es una matriz a dos bloques, los cuales estan asociadas a grá�cas

de Erdös-Rényi de tamaño n/2. Consideremos las entradas por fuera de la diago-

nal de L+ como ξij ∼ Ber(p) y para L− como ηij ∼ Ber(q) y sea L̊ = L− EL.

Sea

− ˚Γ′MBE = −Γ′MBE + EΓ′MBE

= −L+ + L− + E[L+ − L−]

= −L̊+ + L̊−.

Notemos que en el eventoCij = {los vértices i, j pertenecen al mismo grupo}

obtenemos

(− ˚Γ′MBE)ij = (−L̊+)ijICij + (L̊−)ijICcij = (−ξij + p)ijICij + (ηij − q)ijICcij .
2Una grá�ca bipartita es aquella cuyos vértices se pueden separar en dos grupos disjuntos de

forma que sólo se tengan aristas entre estos grupos (y no dentro del mismo).
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Ahora, usando desigualdad triángular (Lema 1.1) obtenemos que

λmáx(− ˚Γ′MBE) = λmáx(−L̊+ + L̊−) ≤ λmáx(−L̊+) + λmáx(L̊−). (3.3.6)

En las siguientes dos subsecciones, presentamos estimaciones para los dos

términos del lado derecho de (3.3.6). Para el primero de ellos usamos nuestro

Teorema 2.5. Para el segundo técnicas de desviaciones grandes así como del com-

portamiento asintótico del mayor eigenvalor de una matriz de adyacencia (Lema

2.1).

Estimación de λmáx(−L̊+)

Notemos que −L̊+ = −L+ + EL+ solo depende de los vértices que están en

cada grupo (sin contar interacciones entre ellos). Podemos entonces usar nues-

tro Teorema 2.5 con k = 2 bloques, obteniendo que para todo ε > 0 con alta

probabilidad

λmáx(−L̊+) ≤
√

(1 + ε)p(1− p)n log n. (3.3.7)

Estimación de λmáx(L̊−)

Notemos que en este caso la matriz sólo depende de las aristas entre grupos,

por lo que se puede entender como matrices laplacianas de grá�cas bipartitas.

Observemos que

L̊− = L− − EL− = D− − A− − ED− + EA− = D− − ED− + EA− − A−

y que D−−ED− es una matriz diagonal cuyas entradas son variables aleatorias

Bin(n/2, q) centradas. Por otra parte EA− − A− es una matriz a bloques cuyas

entradas no nulas están por fuera de la diagonal.
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De todo lo anterior, usando desigualdad triángular (Lema 1.1) obtenemos que

λmáx(L̊−) ≤ λmáx(D− − ED−) + λmáx(EA− − A−). (3.3.8)

Procedamos ahora a estimar los términos del lado derecho de (3.3.8), lo cual

hacemos de la siguiente manera

Estimación de λmáx(D− − ED−)

Notemos que al serD−−ED− una matriz diagonal, el mayor eigenvalor será

el máximo elemento de la diagonal, esto es

λmáx(D− − ED−) = máx
1≤i≤n

((D− − ED−)ii) = máx
1<i<n

(
(D−)ii −

n

2
q
)
.

Es importante notar que {(D−)ii − nq/2}1≤i≤n no son independientes entre

si, pero las primeras n/2 de ellas si los son, ésto debido a la estructura de la

matriz L−. Si bien el siguiente resultado tiene una demostración sencilla, no lo

encontramos en la literatura.

Proposición 3.3. Sea Z = máx1≤i≤n/2{Xii − nq/2} donde {Xii}i=1,...n/2 son

variables aleatorias independientes e idénticamente distribuidas Bin(n/2, q), en-

tonces para todo t > 0,

P(Z > t) ≤ exp f(n, t),

donde

f(n, t) = −
(
t+

n

2
q
)

log

(
4
(
t+ n

2
q
)

(1− q)
q
(
n2 − 4

(
t+ n

2
q
)))+

n2

4
log

(
n2(1− q)

n2 − 4
(
t+ n

2
q
)) .

Demostración. Notemos que

Z = máx
1≤i≤n/2

{Xii − nq/2} = máx
1≤i≤n/2

{Xii} − nq/2 = Ẑ − nq/2,
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de esta manera obtenemos que para todo t > 0 y ρ > 0

P(Z > t) = P
(
Ẑ > t+

nq

2

)
= P

(
ρẐ > ρ

(
t+

nq

2

))
= P

(
eρẐ > eρy

)
,

donde y = t + nq/2. Ahora, usando desigualdad de Markov, independencia y la

función generadora de momentos de una variable aleatoria binomial, obtenemos

P
(
eρẐ > eρy

)
≤ e−ρyEeρẐ

= e−ρyE exp

(
ρ máx

1≤i≤n/2
Xii

)

≤ e−ρyE exp

ρ n/2∑
i=1

Xii


= e−ρy

n/2∏
i=1

E exp (ρXii)

= e−ρy
n/2∏
i=1

(eρq + 1− q)n/2

= e−ρy (eρq + 1− q)n
2/4

= exp

(
−ρy +

n2

4
log (eρq + 1− q)

)
.

Sea g(ρ) = −ρy + n2

4
log (eρq + 1− q), notemos que

g′(ρ) = −y +
n2eρq

4(eρq + 1− q)
,

luego, igualando a cero obtenemos
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n2eρq

4(eρq + 1− q)
= y

n2eρq = 4y(eρq + 1− q)

eρq(n2 − 4y) = 4y(1− q)

eρ =
4y(1− q)
q(n2 − 4y)

.

Por lo tanto obtenemos que el punto crítico de la función g(ρ) es

ρc = log

(
4y(1− q)
q(n2 − 4y)

)
. (3.3.9)

Ahora, notemos que la segunda derivada de g(ρ) está dada por

g′′(ρ) =
n2 (eρq(eρq + 1− q)− eρqeρq)

4(eρq + 1− q)2
=

n2(1− q)
4(eρ + 1− q)2

> 0,

por lo tanto (3.3.9) es un mínimo, de donde

g(ρc) = −y log

(
4y(1− q)
q(n2 − 4y)

)
+
n2

4
log

(
q

4y(1− q)
q(n2 − 4y)

+ 1− q
)

= −y log

(
4y(1− q)
q(n2 − 4y)

)
+
n2

4
log

(
4y(1− q)
n2 − 4y

+ 1− q
)

= −y log

(
4y(1− q)
q(n2 − 4y)

)
+
n2

4
log

(
(1− q)(4y + n2 − 4y)

n2 − 4y

)
= −y log

(
4y(1− q)
q(n2 − 4y)

)
+
n2

4
log

(
n2(1− q)
n2 − 4y

)
.

Así obtenemos

P(Z > t) ≤ exp

(
−y log

(
4y(1− q)
q(n2 − 4y)

)
+
n2

4
log

(
n2(1− q)
n2 − 4y

))
.

Reemplazando y = t+ nq/2 se sigue el resultado.
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Corolario 3.1. Sea f(n, t) como en la Proposición 3.3. Si t es del orden log(n)/n,

entonces f(n, t) < 0 cuando t→∞.

Corolario 3.2. Sea Z = máx1≤i≤n/2{Xii − nq/2} donde {Xii}i=1,...n/2 son va-

riables aleatorias independientes e idénticamente distribuidas Bin(n/2, q). Si t es

del orden log(n)/n, entonces con alta probabilidad

λmáx(D− − ED−) ≤ log n

n
. (3.3.10)

Estimación de λmáx(EA− − A−)

Notemos que EA− − A− es de la forma

EA− − A− =

 0 E

E∗ 0

 . (3.3.11)

Además,

 0 E

E∗ 0

 0 E

E∗ 0

 =

 EE∗ 0

0 E∗E

 . (3.3.12)

De esta manera, los eigenvalores de EA−−A− serán las raíces cuadradas de

los eigenvalores de EE∗. Notemos que E es una matriz cuadrada de tamaño n/2

con

Eij = q − ηij,

donde ηij ∼ Ber(q), así EEij = 0 y EE2
ij = q(1 − q). Consideremos la matriz

U = (uij) dada por

Uij =
1− ηij√
q(1− q)

,
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así, Euij = 0, Eu2
ij = 1 y E =

√
q(1− q)U . Es importante notar que la distribu-

ción empírica espectral de 2UU∗/n converge en distribución a la distribución de

Marčenko-Pastur con soporte en [0, 4] (Teorema 2.5 [5]) además el mayor eigen-

valor de esta matriz converge casi seguramente a 4 (Teorema 2 de [3]). Luego,

para todo ε > 0

λmáx(U) ≤ (2 + ε)

√
n

2
.

y por lo tanto

λmáx(EA− − A−) = λmáx(E) ≤ (2 + ε)

√
q(1− q)n

2
. (3.3.13)

Estimación de la cota superior de λmáx(− ˚Γ′SMB)

Con lo anterior tenemos los elementos para concluir la demostración del Teo-

rema 3.3. De las desigualdades (3.3.7)-(3.3.13) obtenemos que

λmáx

(
− ˚Γ′MBS

)
≤
√

(1 + ε)p(1− p)n log n+
log n

n
+ (2 + ε)

√
q(1− q)n

2

=
√

(1 + ε)p(1− p)n log n+
log n

n
+

1√
2

(2 + ε)
√
q(1− q)n

=
n

2

(
2

√
(1 + ε)p(1− p) 1

n
log n+

2 log n

n2
+

2√
2

(2 + ε)

√
q(1− q)

n

)

=
n

2

(
2

√
(1 + ε)p(1− p)

n
log n+

2 log n

n2
+
√

2(2 + ε)

√
q(1− q)

n

)
.

Recordando que p = α logn
n

y q = β logn
n

, obtenemos
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√
(1 + ε)p(1− p)

n
log n =

√
(1 + ε)

n

α log n

n

(
1− α log n

n

)
log n

=
log n

n

√
α(1 + ε)

(
1− α log n

n

)
,

y

√
2(2 + ε)

√
q(1− q)

n
=
√

2(2 + ε)

√
1

n

β log n

n

(
1− β log n

n

)

=
√

2(2 + ε)
log n

n

√
β

log n

(
1− β log n

n

)
.

Así

λmáx( ˚Γ′MBE) ≤ n

2

log n

n

[
2

√
α(1 + ε)

(
1− α log n

n

)
+

2

n

+
√

2(2 + ε)

√
β

log n

(
1− β log n

n

)]
.

Como

2

√
α(1 + ε)

(
1− α log n

n

)
≤ 2
√
α(1 + ε), (3.3.14)

entonces, si garántizamos que con alta probabilidad

2
√
α(1 + ε) +

2

n
+
√

2(2 + ε)

√
β

log n

(
1− β log n

n

)
≤ α− β, (3.3.15)

obtenemos que

λmáx( ˚Γ′MBE) ≤ n

2

log n

n
(α− β) =

n

2
(p− q)

y por lo tanto, el problema (3.3.2) tiene solución única.
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Demostración (Teorema 3.3). De la estimación de λmáx(−L̊+), más precisamente

las ecuaciones (3.3.7) y (3.3.14), tenemos que para todo ε > 0, existe n′0 ∈ N tal

que

P
(
λmáx(−L̊1) <

n log n

2n

√
2α(2 + ε)

)
≥ 1− ε. (3.3.16)

Por hipótesis tenemos que existe 0 < ε < 1 tal que

√
α(
√

2(1 + ε)− 1) <
√
β,

de esta manera √
2α(1 + ε)
√
α +
√
β

= κ < 1

cumpliendo (3.3.16) para algún n′0 ∈ N.

Así, usando la hipótesis
√

2 <
√
α−
√
β

2
√
α(1 + ε) =

√
2
√

2α(1 + ε) < (
√
α−
√
β)κ(
√
α+
√
β) = κ(α−β) (3.3.17)

Ahora, sea n′′0 ∈ N tal que para n > n′′0 ,

2

n
+

(√
2 +

1

2

)
(2 + ε)

√
β

log n

(
1− β log n

n

)
≤ (1− κ)(α− β). (3.3.18)

De esta manera, para n0 > máx{n′0, n′′0}, de las ecuaciones (3.3.17) y (3.3.18)

se sigue (3.3.15).

Para �nalizar realizaremos tres observaciones sobre el rango de valores fac-

tibles de α y β.
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Observación. Por hipótesis sabemos que
√
α−
√
β >
√

2, entonces
√
β <
√
α−

√
2, así reemplazando en la desigualdad (3.3.5)

√
α(
√

2(1 + ε)− 1) <
√
α−
√

2
√

2 <
√
α(2−

√
2(1 + ε))

√
2

2−
√

2(1 + ε)
<
√
α. (3.3.19)

Como ε > 0, se tiene la desigualdad 2−
√

2(1 + ε) < 2−
√

2, así obtenemos

1 +
√

2 =

√
2

2−
√

2
<
√
α, (3.3.20)

que nos da una cota inferior para α.

Observación. De la desigualdad (3.3.5) tenemos que

α <
β

(
√

2(1 + ε)− 1)2
<

β

(
√

2− 1)2
= (3 + 2

√
2)β, (3.3.21)

de donde encontramos una cota superior para α. Recordemos que α y β nos determi-

nan como son las probabilidades pn, qn, así con la desigualdad anterior obtenemos

qn < pn < (3 + 2
√

2)qn.

Observación. De la desigualdad (3.3.21) tenemos

α− β < αmáx − β = (2 + 2
√

2)β.

Por otra parte, de la cota (3.3.20) obtenemos

1 +
√

2− β < α− β,

como por hipótesis α− β > 0, de todo lo anterior encontramos que

máx{1 +
√

2− β, 0} < α− β < (2 +
√

2)β.



Apéndice A

Reporte de simulaciones

En este apéndice presentamos resultados de un estudio de simulación sobre

la distribución empírica espectral de matrices laplacianas con distintas distribu-

ciones y tamaños y sobre la distribución del mayor eigenvalor de matrices la-

placianas con distribución normal. Estos resultados nos llevaron a plantear las

conjeturas que presentamos en el Capítulo 2 sobre una aproximación a la den-

sidad de la convolución libre γM = S � γ de la distribución semicírcular S y la

distribución normal estándar γ mediante una mezcla de las distribuciones S y γ.

Para el primer caso, simulamos matrices X = (Xij) de cuatro diferentes ta-

maños (n = 100, 500, 1000, 2000) y tres distribuciones simétricas (normal, Ber-

noulli, uniforme) con media cero y varianza uno. De�nimos la matriz laplaciana

L = L[X] para cada matriz X . Elegimos estas distribuciones para tener ejemplos

de variables continuas y discretas y con soporte acotado y no acotado. En todos

los ajustes usamos el parámetro de mezcla α ≈
√

2/2.
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A.1. Caso Normal

Para este caso las entradas de la matriz simétrica X son variables aleatorias

normales estándar con media cero y varianza 1.
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(a) Ajuste matriz laplaciana 100× 100.
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(b) Ajuste matriz laplaciana 500× 500.
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(c) Ajuste matriz laplaciana 1000× 1000.
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(d) Ajuste matriz laplaciana 2000× 2000.

Figura A.1: Histogramas de la distribución empírica espectral DEE y el ajuste

dado por la conjetura para matrices laplacianas L[X] normalizadas por
√

2n con

las entradas de X normal estándar.
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A.2. Caso uniforme

Necesitamos que las variables aleatorias tengan media cero y varianza uno,

de esta manera, para este caso consideramos que las entradas de la matriz X

están dadas por Unif(−
√

3,
√

3).
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(a) Ajuste matriz laplaciana 100× 100.
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(b) Ajuste matriz laplaciana 200× 200.
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(c) Ajuste matriz laplaciana 1000× 1000.
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(d) Ajuste matriz laplaciana 100× 100.

Figura A.2: Histogramas de la distribución empírica espectral DEE y el ajuste

dado por la conjetura para matrices laplacianas L[X] normalizadas por
√

2n con

las entradas de X dadas por Unif(−
√

3,
√

3).
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A.3. Caso Bernoulli

En este caso consideramos esntradas fuera de la diagonal como variables alea-

torias Ber(1/2) tomando valores en {−1, 1}.
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(a) Ajuste matriz laplaciana 100× 100.
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(b) Ajuste matriz laplaciana 500× 500.
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(c) Ajuste matriz laplaciana 1000× 1000.
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(d) Ajuste matriz laplaciana 2000× 2000.

Figura A.3: Histogramas de la distribución empírica espectral DEE y el ajuste

dado por la conjetura para matrices laplacianas L[X] normalizadas por
√

2n con

las entradas de X dadas por Ber(1/2) tomando valores en {−1, 1}.
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